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1. Fejezet A minta

1. Fejezet
A minta

1.1 Statisztikai mez½o

A matematikai statisztika a valószín½uségszámításra épül. Ha elvégzünk egy kísérletet,

vagy meg�gyelünk egy jelenséget, szinte minden esetben ismerjük a 
 minta teret, az e-

lemi események halmazát, és a szempontjainknak legjobban megfelel½o A eseményeket is

meg tudjuk konstruálni. A valószín½uségszámításban az (
;A) valószín½uségi térhez hoz-

závettük még a P valószín½uséget amir½ol feltételezzük, hogy az �igazi�, és úgy tettünk

mintha ismernénk. A valóságban ez nem így van, pedig a P valószín½uség ismerete nagyon

fontos, mert t½ole függ többek között a valószín½uségi változók eloszlása, az események és

valószín½uségi változók függetlensége vagy függ½osége, mutatói, stb. A matematikai sta-

tisztika fontos problémája az (
;A) -valószín½uségi téren értelmezhet½o összes lehetséges

P valószín½uségek közül kiválasztani az �igazit�, azt amely a tapasztalatoknak legjob-

ban megfelel, illetve kiválasztani azt amelyik legalábbis nem mond ellent. Az (X ;F ;P)

statisztikai mez½o tehát az (X ;F) valószín½uségi térb½ol és a rajta de�niálható P valószín½u-

ségek családjából áll . Az X mintatér (statisztikai sokaság) konstruálása számos, nem

feltétlenül matematikai jelleg½u, megfontolás alapján történik. Már ennél a lépésnél �-

gyelembe kell venni a vizsgálat célját körülményeit, stb.. Általában a kísérlet eredményei

alapján nagyon nehéz meghatározni az éppen funkcionáló P valószín½uséget explicit módon

az (X ;F) -en. Például, ha el akarjuk dönteni, hogy két valószín½uségi változónak megfelel½o

véletlen mennyiségek függetlenek-e, akkor erre a választ, hogy �igen�vagy �nem�, megad-

hatjuk anélkül, hogy ismernénk konkrétan az �igazi�P valószín½uséget, elegend½o csak azt

a tulajdonságot �gyelni, hogy bizonyos események szorzatának valószín½usége egyenl½o-e a

valószín½uségeik szorzatával. Ha a válaszunk pl. �igen�, akkor ez nem azt jelenti, hogy biz-

tosan, hanem általában csak annyit, hogy a tapasztalatnak a feltételezésünk nem mond

ellent. Ez nagyon fontos. A döntéseink hibával terheltek lesznek.

1.2 Minta

Tételezzük fel, hogy egy kísérlettel, jelenséggel kapcsolatos X véletlen mennyiségr½ol sze-

retnénk valamilyen, jól meghatározott, információt (pl. az eloszlását) megtudni. Ebb½ol
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a célból n egymástól független meg�gyelést végzünk és x1; x2; :::; xn valós érték lesz a

meg�gyelésünk eredménye. Ezt többször is megcsinálhatjuk. Tekintve az X valószín½u-

ségi változók értékeib½ol képzett összes lehetséges n hosszuságú sorozatokat, világos, hogy

az i-edik helyen minden esetben egy X véletlen mennyiség aktuális értékét fogjuk kapni.

Tehát a meg�gyelésünk eredménye nem más, mint X1; :::; Xn egymástól független való-

szín½uségi változóknak egy-egy aktuális értéke. Az Xi véletlen mennyiségek mindegyike az

eredeti X valószín½uségi változóra vonatkozik, ezért azzal azonos eloszlású.

Példa 1.1 Talajminták vizsgálata során kapott mérési eredmények a króm (Cr) tar-
talomra mg/kg-ban a következ½ok:

26.4 29.6 28.8 29.3 28.4 28.7 28.5 28.4
27.60 27.40 27.40 29.70 29.80 28.30 30.10 27.80
29.60 29.00 27.30 27.50 29.20 29.70 27.10 28.60
29.00 30.80 29.40 28.40 27.10 29.70 31.00 28.00
28.50 28.70 29.00 27.10 26.40 30.80 28.80 27.10
28.20 28.80 27.00 29.40 29.40 29.60 28.90 27.50
30.10 24.20 31.00 28.00 27.00 26.00 26.40 30.10
25.30 31.60 28.40 29.80 28.80 25.10 25.30 27.20
25.40 28.80 30.10 30.90 25.00 26.90 30.10 28.90
20.60 20.20 25.90 30.60 19.80 26.90 27.10 27.2

29.6 28.5 28 28.6 27.5 28.4 28.3

Az adatokat ábrázolhatjuk is:

Cr tartalom

19

21

23

25

27

29

31

33

1 6 11 16 21 26 31 36 41 46 51 56 61 66 71 76 81 86

minta

Cr

Példa 1.2 Annak megállapítása, hogy az eltér½o takarmányozás okoz-e szigni�káns különb-
ségeket a tojások súlyában (gr) az alábbi két méréssorozatot végezték. A két méréssorozat
különböz½o takarmányozási módszer hatását mutatja a tojóhibridek tojástermelésére.

4



1. Fejezet A minta

51 54 59 51 50 64 52 52 53 51 50 50 53 52 56 57 49 53 56 55 53 57 60 54 51 52 56 51 60 57

64 60 61 55 73 56 58 59 60 60 59 55 65 59 58 55 58 60 59 62 61 58 66 62 54 61 58 66 65 68

A diszkrét adatok ábrázolása:

Tojások súlya

0

10

20

30

40

50

60

70

80

1 3 5 7 9 11 13 15 17 19 21 23 25 27 29

mérés

gr

Adatsor1
Adatsor2

A két példa között az a szembet½un½o különbség, hogy mig az els½o példában nincs két

egyforma adat addig a második példában ez gyakran el½ofordul. A második példa adatai

diszkrét érték½u valószínüségi változóra vonatkoznak és ez nem a súly tulajdonsága hanem

a mérés pontatlanságának következménye.

Mintavétel esetén biztosítanunk kell a kísérlet független elvégzését. Ha pedig egyedek-

r½ol van szó (pl. staisztikai felméréseknél), akkor célszer½u véletlenszám táblázat használata,

hogy a minta reprezentatív legyen, azaz mindegyik véletlen elem azonos valószín½uséggel

kerüljön a mintába. Mivel feltételezésünk szerint nincs semmi ok arra vonatkozóan, hogy

a minta elemek milyen sorrendben követik egymást, ezért az összes lehetséges sorrend

azonos információt hordoz, ezt a kijelentésünket kés½obb még pontosítani fogjuk. Ezen

sorrendek közül kitüntetett szerepe van annak amikor a minta elemei nagyság szerint

követik egymást. Ezt rendezett mintának nevezzük és X(1); X(2); : : : ; X(n)-nel jelöljük.

Tehát

X(1) � X(2) � : : : � X(n):
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De�nició 1.1 A (X ;F ;P)statisztikai mez½on értelmezett FX (x) eloszlásúX valószín½uségi
változóra vonatkozómintán azon X1; X2; :::; Xn valószín½uségi változókat értjük, amelyek:

� függetlenek,

� azonos FX (x) eloszlásúak.

� Xi-t az i-edik minta elemnek,

� n-et a minta nagyságának és

� az x1; x2; :::; xn valós számokat pedig a minta egy realizációjának nevezzük.

Közben az eloszlást az igazi P 2 P valószín½uség szerint értettük, tehát

FX (x) = P (X < x) = P (Xi < x)

1. A minta jellemz½oi, leíró statisztikák

Tekintsük a X valószín½uségi változóra vonatkozó X1; X2; :::; Xn mintát és a minta egy

x1; x2; :::; xn realizációját. A minta elemei segítségével képzett olyan

S (X1 (!) ; : : : ; Xn (!)) = S (X1; :::; Xn) n változós függvényeket, amelyek maguk is való-

szín½uségi változók, statisztikáknak, vagy statisztikai függvényeknek nevezzük. Statisztikát

mindig valamilyen céllal készítünk és a független változói helyébe behelyettesítve a minta

egy realizációját kapunk egy valós számot. Néhány statisztikát fogunk most ismertetni.

2. A tapasztalati eloszlásfüggvény

Legyen az nF �n(x; !) az a valószín½uségi változó, amely rögzített x valós szám esetén

minden ! 2 X -hoz hozzárendeli azt a k természetes egész számot, amit úgy kapunk meg,

hogy megnézzük hány db Xi (!) kisebb mint x. Azaz

F �n(x; !) =
1

n

X
i

1Xi(!)<x (1.1)
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1. Fejezet A minta

Példa 1.3 A Cr tartalom tapasztalati eloszlásfüggvénye:

Példa 1.4 A tojás súlyának tapasztalati eloszlásfüggvénye:

Mint eddig is tettük a valószín½uségi változók esetében F �n(x; !)-t egyszer½uen F
�
n(x)-szel

7



jelöljük. Az nF �n(x) értékei tehát 0; 1; 2; : : : ; n. Eloszlása pedig:

P (nF �n(x) = k) =

�
n

k

�
F kX (x) (1� FX (x))

n�k

Ehhez azt kell �gyelembe vennünk, hogy rögzített x esetén az

A = f! j nF �n(x; !) = kg esemény a következ½o alakban áll el½o

A = [
�
! j Xi1 (!) < x;Xi2 (!) < x; : : : ;Xik < x;Xik+1 � x; : : :Xin � x

	
;

ahol az unióképzés
�
n
k

�
eseményre vonatkozik. Olyan események uniójáról van szó, ame-

lyekben pontosan k db minta elem kisebb, mint x (a többi persze nagyobb, vagy egyenl½o).

Egy ilyen esemény valószín½usége a minta elemek függetlensége és azonos FX (!) eloszlása

miatt

P
�
Xi1 < x;Xi2 < x; : : : ;Xik < x;Xik+1 � x; : : : ;Xin � x

�
= P (Xi1 < x)P (Xi2 < x) : : : P (Xik < x)P (Xik+1 � x) : : : P (Xin � x)

= FX (x)
k (1� FX (x))n�k :

Az ilyen események száma pedig
�
n
k

�
, mert az n elem½u mintából kell kiválasztani az

összes lehetséges módon k db-ot. Az nF �n (x) valószín½uségi változó tehát binomális elos-

zlású n és FX (x) paraméterekkel, így a várható értéke nFX (x) szórásnégyzete pedig

nFX (x) (1� FX (x)). Ez azt jelenti, hogy minden rögzített x-re

EF �n (x) = FX (x)

és

D2F �n (x) =
FX (x) (1� FX (x))

n
:

A tapasztalati eloszlásfüggvény tehát az eredeti eloszlásfüggvény körül ingadozik és az

ingadozása n növekedésével egyre csökken.

Tétel 1 Minden rögzített valós x esetén érvényes a

lim
n!1

P (j F �n (x)� F (x) j> ") = 0;

illetve F �n (x) aszimptotikusan normális:

p
n

F �n (x)� F (x)p
FX (x) (1� FX (x))

D
=) N (0; 1):

Bizonyítás.A Csebisev-egyenl½otlenség miatt

0 � P (j F �n (x)� FX (x) j> ") �
D2F �n (x)

"2
=
FX (x) (1� FX (x))

n"2
;

8



1. Fejezet A minta

n tart végtelen esetén ez a tétel állítását jelenti. Az aszimptotikus normalitás egyszer½uen a

centrális határeloszlás tétel következménye, mivel F �n (x) független valószín½uségi változók

összege, lsd. (1.1).

A következ½o tétel szerint, amely Glivenkótól származik és jelent½oségénél fogva a mate-

matikai statisztika alaptételekén szokás nevezni, a tapasztalati eloszlásfüggvény nem csak

pontonként, hanem az egész számegyenesen egyenletesen jól közelíti FX (x)-et.

Tétel 2 A matematikai statisztika alaptétele (Glivenko-tétel):

P

�
lim
n!1

sup
x
j F �n (x)� F (x) j= 0

�
= 1:

Bizonyítás. Tételezzük fel, hogy F folytonos. Legyen " > 0; tetsz½oleges adott szám,

ugy, hogy N = 1=" egész. Mivel F folytonos kiválasztható �1 = z0; z1; : : : ; zN�1; zN =1

számsorozat ugy, hogy

F (z0) = 0; F (z1) = " =
1

N
; : : : ; F (zk) = k" =

k

N
;F (zN ) = 1:

Ha z 2 [zk; zk+1] akkor

F � (z)� F (z) � F � (zk+1)� F (zk) = F � (zk+1)� F (zk+1) + ";

F � (z)� F (z) � F � (zk)� F (zk+1) = F � (zk)� F (zk)� ":

Jelöje Ak azon elemi események halmazát amelyek esetén F � (zk) ! F (zk) : A nagy

számok er½os törvénye szerint P (Ak) = 1 ugyanis 1xi(!)<z független azonos eloszlású

valószín½uségi változók F (z) várható értékkel. Következés képpen minden ! 2 A =

\Nk=0Ak-hoz található n (!) ; hogy minden n � n (!) esetén teljesül

jF � (zk)� F (zk)j < "; k = 0; 1; : : : ; N:

Így aztán

sup
x
jF � (z)� F (z)j < 2";

tetsz½oleges " esetén. Mivel P (A) = 1, a bizonyítás kész. Az általános eset bizonyitása is

hasonlóan történik csak egy kicsit körültekint½obben kell eljárni.

2.1. Hisztogram

Diszkrét eloszlású valószín½uségi változóra vett minta esetén az egyes el½ofordult értékek

gyakorisága nyújt információt az eloszlásról. Folytonos eloszlás esetén a mintában ter-

mészetszer½uen nagyon sok érték fordul el½o, egy-egy érték leginkább csak egyszer. Ebben
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az esetben a s½ur½uségfüggvény alakjára a hisztogramból lehet következtetni. Könny½u példát

mutatni arra, hogy mig a tapasztalati eloszlásfüggvény nagyon jelent½os az elméleti ered-

mények szempontjából addig gra�kusan ábrázolva viszonylag kevés következtetésre ad

lehet½oséget. A hisztogramot viszont nagyon nehéz elméleti szempontból korrekt módon

kezelni ugyanakkor igen sok információ leolvasható a gra�kus megjelenítése során (normal-

itás, ferdeség, lapultság stb.). A hisztogram úgy készül, hogy beosztjuk a minta terjedelme

által meghatározott intervallumot egyenl½o szakaszokra és minden szakasz fölé egy olyan

téglalapot rajzolunk, amelynek magassága az adott szakaszba es½o minta elemek számá-

val egyenl½o (SPSS). Ha a szakaszok hossza h akkor (a mintanagyság n) a s½ur½uségfüggvény

approximációjához osztani kellene nh -val. Ennek megfelel½oen, ha egyszerre ábrázoljuk a

hisztogramot és a Gauss görbét, akkor a Gauss görbe paraméterei X és sn és meg van

szorozva nh -val.

Példa 1.5 A Cr tartalom hisztogramja:

C R

3 1 . 0 0

3 0 . 0 0

2 9 . 0 0

2 8 . 0 0

2 7 . 0 0

2 6 . 0 0

2 5 . 0 0

2 4 . 0 0

2 3 . 0 0

2 2 . 0 0

2 1 . 0 0

2 0 . 0 0

C r   t a r t a l o m   h i s t o g r a m j a

1 6

1 4

1 2

1 0

8

6

4

2

0

S t d .   D e v   =   2 . 1 4

M e a n   =   2 8 . 0 5

N   =   8 7 . 0 0
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1. Fejezet A minta

Példa 1.6 A tojások súlyának hisztogramja (gyakoriság)

A stem=ág és leaf=levél jelentésnek megfelel½oen úgy bontjuk fel a számértékû adatokat,

hogy a f½o rész tizedes jegyei adják a �stem�-et (ágat), az utolsó jegy pedig a �leaf�-et

(levelet). Pl. a 62 szám esetén a �stem�6, a �leaf�2. Ezután a minta alapján egy olyan

hisztogramhoz hasonló ábrát készítünk, mely esetén minden mintaelem szerepel ágra és

levélre bontott alakban, minden ágon annyi levél ül, ahány mintaelem ténylegesen arra az

ágra esik, és ráadásul minden levelet a megfelel½o tizedes jegy képvisel.

3. Az elhelyezkedés mér½oszámai

3.1. A mintaközép.

Az F �n eloszlásfüggvény szerint számított k-adik momentum

a�k =

Z 1

�1
xkdF �n (x) =

1

n

nX
i=1

Xk
i

az X valószínüségi változó k-adik momentumára vonatkozóan nyujt információt ezért

tapasztalati k-adik momentumnak nevezzük. Az els½o tapasztalati momentumot a�1-et

mintaközépnek nevezzük és �X-sal jelöljük. A mintaközép nem más mint a mintaelemek

számtani közepe, azaz

�X (!) =
1

n

nX
i=1

Xi (!) :

Az �X valószín½uségi változó az EX várható érték körül ingadozik:

EX =
1

n

nX
i=1

EXi =
1

n
nEX = EX:

11



Felhasználtuk, hogy az Xi valószín½uségi változók azonos FX (x) eloszlásúak és így, ha

létezik a s½ur½uségfüggvény:

EXi =

Z 1

�1
xfX (x) dx = EX

ahol fX a

fX (x) = F
0

X (x)

képlettel kapható. Az �X-nak a �x értéke egy realizáció esetén tehát a várható értékér½ol

nyújt felvilágosítást, és ha n elég nagy, akkor ez igen pontos, mert a

D2X =
1

n2

nX
i=1

D2Xi =
1

n2
nD2X =

D2X

n
;

szórásnégyzet igen kicsi.

3.2. Tapasztalati kvantilisek, medián

Emlékeztetésképpen megemlítjük, hogy az X valószín½uségi változó p 2 [0; 1] kvantilise

de�nició szerint az a zp valós szám, melyre

zp = sup (x j FX (x) � p) : (1.2)

Ha FX invertálható a p pontban akkor zp = F�1X (p) : A z1=2 értéket mediánnak a z1=4

illetve z3=4 értéket alsó illetve fels½o kvartilisnek nevezzük. A z�p tapasztalati p kvan-

tilis de�niciója annyiban különbözik az elméletiét½ol, hogy (1.2)-ben az eloszlásfüggvényt

a tapasztalati eloszlásfüggvényre cseréljük. Eredményül kapjuk, hogy általában z�p =

X([np]+1): Speciálisan számoljuk a p = 1=2 -hez tartozó értéket: z�1=2 = X(m) ha n = 2m�1;

és z�1=2 =
�
X(m) +X(m+1)

�
=2 ha n = 2m:

Ábra: Doboz(Box)-diagramm. Jelölje d az alsó és fels½o kvartilis távolságát. A fels½o

kvartilist½ol fölfelé mért 1:5d és 3d távolság közötti mintaelemeket kiugró értékeknek (out-

lier) nevezzük, míg a 3h távolság fölöttieket extrém értékeknek. Hasonlóan, az alsó kvar-

tilistól lefelé elhelyezked½o mintaelemek közül kijelölhet½ok a kiugró és az extrém értékek 6.

ábra

Standard normális eloszlás esetén a kiugró

és az extrém értékek valószínûsége

A fenti ábra azt mutatja, hogy a standard normális eloszlás esetén -0.68 és +0.68

az elméleti alsó és fels½o kvartilis. Elméleti extrém értékek a 4.76-nál nagyobb abszolút

értékûek, ezek el½ofordulása gyakorlatilag esélytelen. Elméleti kiugró értékek 2.72 és 4.76

közé esnek abszolút értékben, ezek el½ofordulási esélye kevesebb mint 1%, csupán 0.66% .
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1. Fejezet A minta

3.3. Módusz

A minta elhelyezkedésére jellemz½o a leggyakrabban el½ofordult érték is, ez a tapasztalati

módusz. Elméleti szempontból, diszkrét valószín½uségi változó esetén az az érték amelynek

legnagyobb a valószín½usége, folytonos esetben pedig a s½ur½uségfüggvény maximum helye(i).

Megjegyzés 1.1 Normális eloszlás esetén a várható érték, a modus és a medián mege-
gyeznek.

4. Az ingadozás mér½oszámai

4.1. A tapasztalati szórásnégyzet

A tapasztalati centrális momentumok a tapasztalati momentumokkal analóg módon

származtathatók. A tapasztalati szórásnégyzet de�nicó szerint a

s2n =
1

n

nX
i=1

�
Xi � �X

�2
valószín½uségi változó. A s2n más alakban is felírható:

s2n =
1

n

nX
i=1

�
Xi � �X

�2
=

1

n

nX
i=1

�
X2
i � 2Xi �X + �X2

�
=

1

n

nX
i=1

X2
i � 2 �X

1

n

X
Xi + �X2

=
1

n

X
X2
i � 2 �X2 + �X2

=
1

n

X
X2
i � �X2 = X2 � �X2

Számítsuk ki a Es2n-et.

Es2n =
1

n

nX
i=1

E
�
X2
i

�
� 1

n2
E

0@ nX
i=1

X2
i + 2

nX
i;j=1;i<j

XiXj

1A
=

1

n
nEX2 � 1

n2
nEX2 � 1

n2
n (n� 1) (EX)2

= EX2 � 1

n
EX2 � n� 1

n
(EX)2 =

n� 1
n

�
EX2 � (EX)2

�
=

n� 1
n

D2X:
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Mivel csak az n
n�1s

2
n várható értéke egyezik meg az X szórásnégyzetével, ezért szokás

de�niálni a s�2n korrigált tapasztalati szórásnégyzetet, amit a

s�2n =
1

n� 1

nX
i=1

�
Xi � �X

�2
=

n

n� 1s
2
n

valószín½uségi változó de�niál. Az el½oz½oekb½ol következik, hogy

Es�2n = D2X

Tehát az s�2n korrigált tapasztalati szórásnégyzet az X valószín½uségi változó szórásáról

átalakítás nélkül �pontosabb�információt nyújt.

4.2. A minta terjedelme

Az n mintanagyság esetén az X(n) �X(1) -et nevezzük a minta terjedelmének.

5. Az alak mér½oszámai

5.1. Tapasztalati ferdeség (skewness), lapultság (kurtosis)

Ha az eloszlás szimmetrikus, akkor az összes létez½o páratlan centrális momentum 0: Ezért a

standardizált v. változó harmadik momentuma információt hordoz a szimmetrikusságról.

A tapasztalati ferdeség ennek megfele½oen

�n =
1
n

P�
Xi � �X

�3
s3n

=

�
X �X

�3
s3n

:

A tapasztalati lapultság

�n =
1
n

P�
Xi � �X

�4
s4n

� 3:

Példa 1.7 A Cr tartalomra vonatkozó statisztikák:

Statistic
CR Mean 28.05057

Median 28.4
Variance 4.573924
Std. Deviation 2.138673
Minimum 19.8
Maximum 31.6
Range 11.8
Interquartile Range 2.3
Skewness ­1.70025
Kurtosis 4.543458
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1. Fejezet A minta

Végezetül megemlítünk még két statisztikát anélkül, hogy megvizsgálnánk a tulajdon-

ságait.

6. Tapasztalati kovariancia, korrelációs együttható

AzX valószín½uségi változóra vonatkozó minta legyenX1; X2; : : : ; Xn az Y -ra pedig Y1; Y2; : : : ; Yn.

A két minta tapasztalati kovarianciája:

ĈXY =
1

n

nX
j=1

�
Xj � �X

� �
Yj � �Y

�
A tapasztalati korrelációs együttható pedig

r̂XY =
ĈXY

sn;X sn;Y

ahol sn;X illetve sn;Y jelenti az X1; X2; : : : ; Xn ill. az Y1; Y2; : : : ; Yn minta tapasztalati

szórását. Megjegyezzük, hogy ezek a de�níciók eléggé természetesnek t½unnek, ha �-

gyelembe vesszük a korábbi de�níciókat.
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2. Fejezet Az elégséges statisztika

2. Fejezet
Az elégséges statisztika

2.1 Elégséges statisztika

Az (X ;F ;P) statisztikai mez½or½ol az általánosság megszorítása nélkül feltehetjük, hogy

az X mintatér nem más mint a lehetséges meg�gyelések tere, azaz x 2 X esetén x =

(x1; x2; : : :) a minta egy realizációja. Továbbá, ha a mintavételezést azX valószín½uségi vál-

tozóra végezzük, akkor a P = fP#; # 2 �g eloszláscsalád tekinthet½o az X valószín½uségi

változó által indukált eloszláscsaládnak az X -en. Az (X1; X2; : : : ; Xn)minta a # paraméterre

nézve szolgáltat bizonyos információt. Felvet½odik a kérdés, hogyan lehet ehhez az informá-

cióhoz hozzájutni. Azt már láttuk, hogy ez az információ örökl½odik a tapasztalati eloszlás-

függvényre, viszont a tapasztalati eloszlásfüggvény ismerete ekvivalens a rendezett minta

ismeretével, aminek a dimenziója megegyezik az eredeti mintanagysággal n-nel. Ha a

� 2 Rd akkor elég természetes feltételezni, hogy a #-ra vonatkozó információ tömöríthet½o

a d-dimenziós térbe, de legalábbis a növekv½o mintanagysággal szemben egy nála lényege-

sen kisebb állandó dimenziójú térbe ésszer½u koncentrálni az információt. Ebb½ol a célból

tekintsük az (X1; : : : ; Xn) minta S leképezését a (H;B) mérhet½o térre. Azon mérhet½o

S leképezéseket amelyek nem függenek #-tól statisztikának nevezzük. Az S leképezés

indukál egy eloszlást is a (H;B) téren jelöljük ezt PS-sel.

A mintának egy ilyen S leképezése akkor nem jár információ vesztéssel ha az S értékének

ismeretében megadható a minta eloszlása bármely # érték esetén azaz a

P# ((X1; : : : ; Xn) 2 A j S (X1; : : : ; Xn) = �)

feltételes valószín½uség független #-tól, ezek az úgynevezett elégséges statisztikák. Ha X

valószín½uségi változó diszkrét, jelölje y1; y2; : : : az értékkészletét, és p (yk) = P (X = yk) az

eloszlását. Ha az X valószín½uségi változó folytonos (abszolút), jelölje p (y) a s½ur½uségfüg-

gvényét. Az X-re vonatkozó X1; X2; : : : ; Xn minta együttes eloszlása a diszkrét esetben

p# (x1; x2; : : : ; xn) = P# (X1 = x11 ; X2 = x2; : : : Xn = xn)

=
nY
k=1

P# (Xk = xk)

=

nY
k=1

p# (xk)
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ahol az (x1; x2; : : : ; xn) meg�gyelések az X értékkészletéb½ol valók. A folytonos esetben

pedig

p# (y1; : : : ; yn) =

nY
k=1

p# (yk)

tekintettel a függetlenségre.

De�nició 2.1 A p# együttes eloszlást illetve együttes s½ur½uségfüggvényt, amennyiben a
mintát rögzítjük és a # -t tekintjük változónak, akkor likelihood függvénynek nevezzük.

1. Feltételes s½ur½uségfüggvény.

Legyen az (X1; X2; : : : ; Xn) valószín½uségi vektorváltozó és (Y1; Y2; : : : ; Ym) úgy, hogy az

(X1; X2; : : : ; Xn; Y1; Y2; : : : ; Ym) valószín½uségi változónak létezzen a s½ur½uségfüggvénye. Ek-

kor az (X1; X2; : : : ; Xn) valószín½uségi vektorváltozó feltételes s½ur½uségfüggvénye az

(Y1; Y2; : : : ; Ym)-re vonatkozóan

p (x1; x2; : : : ; xn j y1; y2; : : : ; ym) =
p (x1; x2; : : : ; xn; y1; y2; : : : ; ym)

p (y1; y2; : : : ; ym)
:

Legyen az X1; : : : ; Xn mintából képzett statisztika S (X1; : : : ; Xn) 2 Rk azaz k érték½u

(k dimenziós). Feltételezzük, hogy létezik olyan kölcsönsen egyértelmü leképezése az

X1; : : : ; Xn mintának (egy valószín½uséggel minden # 2 �-ra) amelynek az els½o n � k

koordinátája

Y (X1; : : : ; Xn) = (Y1 (X1; : : : ; Xn) ; Y2 (X1; : : : ; Xn) ; : : : ; Yn�k (X1; : : : ; Xn)) a maradék k

koordináta pedig S (X1; : : : ; Xn) 2 Rk. Továbbá a minta együttes s½ur½uségfüggvénye kife-

jezhet½o

p (x1; x2; : : : ; xn) = p(Y (X1;:::;Xn);S(X1;:::;Xn)) (y1; y2; : : : ; yn�k; s1; s2; : : : ; sk) jJ j ;

alakban, ahol jJ j a leképezés Jakobi determinánsa.

De�nició 2.2 Az S (X1; : : : ; Xn) statisztika elégséges a fP#; # 2 �g eloszláscsaládra nézve,
ha
a.) diszkrét esetben a

p# (x1; x2; : : : ; xn j S (x1; x2; : : : ; xn))
= P# (X1 = x11 ; X2 = x2; : : : Xn = xn j S (X1; : : : ; Xn) = S (x1; x2; : : : ; xn))

feltételes eloszlás független # -tól.
b.) folytonos esetben a

p# (y1; y2; : : : ; yn�k j s1; s2; : : : ; sk)
feltételes s½ur½uségfüggvény független # -tól.
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2. Fejezet Az elégséges statisztika

Az elégséges statisztikák általánosabb elmélete az Appendixben található.

Példa 2.1 Legyen S (X1; : : : ; Xn) =
�
X(1); X(2); : : : ; X(n)

�
a rendezett minta. A

p#
�
x1; x2; : : : ; xn j x(1); x(2); : : : ; x(n)

�
=
1

n!

tehát a rendezett minta elégséges statisztika, ugyanis a bal oldal nem függ az x1; x2; : : : ; xn
sorrendjét½ol és ha összegezzük az összes lehetséges (n!) sorrendre eredményül 1-et kapunk.

Példa 2.2 Legyen X Bernoulli eloszlású p paraméterrel, ekkor megmutatható, hogy az
S =

Pn
1 Xi elégséges statisztika.

Példa 2.3 Legyen X egyenletes eloszlású a [0; #] intervallumon, akkor megmutatható,
hogy az S = X(n) (a legnagyobb mintaelem) elégséges statisztika.

Példa 2.4 Legyen X exponenciális eloszlású � eltolás- és � skálaparaméterrel, azaz s½ur½uségfüg-
gvénye

p (x) =
e�(x��)=�

�
; x � �:

akkor megmutatható, hogy az S =
�
X(1);

Pn
i=2

�
X(i) �X(1)

��
elégséges statisztika.

Példa 2.5 Ha X 2 N
�
0; �2

�
akkor megmutatható, hogy az S =

Pn
1 X

2
i = ns

2
n elégséges

statisztika.

Példa 2.6 Ha X 2 �(�) (Poisson) akkor S =
Pn
1 Xi = n

�X elégséges statisztika:

P�

 
X1 = k1; X2 = k2; : : : Xn = kn j

nX
1

Xi = K

!

=

8<: 0 ha
Pn
1 Xi 6= K

P� (X1 = k1; X2 = k2; : : : Xn = kn)

P� (
Pn
1 Xi = K)

ha
Pn
1 ki = K

ez utóbbi Qn
1
�ki
ki!
e��

�K

K! e
�n�

=
K!Q
ki!
;

ami független � -tól tehát
Pn
1 Xi elégséges statisztika.

Példa 2.7 Ha X 2 N (�; 1) akkor megmutatható, hogy az X elégséges statisztika.
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2.2 Diszkrét eloszlások

Példa 2.8 Ha X 2 N
�
�; �2

�
akkor megmutatható, hogy az

�
X; s2n

�
elégséges statisztika.

Megjegyzés 2.1 Ha S (X1; : : : ; Xn) elégséges, akkor megmutatható, hogy az aS (X1; X2; : : : ; Xn)+
b is elégséges, ahol a 6= 0; b pedig tetsz½oleges valós szám.

Tétel 3 (Neyman-Fisher faktorizációs tétel) Az S (X1; : : : ; Xn) statisztika elégséges a
fP#; # 2 �g eloszláscsaládra nézve akkor és csak akkor, ha
a.) diszkrét esetben az együttes eloszlás:

p# (x1; x2; : : : ; xn) = g# (S (x1; x2; : : : ; xn))h (x1; x2; : : : ; xn) (2.3)

b.) folytonos esetben az együttes s½ur½uségfüggvény:

p# (x1; x2; : : : ; xn) = g# (S (x1; x2; : : : ; xn))h (x1; x2; : : : ; xn)

azaz a # -tól függ½o szorzótényez½o csak az S statisztikán keresztül függ a mintától.

Bizonyítás (diszkrét eset): Ha (2.3) igaz, akkor

p# (x1; x2; : : : ; xn j S (X1; : : : ; Xn) = S (x1; x2; : : : ; xn))

=
g# (S (x1; x2; : : : ; xn))h (x1; x2; : : : ; xn)P

S(z1;:::;zn)=S(x1;x2;:::;xn)
p# (z1; : : : ; zn)

=
h (x1; x2; : : : ; xn)P

S(z1;:::;zn)=S(x1;x2;:::;xn)
h (z1; : : : ; zn)

;

tehát S elégséges statisztika. Megfordítva, legyen

h (x1; x2; : : : ; xn) = p# (x1; x2; : : : ; xn j S (x1; x2; : : : ; xn)) :

Ekkor

p# (x1; x2; : : : ; xn) = h (x1; x2; : : : ; xn)P# (S (X) = S (x1; x2; : : : ; xn)) ;

amit bizonyítani kellett.

Az alábbiakban átismételjük a nevezetes eloszlásokat ill. néhány kiegészítést teszünk.

2.2 Diszkrét eloszlások

1. Bernoulli eloszlás p paraméterrel (p+ q = 1)

Értékkészlete

� =

(
0

1
;

eloszlása és momentumai:

P (� = 0) = 1� p; P (� = 1) = p; E� = p; D2� = pq:
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2. Fejezet Az elégséges statisztika
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Binomiális eo n=50, p=0,2

1. Binomiális eloszlás, n = 50, p = 0; 2

Általánosabban a centrális momentumai: E (� � p)k = pq
�
(�1)k pk�1 + qk�1

�
.

Feladat 2.1 Határozzuk meg a Bernoulli eloszlás centrális momentumait, ferdeségét és
lapultságát.

2. Binomiális eloszlás n; p paraméterrel (p+ q = 1)

Értékkészlete: � = 0; 1; 2; : : : ; n; eloszlása

P (� = k) =

�
n

k

�
pkqn�k:

A � el½oáll � =
Pn
1 �j alakban, ahol �1; : : : ; �j független azonos Bernoulli-eloszlású való-

szín½uségi változó p paraméterrel, momentumai:

E� = np;

D2� = npq:

Feladat 2.2 Mutassuk meg, hogy a binomiális eloszlás ferdesége

� =
q � p
p
npq

;
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2.3 Folytonos eloszlások

lapultsága

� =
p3 + q3

npq
� 3:

3. Poisson eloszlás � > 0 paraméterrel

Értékkészlete � = 0; 1; 2; : : : ; eloszlása

P (� = k) =
�k

k!
e��;

és momentumai: E� = �; D2� = �:

4. Geometriai eloszlás

Értékkészlete � = 0; 1; 2; : : : ; n : : : ;eloszlása

P (� = k) = pqk;

és momentumai: E� = q=p; D2� = q=p2:

5. Negatív binomiális eloszlás r; p paraméterrel

Értékkészlete � = 0; 1; 2; : : : ; n : : : ;eloszlása

P (� = k) =

�
�r
k

�
pr (�q)k ;

ahol �
�r
k

�
=

(�r)(k)
k!

=
(�r) (�r � 1) (�r � 2) : : : (�r � k + 1)

k!

= (�1)k (r + k � 1) (r + k � 2) (r + k � 3) : : : r
k!

= (�1)k
�
r + k � 1

k

�
:

Momentumai: E� = rq=p; D2� = rq=p2: A � el½oáll � =
Pr
1 �j alakban, ahol �1; : : : ; �j

független azonos geometriai eloszlású valószín½uségi változók p paraméterrel.

2.3 Folytonos eloszlások

1. Egyenletes eloszlás az [a; b]-n

p (x) =

(
1
b�a ha x 2 [a; b]
0 egyébként
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2. Fejezet Az elégséges statisztika

momentumai:

E� =
b+ a

2
;

D2� =
(b� a)2

12
:

2. Normális eloszlás �; �2 paraméterrel, � 2 N
�
�; �2

�
Ha � pozitív, akkor a s½ur½uségfüggvénye

p (x) =
1p
2��

e�(x��)
2=2�2 ;

a karakterisztikus függvénye pedig minden esetben

' (t) = ei�t��
2t2=2;

továbbá E� = �; D2� = �2:

3. Többdimenziós normális eloszlás � = (�1; : : : �d)
0
2 N

�
�;�

�
A karakterisztikus függvénye

' (t1; t2; : : : td) = e
i�

0
t� 1

2
t
0
�t

ahol � = E� 2 Rd � =cov
�
�; �
�
; pedig nemnegatív de�nie.

Ha létezik a ��1 inverz, akkor a s½ur½uségfüggvény

p (x1; x2; : : : xd) =
1

(2�)d=2 (det�)d=2
e�

1

2(x��)�
�1(x��)

0

:
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2.3 Folytonos eloszlások

­2
­1

0
1

2

­2

­1

0

1

2

0

0.02

0.04

0.06

0.08

0.1

0.12

0.14

0.16

2D normal sűrűségf üggv ény

A harang felület

Példa 2.9 A

f (x1; x2) =
1

2�
exp

�
�x

2
1 + x

2
2

2

��
1 + x1x2 exp

�
�x

2
1 + x

2
2

2

��
;

s½ur½uségfüggvény½u eloszlás marginálisai normálisak, de maga az eloszlás nem kétdimenziós
normális.

� (�1; �2; : : : �d) többdimenziós v. v. együttesen normális akkor és csakis akkor, ha
bármely (a1; : : : ; ad) 2 Rd esetén

P
ai�i 2 N , egydimenziós normális.

� �1; �2; : : : �d együttesen normális eloszlású valószín½uségi változó függetlenek akkor és
csak akkor ha � diagonális, azaz korrelálatlanok.

� � = (�1; �2; : : : �d)
0 együttesen normális akkor tetsz½oleges A matrix esetén � = A� is

együttesen normális.

4. Gamma-eloszlás a > 0; b > 0 paraméterrel: �a;b

A s½ur½uségfüggvény

p (x) =

8<:
xa�1e�x=b

ba� (a)
ha x > 0;

0 egyébként.
;

ahol

� (t) =

1Z
0

xt�1e�xdx:
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2. Fejezet Az elégséges statisztika
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0.9

1
Gamma pdf a=2, b=0,4

A karakterisztikus függvénye

' (t) = (1� ibt)�a ;

a momentumai:

E�n =
bn� (a+ n)

� (a)
; E� = ab D2� = ab2:

b skála paraméter, tekintve, hogy b� 2 �a;b ha � 2 �a;1; az a-t pedig alakparaméternek

szokás nevezni.

5. �2 eloszlás n szabadságfokkal

A gamma eloszlás n=2; 2; paramétrekkel azaz �2n = �n=2;2: A karakterisztikus függvénye

' (t) = (1� 2it)�n=2 :

Feladat 2.3 Mutassuk meg, hogy ha �1; �2; : : : ; �k független �
2 eloszlású rendszer ni

szabadságfokkal akkor
P
�i 2 �2�ni

Feladat 2.4 Mutassuk meg, hogy ha � 2 �2n eloszlású akkor

� =
nX
1

�2i ;

ahol �i 2 N (0; 1) független normális eloszlású valószin½uségi változók.

Feladat 2.5 Mutassuk meg, hogy ha � 2 �2n eloszlású akkor E� = n; és D2� = 2n:

25



2.3 Folytonos eloszlások

Ha �0 = (�1; : : : ; �d)
0
2 N (�;�) és � nem elfajuló akkor

� =
�
� � �

�0
��1

�
� � �

�
2 �2d:

vegyük ugyanis �gyelembe, hogy

'� (t) = Ee
i�t = Eeit�

0
1
�
1 =

dY
j=1

Eeit�1j = (1� 2it)�d=2

ahol �1 = �
�1=2 (� � �) 2 N (0; Id) :

Tétel 4 Tegyük fel, hogy Y = (Y1; Y2; : : : ; Yn) 2 N
�
#; �2In

�
; azaz a komponensei függet-

lenek. Tekintsük a
Q = (Y � #)0 P (Y � #) =�2;

kvadratikus formát, ahol P szimmetrikus matrix r -ranggal. Q 2 X 2r akkor és csak akkor,
ha P idempotens matrix

�
P 2 = P

�
.

Bizonyítás. Ha P szimmetrikus, idempotens matrix r -ranggal akkor pontosan r

darab sajátértéke 1 a többi sajátértéke 0 : Mivel P szimmetrikus, ezért van olyan T

ortogonális matrix, hogy P = T 0�T; ahol � a P sajátértékeit tartalmazó diagonális matrix.

A Q kvadratikus forma igy felírható

Q = (Y � #)0 P (Y � #) =�2

= [T (Y � #)]0 � [T (Y � #)] =�2;

alakba, ahol a Z = T (Y � #) =� független N (0; 1) komponensekb½ol álló valószín½uségi

változó, tehát Q 2 X 2r :

Megfordítva, ha Q 2 X 2r , akkor karakterisztikus függvénye egyfel½ol

' (t) = (1� 2it)�r=2 ; (2.4)

másfel½ol viszont felírva a P szimmetrikus matrixot P = T 0�T; alakba ahol � a P sajátértékeit

tartalmazó diagonális matrix. Legyenek most a nem nulla sajátértékek

�1; �2; : : : ; �r -rel jelölve. A Q így el½oáll

Q =
rX
j=1

�jZ
2
j ;

alakba, ahol Zj -k független N (0; 1) valószín½uségi változók. Tehát Q karakterisztikus

függvénye

' (t) =

rY
j=1

(1� 2i�jt)�1=2 ;

ami minden t -re egyenl½o (2.4)-gyel. Ez csak akkor fordulhat el½o, ha minden �j = 1:
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2. Fejezet Az elégséges statisztika

Megjegyzés 2.2 Ha Y = (Y1; Y2; : : : ; Yn) 2 N (0; In) és Y 0Y=Y 0AY+Y 0BY , valamint
Y 0AY 2 X 2r , akkor Y 0BY 2 X 2n�r. (Könny½u megmutatni, hogy B = I �A és idempotens.
)

Megjegyzés 2.3 Ha Y = (Y1; Y2; : : : ; Yn) 2 N (0; In) és Qi = Y 0PiY 2 X 2ri , i = 1; 2;
akkor a Qi-k függetlenségének szükséges és elégséges feltétele a P1P2 = 0. (Az egyik irány
a PiY�ok ortogonalitásából, a másik pedig a Q1 +Q2 2 X 2-b½ol következik.

Megjegyzés 2.4 Legyenek Y = (Y1; Y2; : : : ; Yn) 2 N
�
#; �2In

�
, Qi = (Y � #)0 Pi (Y � #) =�2.

Ha Qi 2 X 2ri , és Q1�Q2 � 0, akkor Q1�Q2 és Q2 függetlenek valamint Q1�Q2 2 X 2r1�r2 .

6. Bartlett eloszlás

7. Cauchy eloszlás �; � paraméterekkel:

s½ur½uségfüggvénye

p (x) =
�

�
�
�2 + (x� �)2

� = 1

��

1

1 +
�
x��
�

�2 ;
eloszlásfüggvénye

F (x) =
1

2
+ arctan ((x� �) =�) :

ill. karakterisztikus függvénye

' (t) = exp (i�t� � jtj) :

Emlékeztetünk arra, hogy itt a várhatóérték nem létezik.

8. Lognormális eloszlás L�;�2

� 2 L�;�2 ha ln � 2 N
�
�; �2

�
ill. ami ugyanaz � = e� ahol � 2 N

�
�; �2

�
. Az � s½ur½uségfüggvénye

p (x) = pN (lnx)x
�1;

ahol pN a N
�
�; �2

�
s½ur½uségfüggvénye. Az � és �2 várhatóértéke pedig

E� = e�+�
2=2; E�2 = e2�+2�

2

:
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2.3 Folytonos eloszlások

Érdemes megjegyezni, hogy a lognormális eloszlás paramétereinek választható az a = e�

és a � pár is (lásd pl. az SPSS programcsomagot). Példaként kiszámítjuk az E�2 -et.

E�2 =
1p
2��

Z 1

�1
e2xe�(x��)

2=2�2dx

=
e2�+2�

2

p
2��

Z 1

�1
e�(x���2�

2)2=2�2dx

= e2�+2�
2

;

tekintettel arra, hogy

2x� (x� �)
2

2�2
= 2�+ 2�2 �

�
x� �� 2�2

�2
2�2

;

és az
1p
2��

Z 1

�1
e�(x���2�

2)2=2�2dx = 1:

9. Exponenciális eloszlás � > 0 paraméterrel

A � exponenciális m > 0 paraméterrel ha � 2 �1;m

p (x) =

(
e�x=m=m; x > 0

0 egyébként
Ekkor E� = m D2� = m2:

0 2 4 6 8 10 12 14 16 18 20
0

0.05

0.1

0.15

0.2

0.25

0.3

0.35

0.4

m

f(1
,m

)

Exponenciális eo. likelihood fgv. x=1, m=0:.2:20;

A fenti ábrán az exponenciális eloszlás likelihood függvénye látható, azaz rögzített

x = 1 mellett az m paraméter változik a [0; 20] intervallumon Látható, hogy a maximum

az m = 1 helyen található.
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2. Fejezet Az elégséges statisztika

10. Fisher- vagy F -eloszlás k1; k2 szabadságfokkal

el½oáll a következ½o alakban

Fk1;k2 =
k2�

2
k1

k1�2k2
ahol �2k1 és �2k2 függetlenek

momentumai:

EF `k1;k2 =
� (k1=2 + `) � (k2=2� `)

� (k1=2) � (k2=2)
:

11. Student- vagy t-eloszlás k szabadságfokkal

el½oáll a következ½o alakban

tk =
�q
�2k=k

;

ahol � 2 N (0; 1) és �2k függetlenek.

­2.5 ­2 ­1.5 ­1 ­0.5 0 0.5 1 1.5 2 2.5
­0.06

­0.05

­0.04

­0.03

­0.02

­0.01

0

0.01

0.02

0.03
A t­eloszlás sfgv és a standard normális sfgv különbsége

k= 2

k=30

Ábrázoltuk a t-eloszlás és a standard normális eloszlás s½ur½uségfüggvényének a különb-

ségét miközben a szabadságfokot k = 2-t½ol 30-ig változtattuk.Az ábra mutatja, hogy a

különbség elég gyorsan 0-hoz tart ha a k n½o. Vegyük észre, hogy t2k v. v. F eloszlású 1; k

szabadságfokkal. ha k = 1 akkor a Cauchy eloszláshoz jutunk. A t-eloszlást William Gos-

set 1908-ban publikálta, alkalmazója Guinness Breweries, nem engedélyezte a saját név

használatát, ezért "Student" név alatt írt.

12. Béta eloszlás ��1;�2

ha s½ur½uségfüggvénye
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2.3 Folytonos eloszlások

p (x) =

(
�(�1+�2)
�(�1)�(�2)

x�1�1 (1� x)�2�1 ha x 2 [0; 1]
0 egyébként.

�1;1 speciálisan egyenletes eloszlású.

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
0

0.5

1

1.5

2

2.5
Beta pdf a=2, b=5

Tétel 5 Legyen az X valószín½uségi változó F (x) eloszlás függvénye folytonos,
és X1; X2; : : : ; Xn a neki megfelel½o minta. Ekkor

Y(k) = F
�
X(k)

�
2 �k;n�k+1

Bizonyítás: Yk = F (Xk) egyenletes eloszlású [0; 1]-en

P
�
Y(k) 2 (u; u+ du)

�
=

nX
j=1

P
�
Yj 2 (u; u+ du) ; Yj = Y(k)

�
= n

�
n� 1
k � 1

�
uk�1 (1� u� du)n�k du:

Tehát

pY(k) (u) =
n!

(k � 1)! (n� k)!u
k�1 (1� u)n�k = � (n+ 1)

� (k) � (n� k + 1)u
k�1 (1� u)n�k

Szükségünk lesz kés½obb a következ½o tételre.

Tétel 6 Legyen X1; X2; : : : ; Xn a X 2 N
�
m;�2

�
-ra vonatkozó minta. Ekkor

a) az �X 2 N
�
m; �

2

n

�
vagyis a mintaközép szintén normális eloszlású,

b) az �X és a s2n független valószín½uségi változók,
c) az n

�2 s
2
n valószín½uségi változó n � 1 szabadságfokú Chi-négyzet eloszlású valószín½uségi

változó.
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2. Fejezet Az elégséges statisztika

A tétel egy egyszer½u következménye, hogy ha az �X normalizáltja, �, azaz

� =
p
n
X �m
�

(2.5)

illetve S = n
�2 s

2
n, ami Chi-négyzet eloszlásu n� 1 szabadságfokkal, akkor a t = �p

S

p
n� 1

valószín½uségi változó (lásd. t-eloszlás) n�1 szabadságfokú t-eloszlást követ. Ez azt jelenti,

hogy normális eloszlásra vonatkozó minta esetén a

t =
�p
S

p
n� 1 =

�X �m
sn

p
n� 1

statisztika n� 1 szabadságfokú t eloszlású lesz.

A bizonyítás lépései:

a.) elvégezhet½o pl. karakterisztikus függvény segítségével

b.) cov
�
X;Xi �X

�
= �2

n �
�2

n = 0 tehát X és Xi � X függetlenek és együttesen

normálisok, így X és s2n is független.

c.) legyenO ortogonális mátrix amelynek els½o sora
�
n�1=2; n�1=2; : : : ; n�1=2

�
:De�niáljuk

Y -t

Y = OX;

speciálisan ekkor

Y1 = X
p
n;

lesz. Tehát X
Y 2i =

X
X2
i = ns

2
n + nX

2
;

innen
n

�2
s2n =

nX
i=2

Y 2i
�2

2 �2n�1:

Feladat 2.6 Bizonyítandó, hogy a
p
n
�
s2n � �2

�
aszimptotikusan normális eloszlású,

2�4 szórásnégyzettel.

2.4 Projekciók

Egy P matrixot projekciós matrixnak nevezünk ha szimmetrikus, (P 0 = P; ) és idem-

potens,
�
P 2 = P

�
.

Egy r -rangu P szimmetrikus matrix idempotens akkor és csak akkor ha r sajátértéke 1

a többi pedig nulla. Valóban ha � sajátértéke P nek akkor a hozzá tartozó x sajátvektorral
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2.5 Nem-centrális eloszlások

teljesülnek az alábbiak

Px = �x;

x0Px = �x0x;

�x0x = x0Px = (Px)0 (Px) = �2x0x;

tehát ha x nem nulla vektor akkor �2 � � = 0; tehát � = 0 vagy 1: Megforditva ha P

szimmetrikus r darab 1 és n�r darab nulla sajátértékkel akkor létezik olyan T ortogonális

matrix (T 0T = I), hogy

T 0PT =

"
I 0

0 0

#
= �;

vagyis

P = T 0�T;

ezért P 2 = P:

Egy szimmeterikus idempotens matrix rangja megegyezik a nem nulla sajátértékek

számával ez most r = tr� = trT 0�T = trP: Tehát rangP = trP:

Ha a P matrix idempotens akkor I � P is idempotens.

Ha P projekciós matrix, akkor nemnegativ de�nit.

Ha Pi; i = 1; 2 projekciós matrixok és P1�P2 nemnegativ de�nit akkor P1P2 = P2P1 =

P2 és P1 � P2 idempotens. Valóban, ha P1x = 0 , akkor 0 � x0 (P1 � P2)x = �x0P2x,

tehát P2x = 0. Igy tetsz½oleges y esetén P1 (I � P1) y = 0 ezért P2 (I � P1) y = 0, tehát

P2P1 = P2, ez a transzponáltra is érvényes.

Feladat 2.7 Legyenek Y = (Y1; Y2; : : : ; Yn) 2 N
�
#; �2In

�
, Qi = (Y � #)0 Pi (Y � #) =�2.

Ha Qi 2 X 2ri , és Q1�Q2 � 0, akkor Q1�Q2 és Q2 függetlenek valamint Q1�Q2 2 X 2r1�r2 .

2.5 Nem-centrális eloszlások

1. Nem-centrális �2 eloszlás n szabadságfokkal és � paraméterrel.

Tudjuk, ha � 2 �2n eloszlású akkor

� =

nX
1

�2i ;

ahol �i 2 N (0; 1) független normális eloszlású valószín½uségi változók. Legyen most � 2
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2. Fejezet Az elégséges statisztika

N (a; 1) és a �2 karakterisztikus függvénye

' (t) = E exp
�
it�2

�
= (1� 2it)�1=2 exp

�
ita2

1� 2it

�
:

Könnyen kapjuk, hogy E�2 = 1 + a2; Var �2 = 2
�
1 + 2a2

�
illetve �2 ferdesége

� =

p
8
�
1 + 3a2

�
(1 + 2a2)3=2

;

és lapultsága

� =
12
�
1 + 4a2

�
(1 + 2a2)2

:

Feladat 2.1 Bizonyítandók a �2 fenti karakterisztikái. (Vegyük észre, hogy �2 = (� � a)2+

2a (� � a) + a2; és
�
�2 � 1� a2

�2
=
h
(� � a)2 + 2a (� � a)� 1

i2
, ezért a momentumok

számításához használhatjuk a standard normális momentumokat.)

Legyenek a �i 2 N (ai; 1) független normális eloszlású valószín½uségi változók, a karak-

terisztikus függvény alakjából következik, hogy a nem-centrális �2 eloszlású n szabad-

ságfokú � valószín½uségi változó:

� =

nX
1

�2i ;

eloszlása csak a

� =
nX
1

a2i ;

ugynevezett nem-centralitási paramétert½ol függ. Az � karakterisztikus függvénye

' (t) = (1� 2it)�1=2 exp
�

it�

1� 2it

�
;

várható értékeE� = n+ �; szórásnégyzete Var � = 2 (n+ 2�), ferdesége

� =

p
8 (n+ 3�)

(n+ 2�)3=2
;

és lapultsága

� =
12 (n+ 4�)

(n+ 2�)2
:

Természetesen érvényes a következ½o feladatban megfogalmazott addiciós összefüggés nem-

centrális �2 eloszlás estén is.

Feladat 2.2 Mutassuk meg, hogy ha �1; �2; : : : ; �k függetlenek és rendre �
2 (�i) elos-

zlásúak ni szabadságfokkal akkor
P
�i 2 �2�ni (

P
�i) :
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2.5 Nem-centrális eloszlások

A nem-centrális t-eloszlás és F -eloszlás � paraméterrel analóg módon vannak de�niálva

a t- és F -eloszlásokkal, csak a számlálókban nem-centrális eloszlások szerepelnek. Nevezete-

sen a nem-centrális t-eloszlás el½oáll a következ½o alakban

tk =
�q
�2k=k

ahol � 2 N (a; 1) és �2k függetlenek, nem-centralitási paramétere a, szabadságfoka k. A

nem-centrális F -eloszlás

Fk1;k2 (�) =
k2�

2
k1
(�)

k1�2k2
ahol �2k1 és �2k2 függetlenek,

valamint �2k1 (�) nem-centrális �
2-eloszlás. A F -eloszlás nem-centralitási paramétere �.

0 2 4 6 8 10 12
0
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0.3
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F5;20 -s½ur½uségfüggvény (szaggatott vonal) és nem-centrális F5;20, � = 10:
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3. Fejezet Paraméterbecslés

3. Fejezet
Paraméterbecslés

3.1 A behelyettesítés és a maximum likelihood módszer

A (X ;F ;P) statisztikai tér esetén a valószín½uségek P családja mint már láttuk paraméterez-

het½o, azaz P = fP#; # 2 �g az egyszer½uség kedvéért feltesszük, hogy � � Rd.

Becslésnek nevezzük azt a tn = T (x1; x2; : : : ; xn) statisztikát amelynek értékei a �

halmazba esnek. Természetes követelmény a becslésekkel szemben, hogy bármelyik # 2 �

paraméter esetén a tn valamilyen értelemben közel legyen az igazi #-hoz.

De�nició 3.1 tn becslést konzisztensnek nevezzük, ha tn
S! # azaz, ha bármely " > 0

szám esetén
lim
n!1

P# (jtn � #j > ") = 0:
Ennél er½osebb követelmény, ha azt kívánjuk, hogy tn ! # egy valószín½uséggel, azaz

P#

�
lim
n!1

tn = #
�
= 1:

Az ilyen becsléseket er½osen konzisztenseknek nevezzük.

A gyenge konvergencia is értelmezhet½o a becslésekre els½osorban a centrális határeloszlás

tétel alapján.

De�nició 3.2 A tn becslést aszimptotikusan normálisnak nevezünk �2 szórással, ha

(tn � #)
p
n! N

�
0; �2

�
:

Mivel a tapasztalati eloszlásfüggvény aszimptotikusan nagyon jól közelíti a valódi elosz-

lásfüggvényt, továbbá minden információt meg½oríz (elégséges statisztika), ezért várható,

hogy lehet rá építeni, amikor fenti tulajdonságú statisztikákat keresünk. Különösen akkor

amikor a # paraméter el½oáll, mint az eredeti P eloszlás (valószín½uség) egy funkcionálja,

vagyis

# = G (P ) :

Például, ha X 2 N (�; 1) akkor a # = � paraméter az X várható értéke

# = EX =

Z 1

�1
x
1p
2�
e�(x��)

2=2dx:

Jelöljük Pn-el az Fn tapasztalati eloszlásfüggvénynek megfelel½o eloszlást, más szóval

Pn (B) =

Z
B
dFn (x) ; B 2 F :
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3.2 I. típusú funkcionálok

Feladat 3.1 Milyen értékeket vesz fel a Pn eloszlás?

Ha most behelyettesítjük az elméleti P eloszlás helyett a tapasztalati Pn eloszlást, azaz

tn = G (Pn) ;

akkor a # egy becsléséhez jutunk azzal a kiegészítéssel, hogy ha tn =2 � lenne, (ami el½o-

fordulhat, mivel lehet, hogy Pn =2 P,) akkor feltéve, hogy � kompakt, azt a �-beli értéket

választjuk becslésként amelyik legközelebb esik tn-hez. Formálisan el½oször de�niáljuk azt

a G1 (P ) funkcionált amelyikre

min
t2�

jt�G (P )j = jG1 (P )�G (P )j

aztán

tn = G1 (Pn) -t

tekintjük mint # becslését. Az el½oz½o példában tn = x:

A G funkcionálok két típusa a becslési problémák nagyrészét lefedi, az egyik amikor

G (P ) = h

�Z 1

�1
g (x) dF (x)

�
adott h és g függvényekkel úgy, hogy létezik a Eg (X) várható érték és h folytonos a0 =

E0g (X) -ben, a P és F egymásnak megfelel½o eloszlás és eloszlásfüggvények. Az ilyen

funkcionálokat I. típusúnak nevezzük.

II. típusúnak fogjuk nevezni azokat a funkcionálokat amelyek folytonosak az egyen-

letes metrika szerint, nevezetesen ha

lim
m!1

sup
x

���F (m) (x)� F0 (x)��� = 0
akkor

lim
m!1

G
�
P (m)

�
= G (P0) :

Egy nagyon fontos speciális eset, mint látni fogjuk a maximum likelihood módszer.

3.2 I. típusú funkcionálok

Abban az esetben, ha a # paraméter vektor érték½u, a G (P ) értékei is vektorok, azaz a h

függvény vektor érték½u és a g függvény is vektor érték½u.

Példa 3.1 Tegyük fel, hogy a # =
�
�; �2

�
; tehát

h (u1; u2) =

"
h1 (u1; u2)

h2 (u1; u2)

#
=

"
u1

u2 � u21

#
;
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3. Fejezet Paraméterbecslés

és
g1 (x) = x; g2 (x) = x

2:

Feladat 3.2 Az el½oz½o példában szerepl½o h és g függvényekkel számoljuk ki G (P )-t, ha
P a Gamma eloszlás.

Feladat 3.3 Ha P a Gamma eloszlás (�; b) paraméterekkel, akkor határozzuk meg a h
és g függvényeket ugy, hogy (�; b) = G (P ) teljesüljön!

Az I. típusú funkcionálokból származó becslések általános alakja tahát

tn = h

�Z 1

�1
g (x) dFn (x)

�
= h

 
1

n

nX
k=1

g (xk)

!
:

Ide sorolhatók az összes momentumokkal kapcsolatos paraméter becslések. Speciálisan

momentumok módszerének nevezzük az alábbi módszert. Tegyük fel, hogy � � Rd és

létezik és véges az E#Xd, d-edik momentum. Amennyiben az

m1 (#) = E#X

m2 (#) = E#X
2

...

md (#) = E#X
d

leképezés, azaz m (#) = (m1 (#) ; : : : ;md (#)) invertálható akkor a

# = (#1; : : : #d) = m
�1
�
E#X; : : : ;E#X

d
�

I. típusú funkcionálból származó

tn = m
�1
�
X; : : : ;Xd

�
becslést a momentumok módszerével nyert becslésnek nevezzük.

Példa 3.2 Ha X 2 N
�
�; �2

�
; # =

�
�; �2

�
2 R�R+

m1 (#) = �;

m2 (#) = �2 + �2;

Tehát
# =

�
�; �2

�
=
�
E#X;E#X

2 � (E#X)2
�

így
tn =

�
�n; �

2
n

�
=
�
X;X2 �X2

�
=
�
X; s2n

�
:
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3.2 I. típusú funkcionálok

Ökörszabály. Könny½u észrevenni, hogy a nagy számok törvénye szerint, ha a várható

értéket a mintaközéppel helyettesítjük konzisztens ill. er½osen konzisztens becsléseket ka-

punk a várható értékre a szórásra, a kovarianciára és a magasabb centrális és nem centrális

momentumokra stb.

Tétel 7 Tegyük fel, hogy X 2 F0,a tn becslés I. típusú, ahol h di¤erenciálható az a =R1
�1 g (x) dF0 (x) pontban, továbbá

0 <
���h0 (a)��� <1; és

Z 1

�1
g2 (x) dF0 (x) <1:

Akkor a tn becslés aszimptotikusan normális

�2 =
�
h
0
(a)
�2 Z 1

�1
(g (x)� a)2 dF0 (x)

szórásnégyzettel.

Megjegyzés 3.1 Ha # többdimenziós, akkor a tétel analóg feltételei mellett

(tn � #)
p
n! N (0;�)

ahol a � szórásmatrix (varianciamatrix) megkapható a

� = HDH
0

képletb½ol, és a H ill. D matrix elemei az alábbi képlet szerint számíthatók

(H)ij =
@hi
@tj

(a) ; (D)ij = E0 (gi (x)� ai) (gj (x)� aj) :

Feladat 3.4 Ha X 2 ��;1;
�
E�X = 1

� ; D2�x =
1
�2 ;
�
és az ismeretlen paraméter # =

�; akkor

# = G (P ) =
1

E�X
;

innen a h(t) = 1=t; és g(x) = x választással bizonyítsuk be, hogy a

tn =
1

X
;

statisztika aszimptotikusan normális

�2 = �2;

szórásnégyzettel,

Példa 3.3 Ha E0X = �0; D20X = �20; E0X
4 < 1 akkor s2n; azaz

p
n
�
s2n � Es2n

�
aszimptotikusan normális

�2 = E0 (X � �0)4 � �40;
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3. Fejezet Paraméterbecslés

szórásnégyzettel.

Feladat 3.5 Bizonyítsuk be az el½oz½o példát! Induljunk ki a s2n = (x� �)
2� (x� �)2 (A

tapasztalati szórásnégyzet is eltolásinvariáns! Miért?) összefüggésb½ol és a

G (F ) =

Z 1

�1
(x� �)2 dF (x)�

�Z 1

�1
xdF (x)� �

�2
statisztikából, továbbá válasszuk a megfelel½o függvényeket a következ½oképpen:

g1 (x) = (x� �)2 ; g2 (x) = x; h (u1; u2) = u1 � (u2 � �)2

és alkalmazzuk a 3.1 Megjegyzés képleteit. Az eredményt hasonlítsuk össze a 2.6 feladattal,
lásd a 31 oldalon.

3.3 II. típusú statisztikák és a maximumlikelihood becslés

II. típusúnak fogjuk nevezni azokat a funkcionálokat amelyek folytonosak az egyenletes

metrika szerint, nevezetesen ha

lim
m!1

sup
x

���F (m) (x)� F0 (x)��� = 0;
akkor

lim
m!1

G
�
P (m)

�
= G (P0) :

II. típusú statisztikára példa a maximum likelihood módszerrel nyert becslés. Az

I. tipusú statisztika is lehet II. típusú, ha pl. F (x) tartója az [a; b] intervallum és g (x)

korlátos variációjú ezen az intervallumon akkor teljesedik a kívánt folytonosság.

1. Maximum likelihood módszer

A maximum likelihood módszerrel nyert becslés lényege, hogy azt a paramétert

választjuk amely esetén az aktuálisan bekövetkezett minta valószín½usége maximális.

1.1. Regularitási feltételek

Tegyük fel a P valószín½uség családról, hogy

A0 : P#1 6= P#2 ha #1 6= #2

A� : P dominált egy �-véges � mértékkel

és az eloszlások tartói nem függenek #-tól. Jelöljük a megfelel½o s½ur½uségfüggvényeket illetve

diszkrét esetben az eloszlást p# (x)�el. A minta s½ur½uségfüggvénye

p# (x1; : : : ; xn) =

nY
i=1

p# (xi) :
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3.3 II. típusú statisztikák és a maximumlikelihood becslés

Ez utóbbi függvényt rögzített x1; : : : ; xn minta mellett tekinthetjük # függvényeként is,

ilyenkor likelihood függvénynek nevezzük.

A tn becslést maximum likelihood becslésnek nevezzük, ha rögzített (x1; : : : ; xn)

minta esetén

sup
#
p# (x1; : : : ; xn) = ptn (x1; : : : ; xn) :

A maximum likelihood becslés tehát maximalizálja az adott minta bekövetkezésének

valószín½uségét.

Feladat 3.6 Ha a maximum likelihood becslés egyértelmü, akkor az elégséges statisztika
függvénye.

A maximum likelihood becslés nyerhet½o a loglikelihood függvény

ln p# (x1; : : : ; xn) =
nX
1

ln p# (xi) (3.6)

# szerinti maximalizálásából is, mivel az ln (x) függvény monoton növekszik. Ez pedig

ekvivalens a tapasztalati eloszlás behelyettesítésével az

inf
#
d (P#; Q) = d

�
PG(Q); Q

�
kifejezésben szerepl½o G (Q) funkcionálba ahol a P és Q eloszlások �távolsága�a következ½o

képpen van de�nálva:

d (P;Q) = �
Z
ln
dP

d�
(x)Q (dx) :

Valóban

d (P#; Pn) = �
1

n

nX
1

ln p# (xi)

minimalizálása megegyezik (3.6) maximalizálásával. A d (P;Q) �távolság�-tól csak azt

követeljük meg, hogy d (P;Q) > d (P; P ) minden Q 6= P esetén (minimum contrast).

Ennek teljesülését az alábbi lemma bizonyítja. Jelölje f a P és g a Q s½ur½uségfüggvényét

egy �, ��véges mérték szerint.

Lemma 8 Z
f (x) ln f (x)� (dx) �

Z
f (x) ln g (x)� (dx) :

Egyenl½oség akkor és csak akkor fordulhat el½o, ha f = g, � majdnem mindenütt.

Bizonyítás: Azt kell belátnunk, hogy

0 �
Z
f (x) ln

g (x)

f (x)
� (dx) :
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3. Fejezet Paraméterbecslés

Mivel ln (1 + x) � x ha x � �1 ezért

ln
g

f
= ln

�
1 +

�
g

f
� 1
��

� g

f
� 1

és egyenl½oség csak úgy fordulhat el½o, ha g (x) = f (x) :

Most Z
f (x) ln

g (x)

f (x)
� (dx) �

Z
f (x)

�
g (x)

f (x)
� 1
�
� (dx)

=

Z
g (x)� (dx)�

Z
f (x)� (dx) = 0;

és az egyenl½oség feltétele, hogy f = g � majdnem mindenütt.

A lemmából és a A0 feltételekb½ol következik, hogy

G (P#) = #

ugyanis ha #1 6= # akkor

d (P#1 ; P#) = �
Z
ln p#1 (x)P# (dx)

= �
Z
p# (x) ln p#1 (x)� (dx)

> �
Z
p# (x) ln p# (x)� (dx)

= d (P#; P#) :

Tehát

inf
#12�

d (P#1 ; P#) = d
�
PG(P#); P#

�
= d (P#; P#) ;

azaz a maximum likelihood becslés a behelyettesítés módszerével nyert minimum kontraszt

becslés.

Tétel 9 Tételezzük fel, hogy a # = G (P#) funkcionál az alábbi két típus valamelyikébe
tartozik.

a)

G (P ) = h

�Z
g (x) dF (x)

�
ahol a h függvény folytonos az a =

R
g (x) dF0 (x) pontban

b)
G (P ) = G1 (F ) ;

ahol G1 folytonos az F0 pontban az egyenletes metrika szerint. Akkor a behelyettesítés
módszerével nyert becslés, azaz

tn = G (Fn)
er½osen konzisztens. (F0 mindkét esetben az igazi eloszlás függvény.)
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3.3 II. típusú statisztikák és a maximumlikelihood becslés

A bizonyítás egyszer½u következménye a nagyszámok er½os törvényének illetve a matem-

atikai statisztika alaptételének a Glivenko-tételnek.

Fontos kérdés, hogy létezik-e maximum likelihood becslés és ha igen egyértelm½u-e?

Példa 3.4 Tételezzük fel, hogy X egyenletes eloszlású a [0; #] intervallumon.
A p# (x1; : : : ; xn) likelihood függvény:

p# (x1; : : : ; xn) =

(
#�n ha 0 < x(1) � x(n) � #
0 egyébként

;

ezért a maximum likelihood becslés b#n = x(n), létezik és egyértelm½u.
Példa 3.5 Tételezzük fel, hogy X egyenletes eloszlású a [#; #+ 1] intervallumon. A
p# (x1; : : : ; xn) likelihood függvény

p# (x1; : : : ; xn) =

(
1 ha # � x(1) � x(n) � #+ 1
0 egyébként

;

ezért a maximum likelihood becslés b#n = x(1), vagy b#n = x(n) � 1, tehát létezik de nem
egyértelm½u.

Ha az eloszláscsalád exponenciális akkor minimális feltételek mellett létezik és egyértelm½u

a maximum likelihood becslés, lásd Bickel-Doksum.

Az egyszer½ubb írásmód kedvéért bevezetjük a `# (x) = ln p# (x) és L# (x1; : : : ; xn) =Pn
i=1 `# (xi) jelöléseket. Természetes a maximum likelihood becslést keresni a

@L# (x1; : : : ; xn) =@#i = 0; i = 1; 2; : : : ; d

ú.n. likelihood egyenlet megoldásaként keresni. Erre a kés½obbiekben visszatérünk.
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4. Fejezet Becslések összehasonlítása

4. Fejezet
Becslések összehasonlítása

4.1 Megengedhet½o, hatásos becslések

A P = fP#; # 2 �g eloszláscsalád # paraméterének becslésekor gyakran fordul el½o, hogy

a becslés nem egyértelm½u ezért természetes probléma, hogy a becsléseket összehasonlítsuk.

Legyenek a # paraméter becslései a t(1)n és t(2)n statisztikák. Akkor mondjuk, hogy a t(1)n

jobb, mint t(2)n ha

E#

�
t(1)n � #

�2
� E#

�
t(2)n � #

�2
minden # 2 � esetén, és létezik legalább egy # 2 � amelynél ,<�teljesül. A tn becslést

nem megengedhet½onek nevezzük ha van nála jobb becslés. Mindenek el½ott érdemes

megjegyezni, hogy a fenti értelemben legjobb becslés nem létezik. Mert ha lenne, tegyük

fel, hogy ez t�n; akkor E# (t
�
n � #)

2 � 0 kellene, hogy teljesüljön, hiszen minden rögzített

#1 esetén a tn � #1 konstans becslésre az E# (tn � #)2 = 0 ha # = #1. Elfajult esetben

amikor a minta 1 valószín½uséggel meghatározza #-t lehet találni legjobb becslést, pl. ha

X egyenletes a [#; #+ 1] intervallumon és # egész szám.

A feladatot ezért egyszer½usítjük és úgy határozzuk meg, hogy kijelöljük a becslések egy

K osztályát és ebben az osztályban fogunk legjobb becslést keresni.

De�nició 4.1 A t�n becslést hatásosnak nevezzük a K osztályban ha bármely tn 2
K és # 2 � esetén

E# (t
�
n � #)

2 � E# (tn � #)2 :

A becslések osztályba sorolásának egy lehetséges útja, ha megnézzük a torzításukat,

azaz a várható értéket az

E#tn = #+ b (#)

alakban írjuk fel és a b (#) függvényt a tn torzításának nevezzük. Jelölje Kb azokat a

becsléseket, amelyek torzítása a b (#) függvény. Egy alapvet½o osztály a K0 torzítatlan

becslések osztáltya azaz tn 2 K0 ha

E#tn = #;

minden # 2 �-ra. Torzítatlan becslés sajnos nem minden esetben létezik pl. ha X

Bernoulli eloszlású valószín½uségi változó és a p paraméter egy ' (p) függvényét szeretnénk
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becsülni. Ha tn torzítatlan becslése ' (p)-nek akkor az X1; : : : ; Xn minta mellett az (Xi =

0 vagy 1 és a
P
Xi = k jelentése, hogy pontosan k darab Xi = 1 )

E#tn =
nX
k=0

0@ X
�xi=k

tn (x1; : : : ; xn)

1A pk (1� p)n�k = ' (p) ;
egyenletnek kell teljesülni ami csak akkor teljesülhet ha ' (p) p-nek n-ed fokú polinomja.

A fenti képletben a
P
xi = k -nak azon x1; : : : ; xn minta felel meg, ahol k db sikeres kísérlet

van.

Feladat 4.1 Bizonyítsuk be, hogy ha tn 2 Kb akkor

E (tn � #)2 = D2#tn + b2 (#) :

Tétel 10 A Kb osztályban a hatásos becslés egyértelm½u, eltekintve egy A � X halmaztól,
melyre P# (A) = 0 minden # 2 �-ra.

Bizonyítás: Legyenek t(1)n és t(2)n hatásos becslések Kb-ben. Bevezetjük a következ½o

jelöléseket:

�2 = D2#t
(i)
n ; �i = t

(i)
n � #; t�n =

t
(1)
n + t

(2)
n

2
Vizsgáljuk a t�n becslést

E# (t
�
n � #)

2 = E#

�
�1 +�2

2

�2
= E#

�21 +�
2
2

2
� E#

�
�1 ��2

2

�2
= �2 + b2 (#)� 1

4
E# (�1 ��2)2 = E#�2i �

1

4
E# (�1 ��2)2 ; i = 1; 2;

tehát t�n jobb becslés lenne mint t
(i)
n hacsak nem �1 = �2 egy valószín½uséggel.

De�nició 4.2 Aszimptotikusan hatásosnak nevezünk egy t�n becslést egy K osztály-
ban, ha bármely tn 2 K és # 2 � esetén

lim sup
n!1

E# (t
�
n � #)

2

E# (tn � #)2
� 1:

Szükségünk lesz az alábbi feltételre.

AF Feltétel: A p# kétszer folytonosan di¤erenciálható (#-szerint), valamint

0 < E#

�
@ ln p#
@#

�2
= I (#) <1;

továbbá tételezzük fel, hogy I (#) pozitív, és folytonos függvénye #-nak.
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4. Fejezet Becslések összehasonlítása

Ha az A�; és AF feltételek teljesülnek, (lásd az el½oz½o fejezet feltételeit) és bevezetjük

a Fisher-féle információmennyiséget:

I (#) = E#
�
@

@#
ln p# (x)

�2
amely nemnegatív. A kés½obbiekben I (#)-t IX (#)-val is fogjuk jelölni, hangsúlyozva, hogy

a p# az X s½ur½uségfüggvénye.

Tétel 11 (Rao-Cramer egyenl½otlenség) Ha tn 2 Kb és az A#, AF feltételek teljesül-
nek, és Et2n < c <1, akkor

D2#tn �
�
1 + b

0
(#)
�2

nI (#) : (4.7)

Ha ez az egyenl½otlenség valamely [#1; #2] intervallumon egyenl½oségbe megy át és D2#tn > 0
ezen az intervallumon akkor a p# likelihood függvény # 2 [#1; #2] esetén

p# (x) = h (x) exp [tnA (#) +B (#)] (4.8)

alakú, ahol A (#) és B (#) nem függ x-t½ol. Megfordítva, ha tn konstans vagy p# (4.8) alakú
akkor (4.7)-ben egyenl½oség van.

Következmény 12 A tétel feltételei mellett

E# (tn � #)2 �
�
1 + b

0
(#)
�2

nI (#) + b2 (#) ;

torzítatlan becslések esetén
E# (tn � #)2 �

1

nI (#) :

Megjegyzés 4.1 A (4.8) típusú likelihood függvényeket exponenciálisnak nevezzük, ilyen-
kor tn elégséges statisztika.

Bizonyítás: Tekintettel arra, hogy a tétel feltételei mellett

E#tn = #+ b (#)

ezért

(#+ b (#))
0
= (E#tn)

0
= E#tn

@

@#
L# (X1; : : : ; Xn) = E# (tn � E#tn)

@

@#
L# (X1; : : : ; Xn)

innen a Cauchy�Bunyakovszkij�Schwarcz egyenl½otlenség szerint�
1 + b

0
(#)
�2
� D2#tn � E#

�
@

@#
L# (X1; : : : ; Xn)

�2
:

47



Mivel

E#

 X
i

@

@#
`# (Xi)

!2
= nE#

�
@

@#
ln p# (X)

�2
= nI (#) > 0;

ezért az

D2#tn �
�
1 + b

0
(#)
�2

nI (#) ;

egyenl½otlenség teljesül.

Tegyük fel most, hogy # 2 [#1; #2] intervallumon (4.7)-ben egyenl½oség teljesül, vagyis

E# (tn � E#tn)
@

@#
L# (X) =

"
D2#tnE#

�
@

@#
L# (X1; : : : ; Xn)

�2#1=2

=

"Z
Rn

(tn � #� b (#))2
nY
1

p# (xi) � � (dx)
Z
Rn

�
@
@#

Q
p# (xi)

�2Q
P# (xi)

� (dx)

#1=2

=

Z
Rn

(tn � #� b (#))
qY

p# (xi)
@
@#

Q
p# (xi)pQ
p# (xi)

� (dx) :

Az egyenl½oség feltétele tehát, hogy

c (#) (tn � #� b (#))
qY

p# (xi) =
@
@#

Q
p# (xi)pQ
p# (xi)

� majdnem mindenütt. Jelölje A � Rn azt a halmazt ahol (4.8) teljesül és jtn (x)j < 1,

nyilván �
�
An
�
= 0: Legyen x 2 A �x. Mivel p# (x) folytonos # szerint ezért p# > 0 ha

# 2 (t1; t2) 2 �, ezen a halmazon

L
0

# (x) = c (#) (tn � #� b (#))

ebb½ol következik, hogy

jc (#)j =
s
nI (#)
D2# (tn)

:

Másrészt L
0

# egyenletesen korlátos és folytonos # 2 [#1; #2]-n, tehát L# véges azaz p# (x) >

0 az egész [#1; #2] intervallumon. Innen integrálással

L# (x) = tn

Z #

#1

c (t) dt�
Z #

#1

c (t) (t+ b (t)) dt+ L#1 (x) ;

ami ekvivalens (4.8)-al.

A megfordítás egyszer½u számolással adódik.

Következmény 13 Ha t�n a Rao�Cramer egyenl½otlenség alsó határát eléri minden # 2 �
esetén, akkor t�n hatásos becslés a Kb osztályban. Ugyanis

E# (t
�
n � #)

2 = D2#t
�
n + b

2 (#) :
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4. Fejezet Becslések összehasonlítása

Megjegyzés 4.2 A Rao-Cramer egyenl½otlenségben ha egyenl½oség teljesül a becslés hatá-
sos. Viszont ha egy becslés hatásos még nem jelenti azt, hogy a Rao�Cramer alsó határt
eléri. Ezért a Rao-Cramer alsó határát elér½o becsléseket regulárisan hatásosaknak is
szokás nevezni.

Megjegyzés 4.3 Egyszer½uen belátható, hogy a maximum likelihood becslés aszimp-
totikusan regulárisan hatásos.

Tétel 14 (Rao-Blackwell-Kolmogorov) Legyen Sn elégséges statisztika, tn 2 Kb:
Akkor a tSn = E# (tn j Sn) becslés teljesíti az alábbi feltételeket.

1. tSn 2 Kb
2. tSn csak Sn-en keresztül függ a mintától

3. E# (tSn � #)
2 � E# (tn � #)2 ; továbbá egyenl½oség akkor és csak akkor teljesül, ha tn�tSn

majdnem biztosan P# szerint.

Bizonyítás:

E# (tn � #)2 = E# (tn � tSn + tSn � #)
2 = E# (tn � tSn)

2 + E# (tSn � #)
2 :

4.2 Többdimenziós paraméter esete

A P = fP#; # 2 �g eloszláscsalád # paraméterének becslése, ha a � � Rd, sok szem-

pontból analóg a d = 1 skalár esethez. Legyenek a # paraméter becslései a t(1)n és t(2)n

statisztikák. Akkor mondjuk, hogy a t(1)n jobb mint t(2)n ha

E#

�
t(1)n � #; a

�2
� E#

�
t(2)n � #; a

�2
;

minden a 2 Rd és minden # 2 � esetén. Elég nyilvánvaló, hogy ez a

0 � E#
�
t(2)n � #

��
t(2)n � #

�0
� E#

�
t(1)n � #

��
t(1)n � #

�0
egyenl½otlenséget jelenti, azaz a jobb oldal nemnegativ de�nit.

Feladat 4.1 Bizonyítsuk be, hogy ha t(1)n jobb becslése #-nak mint t(2)n , akkor

E#

�
t(1)n � #

��
t(1)n � #

�0
� E#

�
t(2)n � #

��
t(2)n � #

�0
nempozitív de�nit matrix.
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4.2 Többdimenziós paraméter esete

A becslések osztályba sorolása a torzításukkal ismét lehetséges,

E#tn = #+ b (#)

esetén a b (#) függvényt a tn torzításának nevezzük. Jelölje Kb azokat a becsléseket

amelyek torzítása a b (#) függvény. A K0 legyen a torzítatlan becslések osztáltya azaz

tn 2 K0 ha

E#tn = #;

minden # 2 �-ra.

De�nició 4.3 A t�n becslést hatásosnak nevezzük a K osztályban ha bármely tn 2
K és # 2 � esetén t�n jobb becslése #-nak mint tn, azaz minden a 2 Rd esetén (t�n; a)
hatásos becslése (#; a)-nak a K osztályban.

A Kb osztályban a hatásos becslés, ha létezik, akkor egyértelm½u.

Tételezzük fel, hogy az A�; és AF feltételek teljesülnek, azaz p# kétszer folytonosan

di¤erenciálható (a@ ln p#@#0 most egy sorvektor és @
2 ln p#
@#0@#0 pedig egy matrix), valamint

0 < E#

�
@ ln p#
@#0

�0�@ ln p#
@#0

�
= I (#) <1:

A Fisher-féle információmennyiség pedig az

I (#) = E#
�
@ ln p#
@#0

�0�@ ln p#
@#0

�
;

matrix. A Fisher-féle információmennyiség létezik, pozitív de�nit és folytonos függvénye

#-nak. A továbbiakban az X valószín½uségi változó Fisher-féle információmennyiségét

értelemszer

Az I (#) Fisher féle információmennyiség tulajdonságai
F1. Nemnegatív, IX (#) � 0
F2. Tetsz½oleges T (X) statisztika esetén

IT (X) (#) � IX (#)

F3. T (X) elégséges statisztika akkor és csak akkor ha

IT (X) (#) = IX (#) ; # 2 �

F4. Ha T (X) illeszkedik a P eloszláscsaládhoz, azaz a T (X) eloszlása nem függ #-tól,
akkor

IT (X) (#) = 0; # 2 �:
F5. Ha X1 és X2 független meg�gyelések, akkor

IX1;X2
(#) = IX1

(#) + IX2
(#)
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4. Fejezet Becslések összehasonlítása

F6

I (#) = �E#
@2 ln p#

@#2
:

A @2 ln p#
@#2

-t Hess-mátrixnak szokás nevezni, de�nicó szerint

@2 ln p#

@#2
=

�
@2 ln p#
@#i@#j

�
i;j=1;:::d

=
@

@#0
grad# ln p#;

ahol a grad# a parciális deriváltakból álló oszlopvektort jelöli.

F7

I (#) = 4
Z �

@
p
p#

@#0

�0�@pp#
@#0

�
d�:

F2 bizonytítása (skalár paraméter esetén). Jelöljük a T (X) statisztika s½ur½uségfüg-

gvényét r#-val.

E#

�
@

@#
log p# (X)�

@

@#
log r# (T (X))

�2
= IX (#) + IT (X) (#)� 2E#

@

@#
log p# (X)

@

@#
log r# (T (X))

Megmutatjuk, hogy

E#

�
@

@#
log p# (X) j T (X)

�
=
@

@#
log r# (T (X)) ; (4.9)

ugyanis minden B Borel halmaz eseténZ
T�1(B)

@

@#
log p# (x) p# (x)� (dx) =

@

@#

Z
T�1(B)

p# (x)� (dx) =
@

@#

Z
B
r# (t)� (dt)

=

Z
B

@

@#
log r# (t) r# (t)� (dt)

=

Z
T�1(B)

@

@#
log r# (T (x)) p# (T (x))� (dx) :

A (4.9) várható értékéb½ol azt kaptuk, hogy

E#

�
@

@#
log p# (X)�

@

@#
log r# (T (X))

�2
= IX (#)� IT (X) (#) (4.10)

ami F2 bizonyosságát jelenti.

F3 bizonyítása (skalár paraméter esetén). Ha T (X) elégséges statisztika akkor

p# (x) = g# (T (x))h (x)

Válasszuk most a domináló mértéket

� (B) =

Z
T�1(B)

h (x)� (dx)
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4.2 Többdimenziós paraméter esete

-nek, így r# (t) = g# (t) és (4.10) azonosan 0.

Megfordítva, ha IX (#) = IT (X) (#) minden # 2 �-ra akkor

IX (#) = E#

�
@

@#
log p# (X)� E#

�
@

@#
log p# (X) j T (X)

��2
továbbá

E#

�
E#

�
@

@#
log p# (X) j T (X)

��2
= IT (X) (#)

ezért

E#

�
@

@#
log p# (X)� E#

�
@

@#
log p# (X) j T (X)

��2
= 0

tehát
@

@#
log p# (x) = g# (T (x))

alakú, valamely g# függvényre (ez következik F2-b½ol is), innen

log p# (x) = G (T (x) ; #) + h1 (x) :

F3 (vektor paraméter esetén) bizonyítása. Ha � � Rd, azaz a paraméter többdimenziós

akkor a Fisher-féle információs matrix de�níciója

IX (#) = E# [grad# log p# (X)] [grad# log p# (X)]
0

= var (grad# log p# (X)) :

Tekintsük a Hessian matrixot azaz

@2 log p#

@#2
=

@

@#0
(grad# log p# (X))

=
@

@#0

�
1

p# (X)
grad#p# (X)

�
= � 1

p2# (X)
[grad#p# (X)] [grad#p# (X)]

0 +
1

p# (X)

@2 log p#

@#2

= � [grad# log p# (X)] [grad# log p# (X)]0 +
1

p# (X)

@2 log p#

@#2
;

és vegyük mindkét oldal várható értékét.

Tétel 15 (Rao�Cramer-egyenl½otlenség) Ha tn 2 Kb, az A#; AF feltételek teljesülnek
és Et2n < c <1 akkor

D2#tn �
�
Id +

@b (#)

@#0

�
[nI (#)]�1

�
Id +

@b (#)

@#0

�
:

Következmény 16 A tétel feltételei mellett

E# (tn � #) (tn � #)0 � D2#tn + b (#) b (#)
0 :
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4. Fejezet Becslések összehasonlítása

Bizonyítás: Tekintsük a
�
t0n;

@ ln p#
@#0

�0
vektor kovariancia matrixát"

�tn;tn �tn;L@
�L@ ;tn �L@ ;L@

#
;

ahol L@ jelöli a
h
@ ln p#
@#0

i0
vektort. Vegyük �gyelembe, hogy

E#

�
@ ln p#
@#0

�
= E#

1

p#

@p#
@#0

=
@E#p#
@#0

= 0:

Ezért a kereszt kovariancia matrix

�tn;L@ = E# [tn � #� b (#)]
@ ln p#
@#0

= E# [tn � #� b (#)]
1

p#

@p#
@#0

=

Z
[tn � #� b (#)]

@p#
@#0

d�

=

Z
tn
@p#
@#0

d� =
@

@#0

Z
tnp#d�

=
@

@#0
E#tn = Id +

@b (#)

@#0
:

Továbbá de�nició szerint �L@ ;L@ = I (#), tehát a"
�tn;tn �tn;L@
�L@ ;tn �L@ ;L@

#
;

kovariancia matrixot irhatjuk 24 D2#tn Id +
@b(#)
@#0h

Id +
@b(#)
@#0

i0
I (#)

35 ;
formába. A blokkok megfeleltethet½ok egy [Y 0; X 0]0 Gauss vektor kovariancia matrix blok-

jainak, innen a

cov (Y ; Y j X) = DY Y �DY XD�1XXD
0

Y X

feltételes kovariancia ( lásd (13.19) ) nemnegativitása, azaz a

DY Y �DY XD�1XXD
0

Y X � 0;

egyenl½otlenség vezet a tétel állításához

D2#tn �
�
Id +

@b (#)

@#0

�0
I�1 (#)

�
Id +

@b (#)

@#0

�
:
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4.3 Teljes statisztikák

4.3 Teljes statisztikák

A F3 tulajdonság miatt (50) hatásos becsléseket az elégséges statisztikák körében kell

keresni. Ahhoz, hogy explicitebbé tegyük a módszert szükségünk van az alábbi fogalomra

De�nició 4.4 A G = fG#g eloszláscsaládot teljesnek nevezzük, ha minden # 2 �-raZ
g (s)G# (ds) = 0

feltételb½ol következik, hogy g = 0 egy valószín½uséggel G szerint.

De�nició 4.5 Az S statisztika teljes ha az eloszlása teljes.

Tétel 17 Ha S teljes elégséges statisztika és tn 2 Kb akkor t�n = E# (tn j S) hatásos
becslés a Kb osztályban.

Bizonyítás: A teljesség miatt aKb osztályban egyetlen (P szerint egy valószín½uséggel)

S mérhet½o becslés van, legyen ez t�n. Igy tetsz½oleges tn 2 Kb esetén t��n = E# (tn j S) =

t�n P-szerint 1 valószín½uséggel, tehát

E# (t
�
n � #)

2 = E# (t
��
n � #)

2 � E# (tn � #)2 :

Példa 4.1 Ha X 2 P (�) (Poisson) akkor az nX teljes elégséges statisztika és tn = X1
torzítatlan, tehát a

t�n = E�
�
X1 j nX

�
= X

hatásos becslés.

Példa 4.2 Ha X egyenletes a [0; #] intervallumon,akkor az S = maxiXi teljes elégséges
statisztika.

Példa 4.3 Az X 2 ��;1 esetén, (p� (x) = �ne��nx) az S = nX teljes elégséges sta-

tisztika, a t�n = E�
�
X
�1 j S

�
= X

�1
becslés hatásos a Kb osztályban ahol

b (�) = E�X
�1 � �:

Tekintettel arra, hogy S 2 ��;n így n > 1

E�X
�1
= nE�S

�1 =
n

n� 1�
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4. Fejezet Becslések összehasonlítása

vagyis t��n = n�1
nX

torzítatlan becslés, továbbá ha n > 2 akkor

D2�t
��
n =

�2

n� 2 :

A t��n nem regulárisan hatásos hiszen

I (#) =
1

�2
és n > 2-re

1

nI (#) =
�2

n
<

�2

n� 2 :

4.4 A maximum likelihood becslés tulajdonságai.

A maximum likelihood becslés vizsgálatához direktebb módszert választunk, mint amikor

megmutattuk, hogy a becslés a II. típushoz tartozik.

Az A0 és A� feltételek mellé még a következ½o regularitási feltételt is hozzávesszük.

A# Feltétel:

a) a likelihood függvény alábbi deriváltjai léteznek

@ ln p#
@#

;
@2 ln p#

@#2
;

@3 ln p#

@#3
:

b) bármely # 2 � esetén����@p#@#
���� < f1 (x) ; ����@2p#@#2

���� < f2 (x) és

����@3 ln p#@#3

���� < H (x)
ahol f1 és f2 integrálhatók, továbbá E#H (x) < M; #-tól függetlenül.

Feltesszük még az Fisher-féle információmennyiség létezését, azaz

AF Feltétel:

0 < E#

�
@ ln p#
@#

�2
= I <1:

Ezek a feltételek biztosítják, hogy a kivánt szuprémumot analitikus eszközökkel, a likeli-

hood egyenlet segítségével meghatározzuk. Az egyszer½ubb írásmód kedvéért bevezetjük a

`# (x) = ln p# (x) és L# (x1; : : : ; xn) =
Pn
i=1 `# (xi) jelöléseket.

Feladat 4.2 Jelölje IX az X valószín½uségi változó Fisher-féle információmennyiségét.
Bizonyítandó, hogy az X -re vonatkozó minta (X1; : : : ; Xn) Fisher-féle információmenny-
isége I(X1;:::;Xn) = nIX ; azaz független valószín½uségi változók Fisher-féle információmen-
nyisége összeadódik, amikor azokat együttesen tekintjük.

1. A maximum likelihood becslés konzisztenciája.
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4.4 A maximum likelihood becslés tulajdonságai.

Tétel 18 Tegyük fel, hogy az A0; A� és AF feltételek teljesülnek. Jelölje Gn a következ½o
halmazt

Gn = f(x1; : : : ; xn) : amelyekre a @L# (x1; : : : ; xn) =@#i = 0; i = 1; 2; : : : ; d

egyenletrendszernek létzik megoldásag :
Akkor, egyrészt

lim
n!1

P#0 (Gn) = 1;

másrészt bármely (x1; : : : ; xn) 2 Gn esetén választható olyan b#n gyök, amely konzisztens
becslése #0-nak.

Bizonyítás: Legyen #0; #1 2 � és P#0 6= P#1 : Ekkor a 8. lemma szerint (42, oldal)

E#0 ln
p#1 (X)

p#0 (X)
< 0:

A nagy számok törvényét alkalmazhatjuk a

L#1 (X1; : : : ; Xn)� L#0 (X1; : : : ; Xn) =
nX
i=1

ln
p#1 (Xi)

p#0 (Xi)

kifejezésre, vagyis

P#0 (L#1 (X1; : : : ; Xn)� L#0 (X1; : : : ; Xn) < 0)! 1; n!1:

Így aztán n!1 esetén, minden � > 0 -ra

P#0 (L#0�� (X1; : : : ; Xn) < L#0 (X1; : : : ; Xn) ; L#0+� (X1; : : : ; Xn) < L#0 (X1; : : : ; Xn))! 1:

Tehát a [#0 � �; #0 + �] intervallum belsejében L#-nak lokális maximuma van. Válasszuk

a
@L# (x1; : : : ; xn)

@#
= 0

egyenletrendszer b#n meoldását a (#0 � �; #0 + �) intervallumból. Ekkor
lim
n!1

P#0

�
@

@#
Lb#n (X1; : : : ; Xn) = 0;

���b#n � #0��� < �� = 1:
Ha az el½oz½o tétel feltételeihez meg hozzávesszük A#� t is akkor a konzisztencia a

következ½oképpen is bizonyítható.

Bizonyítás: Tegyük fel, hogy az igazi paraméter #0, így

@

@#
ln p# =

�
@

@#
ln p#

�
#=#0

+ (#� #0)
�
@2

@#2
ln p#

�
#=#0

+
� (#)

2
(#� #0)2H (x)

ahol j�j < 1. Innen az

1

n

@

@#
L# = B0 +B1 (#� #0) +

�

2
(#� #0)2B2 = 0 (4.11)
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4. Fejezet Becslések összehasonlítása

egyenletet kapjuk, ahol B0; B1; B2 az alábbi átlagokat jelöli

B0 =

�
@

@#
`# (x)

�
#=#0

; B1 =

�
@2

@#2
`# (x)

�
#=#0

; B2 = H (x)

Megmutatjuk, hogy bármely " > 0 esetén a (4.11) egyenlet b#n megoldása konzisztens,
azaz

lim
n!1

P
����b#n � #0��� > "� = 0:

Könny½u látni ugyanis, hogy B0
S! 0. Mivel

E#

�
1

p#

@2

@#2
p#

�
=

Z 1

�1

�
1

p#

@2

@#2
p#

�
p#dx

=

Z 1

�1

@2

@#2
p#dx

=
@2

@#2

Z 1

�1
p#dx = 0; (4.12)

ezért

E#

�
@2

@#2
`#

�
#=#0

= E#

�
@

@#

�
1

p#

@

@#
p#

��
#=#0

= E#

�
1

p#

@2

@#2
p#

�
#=#0

� E#

"�
1

p#

@

@#
p#

�2#
#=#0

= �E#
�
@

@#
`#

�2
#=#0

= �I#0 ; (4.13)

tehát B1
S! �I#0 . B2 pedig sztochasztikusan tart E#0H (x) < M -hez. Ha b#n megoldása

(4.11)-nek akkor

B0 +B1

�b#n � #0�+ �
�b#n�
2

�b#n � #0�2B2 = 0;
egyenletb½ol szintén következik a konzisztencia, ugyanis az

y (t) = B0 +B1t+
�
�b#n�
2

B2t
2

másodfokú függvény 0 -körüli viselkedését a B1 együttható el½ojele fogja meghatározni ha n

elég nagy, azaz y (t) el½ojelet vált 0 -körül. Igy aztán a (4.11) gyökeinek van olyan sorozata,

ami sztochasztikusan konvergál #0-hoz.

Példa 4.4 Legyen a [Xi; Yi] 2 N
�
[�i; �i] ; �

2I2
�
, i = 1; 2; : : : ; n független valószín½uségi

vektorok, továbbá Zi = Xi � Yi, i = 1; 2; : : : ; n egy minta, Zi 2 N
�
0; 2�2

�
. Ha a �2

maximum likelihood becslését az [Xi; Yi] meg�gyelésekre alapozzuk akkor

c�2 = 1

4
Z2;
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4.4 A maximum likelihood becslés tulajdonságai.

ami nem konzisztens becslés, pedig látszólag több információt tartalmaz. Ha Zi-b½ol szá-
moljuk a �2 maximum likelihood becslését

c�2 = Z2;
ami konzisztens becslés. (Miért?)

2. A maximum likelihood becslés aszimptotikus normalitása.

Tegyük fel változatlanul, hogy az igazi paraméter #0, most a Szluckij -tól származó módszer

szerint a
@

@#
ln p# =

�
@

@#
ln p#

�
#=#0

+ (#� #0)
�
@2

@#2
ln p#

�
#=#�

sorfejtést alkalmazzuk és az

1

n

@

@#
L# =

1

n

�
@

@#
L#

�
#=#0

+ (#� #0)
1

n

@2

@#2
L#

����
#=#�

= 0 (4.14)

egyenletet kapjuk, ahol j#� � #0j < j#� #0j :Megmutatjuk, hogy a (4.14) egyenlet minden

konzisztens b#n megoldása aszimptotikusan normális. Könny½u látni ugyanis, lásd (4.13),
hogy

E#

�
@2

@#2
`#

�
#=#0

= �I#0

ezért a b#n konzisztenciájából következik a
1

n

@2

@#2
L#

����
#=#�

S! �I#0 ;

határérték. Ha b#n megoldása (4.14)-nek akkor tehát

�
p
n
�b#n � #0� 1

n

@2

@#2
L#

����
#=#�

=
1p
n

�
@

@#
L#

�
#=#0

Viszont a centrális határeloszlás tétel miatt a jobb oldal

1p
n

�
@

@#
L#

�
#=#0

=

�
@
@#L#

�
#=#0p

I#0=n
p
I#0

aszimptotikusan normális 0 várható értékkel és I#0 szórásnégyzettel. Innen

p
n
�b#n � #0� = 1p

n

�
@
@#L#

�
#=#0

1
n

@2

@#2
L#
��
#=#�

D�=
1p
n

�
@
@#L#

�
#=#0

I#0
D! 1

I#0
N (0; I#0) = N

�
0;

1

I#0

�
:

A következ½o tételt kaptuk.
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4. Fejezet Becslések összehasonlítása

Tétel 19 Tegyük fel, hogy az A0; A�; A# és AF feltételek teljesülnek. Akkor az (4.14)
likelihood egyenlet minden konzisztens b#n megoldása aszimptotikusan normális, azaz

p
n
�b#n � #0� D! N

�
0;

1

I#0

�
:

Megjegyzés 4.4 Ha a maximum likelihood becslés egyértelm½u, akkor az elégséges sta-
tisztika függvénye.

Megjegyzés 4.5 Amaximum likelihood becslés nem függ a domináló �mérték választásától,
hiszen ha �1 és �2 két domináló mérték akkor

dP#
d (�1 + �2)

=
dP#
d�1

d�1
d (�1 + �2)

=
dP#
d�2

d�2
d (�1 + �2)

:

Tehát a s½ur½uségfüggvények csak #-tól nem függ½o szorzótényez½oben különböznek.

Megjegyzés 4.6 Ha a # többdimenziós akkor a konzisztencia és az aszimptotikus nor-
malitás bizonyítása is hasonló módon végezhet½o.
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5. Fejezet Statisztikai hipotézisek

5. Fejezet
Statisztikai hipotézisek

5.1 Hipotézisvizsgálat

Gondoljuk el, hogy el½ozetes információk alapján az a feltételezésünk, hogy a

P = fP#; # 2 �g eloszláscsalád # paramétere a �0 (� �) részhalmazba esik. Szeretnénk

eldönteni, hogy hipotézisünk amit úgy jelölünk, hogy

H0 : # 2 �0

igaz-e. Ebb½ol a célból veszünk egy x1; : : : ; xn mintát. Fontos megjegyezni, hogy a H0

hipotézis megkonstruálása teljesen függetlenül a mintavételezést megel½oz½oen történik.

A döntéshozatal megfeleltethet½o az X mintatér egy C részhalmazának a kijelölésének.

Amenynyiben az x1; x2; : : : ; xn minta beleesik a C halmazba akkor a H0-t elvetjük egyéb-

ként pedig elfogadjuk. A C halmazt kritikus tartománynak nevezzük. Természetesen el½o-

fordulhat, hogy a H0 igaz, ennek ellenére az x1; x2; : : : ; xn minta a C kritikus tartományba

esik, következésképpen a H0-t elvetjük. Ezt nevezzük els½ofajú hiba elkövetésének. A H0

hipotézisünkkel szemben áll a

H1 : # =2 �0 azaz # 2 �1 = �n�0

alternatív hipotézis. Amennyiben a H0 nem igaz vagyis a H1 alternatíva áll fenn, de

az x1; : : : ; xn minta nem esik a C kritikus tartományba döntésünk a H0 elfogadása lesz,

tehát hibát követünk el, ezt másodfajú hibának nevezzük. Példaként tegyük fel, hogy

� = f#0; #1g és �0 = f#0g, tehát a H0 hipotézishez tartozó paraméterhalmaz egyetlen

pontból áll. Ilyenkor egyszer½u hipotézisr½ol egyébként pedig összetett hipotézisr½ol

beszélünk. Esetünkben egyszer½u

H0 : # = #0

hipotézissel szemben egyszer½u

H1 : # = #1

alternatíva áll fenn. Az els½ofajú hiba valószín½usége � = P#0 (C) a másodfajúé pedig

� = P#1 (XnC) = 1 � P#1 (C) : Szokás �� t 0; 05-nek ill. 0; 01-nek választani. �� t

a próba terjedelmének, az 1 � � -t a próba szintjének szokás nevezni. Ha tovább

specializáljuk a feladatot és feltesszük, hogy X 2 N (#; 1), könnyen beláthatjuk, hogy
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5.2 Az U -próba és er½ofüggvénye.

� csökkentése óhatatlanul � növekedéséhez vezet ( lsd. kés½obb az U-próbát).. Ezért

általában is reménytelennek látszik egyszerre mindkét hiba elkövetésének valószín½uségét

minimalizálni, de azért erre is van példa.

Példa 5.1 Legyen X egyenletes eloszlású valószín½uségi változó a
[#� 1=2; #+ 1=2] intervallumon és #0 = 1; illetve #1 = 4: Ha a C kritikus tartományt
úgy választjuk, hogy C = f(x1; : : : ; xn) j x 2 [7=2; 9=2]g ; akkor ez azon ritka esetek közzé
tartozik amikor P#0 (C) = 0 és P#1 (XnC) = 0:

Feladatul ezek után azt a célt t½uzzük ki, hogy minimalizáljuk a másodfajú hiba valószín½u-

ségét miközben az els½ofajú hibát egy korlát alatt tartjuk. Tehát keresend½o a C kritikus

tartomány amelyre

P# (C) � �; # 2 �0
és

P# (C) ; # 2 �1 maximális.

Az � = sup#2�0
P# (C)-t a C kritikus tartományhoz tartozó próba terjedelmének nevezzük.

A

' (#) = P# (C)

függvényt a próba er½ofüggvényének nevezzük. A próba torzítatlan, ha

sup
#2�0

P# (C) � inf
#2�1

P# (C)

A próbát konzisztensnek nevezzük, ha

lim
n!1

P# (C) = 1; bármely # 2 �1 esetén,

és közben természetesen

sup
#2�0

P# (C) � �:

5.2 Az U-próba és er½ofüggvénye.

Tételezzük fel, hogy a X valószín½uségi változóról tudjuk: normális eloszlású és szórása �0

ismert. A nullhipotézisünk a várható értékére vonatkozik.

H0 : EX = m0

H1 : EX = m1 (6= m0)
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5. Fejezet Statisztikai hipotézisek

Erre a statisztikai hipotézisre egy 0,95-os szint½u (0,05 terjedelm½u) próbát akarunk sz-

erkeszteni. Ha a H0 igaz, akkor mint (2.5)-ben (31 oldal), láttuk, ha

� =
p
n
X �m
�

;

ahol EX = m0 és DX = �; akkor

P (�1; 96 � � � 1; 96) = 0; 95:

A 0,05 terjedelm½u kritikus tartomány tehát például a :

C1 =

�
(x1; x2; : : : ; xn) j

j�x�m0j
�0

p
n > 1; 96

�
:

Ezek után ha a minta realizációja a kritikus tartományba esik, azaz

j �x�m0 j
�0

p
n > 1; 96

akkor a H0-t elvetjük, ha nem, elfogadjuk. Megjegyezzük, hogy az � terjedelm½u kri-

tikus tartomány nem egyértelm½u, és igy maga a próba sem. Például a következ½o kritikus

tartományok terjedelmei mind 0; 05

a.) C1 =
n
(x1; : : : ; xn) j �x�m0

�0

p
n > 1; 75 vagy �x�m0

�0
< �2; 327

o
b.) C1 =

n
(x1; : : : ; xn) j �x�m0

�0

p
n > 1; 645

o
egyoldali próba, H1 : EX > m0:

c.) C1 =
n
(x1; : : : ; xn) j �x�m0

�0

p
n < �1; 645

o
egyoldali próba, H1 : EX < m0:

A kritikus tartomány megválasztása tehát függhet el½oz½o információtól. A c)-ben szerep-

l½o kritikus tartományt akkor választjuk, ha valamilyen oknál fogva veszélyes a tul kicsi

várható érték. Az azonos szint½u kritikus tartományok közül válogathatunk egy másik elv

szerint is, mégpedig azt részesítjük el½onyben, amelyiknek a másodfajú hibája kisebb. A

másodfajú hiba, mint már ezt korábban láttuk,

� = P ((X1; X2; : : : ; Xn) 2 C0 j H1) ; C0 = XnC1:

A másodfajú hiba tehát függ egyrészt a C1 kritikus tartománytól, másrészt aH1 alternatív

hipotézist½ol, tehát � = � (C1;H1) : Az ' = 1� � (C1;H1) jelöli azt a valószín½uséget, hogy

elvetjük H0-t, amikor H1; igaz, tehát nem követünk el másodfajú hibát. A ' = ' (C1;H1)

értékét a próba erejének fogjuk nevezni. Rögzített C1 kritikus tartomány esetén változó

H1 alternatív hipotézis mellett kapjuk a ' = ' (H1) er½ofüggvényt. Az U -próbára ez azt

jelenti, hogy ' = ' (m1), azaz az er½ofüggvény azm1 várható értékt½ol függ. Természetesnek

t½unik azt várni, hogy ha m1 (H1 hipotézis által feltételezett igazi várható érték) elég

messze esik m0-tól, akkor nagy valószín½uséggel nem követünk el másodfajú hibát, tehát
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5.2 Az U -próba és er½ofüggvénye.

elvetjük H0-t ha H1 igaz. Megfordítva, ha közel van m1 és m0 egymáshoz, tehát nehéz

½oket megkülönböztetni, akkor könnyen el½ofordulhat, hogy m0-t tekintjük igazi várható

értéknek m1 helyett, vagyis másodfaju hibát követünk el.

Az U -póba ' (m1) er½ofüggvényét fogjuk most meghatározni. Korábbi jelöléseinket

megtartva kapjuk

' (m1) = 1� � (m1) = P1 ((X1; X2; : : : ; Xn) 2 C1)

ahol a C1 kritikus tartomány rögzített próbaszint mellett

C1 =

�
(x1; x2; : : : ; xn) j

j�x�m0j
�0

p
n > "p

�
Ki kell tehát számítani a következ½o valószín½uséget:

P1

�
j X �m0 j

�0

p
n > "p

�
= ' (m1)

Ha m1 az igazi várható érték, akkor nem az X�m0

�0

p
n valószín½uségi változó, hanem

az X�m1

�0

p
n lesz 0 várható érték½u és 1 szórású normális eloszlású valószín½uségi változó.

Jelöljük d(m1; n)-nel a következ½o konstans értéket

d(m1; n) =
m1 �m0

�0

p
n

Igy
X �m0

�0

p
n =

X �m1

�0

p
n+ d (m1; n)

ennek segítségével

P1

 ��X �m0

��
�0

p
n > "p

!
= P1

��
X �m0

�0

p
n > "p

�
+

�
X �m0

�0

p
n < �"p

��
= P1

�
X �m0

�0

p
n > "p

�
+ P1

�
X �m0

�0

p
n < �"p

�
= 1� P1

�
X �m1

�0

p
n < "p � d(m1; n)

�
+P1

�
X �m1

�0

p
n < �"p � d(m1; n)

�
= 1� FN ("p � d (m1; n)) + FN (�"p � d (m1; n))

Ahol FN (x) a standard normális eloszlás eloszlásfüggvénye, azaz

FN (x) =
1p
2�

Z x

�1
e�

y2

2 dy

Tehát az U -próba er½ofüggvényére kapjuk

' (m1) = 1� FN ("p � d (m1; n)) + FN (�"p � d (m1; n)) :
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5. Fejezet Statisztikai hipotézisek

Mivel a limm1!�1d (m1; n) = �1 ezért

lim
m1!1

' (m1) = 1 és lim
m1!�1

' (m1) = 1

Ez azt jelenti, hogy ha m1 elég messze van m0-tól, akkor igen nagy valószín½uséggel nem

követünk el másodfajú hibát. Ha viszont m1 elég közel van m0-hoz, azaz

lim
m1!m0

' (m1) = 1� � ("p) + � (�"p) = p

akkor a másodfajú hiba elkövetésének valószín½usége megegyezik a próba szintjével. Ebb½ol

az is következik, hogy ilyen esetben egyszerre minimalizálni az els½o és másodfajú hiba

valószín½uségét nyilván lehetetlen, mert az összegük 1 körül van.

Rögzítsük most m1-et és a mintanagyságot növeljük, ekkor a limn!1' (m1) = 1 miatt

a másodfaju hiba nagy valószín½uséggel elkerülhet½o.

Általában, akkor döntünk nagy biztonsággal helyesen, ha

� az els½ofajú hiba valószín½usége kicsi

� az er½ofüggvény értéke nagy.

Ez utóbbi, ha másképpen nem, a minta nagyságának növelésével elérhet½o.

­1 ­0.8 ­0.6 ­0.4 ­0.2 0 0.2 0.4 0.6 0.8 1
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

m1

U­próba erőfüggvénye, p=0,05

n=20

n=200

n=104

' (m1)

Az ábrán az U -próba er½ofüggvényét ábrázoltuk, amikor p = 0; 05; m0 = 0, az m1
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5.3 Véletlenített próbák, a Neymann�Pearson fundamentális lemma

pedig változik a [�1; 1] intervallumban. Az egyes görbék megfelelnek az n = 20; 40; : : :,

200 illetve 10000 mintanagyságnak.

Általában ha egy próbához rendelkezésünkre áll két � terjedelm½u C(1)1 ; C
(2)
1 kritikus tar-

tomány, akkor azt célszer½u el½onybe részesíteni, amelynél a másodfajú hiba elkövetésének

valószín½usége kisebb. Ha teljesül a

'
�
C
(1)
1 ;H1

�
� '

�
C
(2)
1 ;H1

�
minden H1 alternatív hipotézis esetén, akkor azt mondjuk, hogy C

(2)
1 egyenletesen er½osebb

kritikus tartomány C(1)1 -nél.

A gyakorlatban a szingni�kancia szint beállítása nem elméleti a kísérletet megel½oz½o fela-

dat, bár erre is van lehet½oség, henem a statisztikai programcsomagok egy adott x1; x2; : : : ; xn

mintához számítanak egy b� (x1 : : : ; xn) értéket az un. p-értéket (p-value), vagy más szóval
a meg�gyelt els½ofajú hibát, amely megadja azt a terjedelmet amelynél a H0 hipotézist még

el lehet fogadni, azaz azt a maximális kritikus tartomány valószín½uséget, amely esetén a

H0 hipotézis még el van fogadva. Ha ez az érték �nagy�ill. �nem tul kicsi�(> 0; 05) akkor

nagyobb biztonsággal fogadjul el H0-t. Gondoljunk vissza az u próbára ahol minél kisebb

az jxj annál bizonyosabbak lehetünk abban, hogy #0 = 0 és annál nagyobb a p-érték.

5.3 Véletlenített próbák, a Neymann�Pearson fundamentális
lemma

Láttuk, hogy a próba megadása egyenérték½u a C kritikus tartomány kijelölésével. Ezt

úgy is felfoghatjuk, hogy ha az (x1; : : : ; xn) 2 C akkor 1 valószín½uséggel vetjük el a H0

-t ellenkez½o esetben pedig 0 valószín½uséggel. Ezt általánosíthatjuk úgy, hogy de�niálunk

egy [0; 1] intervallumba es½o � = � (x1; : : : ; xn) függvényt a mintatéren és a mintavételezés

után kiszámítjuk � (x1; x2; : : : ; xn)-t és � valószín½uséggel vetjük el H0-t. Ezt nevezzük

véletlenítésnek. Ez történhet például úgy, hogy a mintától függetlenül veszünk egy �

véletlen számot amely egyenletes eloszlású a [0; 1] intervallumon és amennyiben � < �

akkor a H0-t elvetettük, ellenkez½o esetben pedig elfogadjuk. Ha a C kritikus tartományra

alapozzuk a próbát akkor természetesen

� (x1; : : : ; xn) = �C =

(
1 ha (x1; : : : ; xn) 2 C
0 egyébként.

A véletlenített próba er½ofüggvénye

' (#) = E#� (X1; : : : ; Xn) :
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5. Fejezet Statisztikai hipotézisek

Két � terjedelm½u �1 és �2 próba közül azt nevezzük er½osebbnek amelynek az er½ofügg-

vénye nagyobb az alternatív hipotézis esetén azaz �1 er½osebb mint �2

E#�1 � E#�2 bármely # 2 �n�0

és

E#�1 � � # 2 �0 valamint E#�2 � �; # 2 �0:

A �0 próba egyenletesen leger½osebb � terjedelm½u próba, ha er½osebb bármely más

� terjedelm½u próbánál. Jelöljük a minta realizációját x = (x1; : : : ; xn) -el és a mintát

X = (X1; : : : ; Xn) -el.

Lemma 20 (Neymann�Pearson fundamentális lemma)
Legyen P = fP0; P1g és pi (x) = dPi

d� (x) ; (� választható például � = P0 + P1�nek):
Egzisztencia. A H0 : # = 0 hipotézis eldöntésére a H1 : # = 1 hipotézissel szemben van
olyan � próba és egy c konstans, hogy

E0� (X) = � (*)

és

� (x) =

(
1 ha p1 (x) > cp0 (x)

0 ha p1 (x) < cp0 (x)
(**)

Elégséges feltétel. Ha egy próba teljesíti az (*) és (**) feltételeket akkor az egyenletesen
leger½osebb � szint½u próba.
Szükséges feltétel. Ha � egyenletesen leger½osebb legfeljebb 1�� szint½u próba a fenti H0
ill. H1 eldöntésére akkor szükségképpen teljesül (**) � majdnem mindenütt. Továbbá �
teljesíti (*)-ot is, eltekintve attól az esett½ol amikor létezik olyan próba amelynek szintje
< � és az ereje 1.

Bizonyítás: Ha � = 0 vagy 1 a tétel igaz, elegend½o a c =1 esetet vizsgálni úgy, hogy

0 � 1-t 0-nak de�niáljuk. Feltételezzük a továbbiakban, hogy 0 < � < 1:
I. Legyen � (y) = P0 (p1 (X) > yp0 (X)) : Tekintettel arra, hogy P0-t elegend½o azon a
halmazon venni ahol p0 (x) > 0 ezért

� (y) = P0

�
p1 (X)

p0 (X)
> y

�
:

Ha van olyan y0 valós szám, hogy � (y0)egyenl½o a tételben rögzített � értékkkel akkor c =
y0 választás teljesíti (*)-ot. Általában pedig � (y) monoton csökken és jobbról folytonos.

� (y � 0)� � (y) = P0
�
p1 (X)

p0 (X)
= y

�
; � (�1) = 1; � (1) = 0:

Adott �-hoz meghatározzuk y0-t úgy, hogy

� (y0) � � � � (y0 � 0)
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5.3 Véletlenített próbák, a Neymann�Pearson fundamentális lemma

és � (x)-et a következ½oképpen de�niáljuk

� (x) =

8><>:
1 ha p1 (x) > y0p0 (x)

���(y0)
�(y0�0)��(y0) ha p1 (x) = y0p0 (x)

0 ha p1 (x) < y0p0 (x) :

Ha � (y0 � 0) � � (y0) = 0 lenne akkor P0 (p1 (X) = y0p0 (X)) = 0 tehát � 0 mérték½u
halmaztól (P0 szerint) eltekintve jól de�niált.

E0� (X) = P0 (p1 (X) > y0p0 (X)) +
�� � (y0)

� (y0 � 0)� � (y0)
P0 (p1 (X) = y0p0 (X))

= � (y0) + �� � (y0) = �:
Megjegyezzük, hogy y0 egyértelm½uen van meghatározva, hacsaknem � (y) = � egy egész
(c1; c2) intervallumon. Ilyenkor viszont legyen

C =

�
x : p0 (x) > 0 és c1 <

p1 (x)

p0 (x)
< c2

�
ekkor

P0 (C) = � (c1)� � (c2 � 0) = 0 és

0 =

Z
C
p0 (x)� (dx)

tehát � (C) = 0 így P1 (C) = 0: Ezzel C kizárható a mintatérb½ol és a c konstans választható
y0-nak.

II. Tételezzük fel, hogy a � próbafüggvény kielégíti (*) és (**)-ot és legyen �� egy
legfeljebb 1�� szint½u próba E0�� � �: Jelöljük S+ ill. S�-szal azokat a halmazokat ahol
�� �� > 0 illetve �� �� < 0. Ha x 2 S+ akkor � (x) > 0 és p1 (x) � cp0 (x) ; hasonlóan
minden x 2 S� esetén p1 (x) � cp0 (x). KövetkezésképpenZ

X
(�� ��) (p1 � cp0) d� =

Z
S+[S�

(�� ��) (p1 � cp0) d� � 0

vagyis Z
X
(�� ��) p1d� � c

Z
X
(�� ��) p0d� = c (E0�� E0��) � 0:

amit bizonyítani kellett.

III. Tételezzük fel, hogy �� egyenletesen leger½osebb legfeljebb 1 � � szint½u próba a
H0 hipotézisre a H1 alternatívával szemben. Legyen S = (S+ [ S�) \ fp1 6= cp0g : Ha
� (S) > 0 lenne akkorZ

S+[S�
(�� ��) fp1 � cp0g d� =

Z
S
(�� ��) fp1 � cp0g d� > 0

ami ellentmondás azzal, hogy �� er½osebb mint �, tehát � (S) = 0: �� kielégíti (**)-ot, ha
akár szigni�kancia terjedelme < � akár ereje < 1 lenne akkor lehet½oség lenne arra, hogy
a kritikus tartományhoz hozzávegyünk pontokat és elérjük, hogy vagy E0�� = � vagy
E1�

� = 1:

A p1 = cp0 halmazon a leger½osebb próba eléggé szabadon választható (lehet például

konstans), lásd. (**). Ha � (p1 = cp0) = 0 akkor a leger½osebb próba egyértelm½uen

meghatározott, és ilyenkor nincs szükség véletlenítésre sem.
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5. Fejezet Statisztikai hipotézisek

Következmény 21 Legyen � = E1� ahol � a leger½osebb 1�� szint½u próba a H0 : # = 0
a H1 : # = 1 alternatívával szemben. Ekkor � < �, hacsak nem P0 = P1:

Bizonyítás: Mivel a �1 � � próbára E1�1 = � ezért � � �: Ha � = � < 1 akkor

�1 � � a leger½osebb próba, de akkor teljesíti (**)-ot is az pedig csak úgy lehet ha p1 (x) =

p0 (x) � majdnem mindenütt vagyis P0 = P1.

Példa 5.2 Alkalmazzuk a Neymann�Pearson-lemmát arra az estre amikor az X valószín½u-
ségi változóról tudjuk: normális eloszlású és szórása �0 ismert. A hipotézisünk pedig az X
várható értékére vonatkozik.

H0 : EX = m0

H1 : EX = m1 (6= m0) :

A Neymann-Pearson lemma szerint az egyenletesen leger½osebb � szint½u próba

� (x) =

(
1 ha p1 (x) > cp0 (x)

0 ha p1 (x) < cp0 (x)
(**)

alaku, vagyis a kritikus tartomány

C =

�
x = (x1; x2; : : : ; xn) : c� <

p1 (x)

p0 (x)

�
alakú. Ehhez el½oször a

p1 (x)

p0 (x)
hányadost határozzuk meg

p1 (x)

p0 (x)
= exp

"
� 1

2�20

(
nX
k=1

(xk �m1)�
nX
k=1

(xk �m0)

)#

= exp

�
� 1

2�20

�
�2n�x (m1 �m0) + n

�
m2
1 �m2

0

�	�
:

A c� jelöljön egy általános konstanst, (ami a következ½o levezetésben lépésr½ol lépésre vál-
tozhat!!!) ugyanis a C kritikus tartomány meghatározásához elegend½o a tartomány for-
máját megtartani:

C =

�
x : c� <

p1 (x)

p0 (x)

�
=

�
x : c� < exp

�
� 1

2�20

�
�2n�x (m1 �m0) + n

�
m2
1 �m2

0

�	��
=

�
x : c� <

�
� 1

2�20

�
�2n�x (m1 �m0) + n

�
m2
1 �m2

0

�	��
= fx : c� < �x (m1 �m0)g

=

8><>:x :
c� <

�x�m0

�0
ha m1 �m0 > 0

�c� >
�x�m0

�0
ha m1 �m0 < 0

9>=>; :
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5.3 Véletlenített próbák, a Neymann�Pearson fundamentális lemma

Tehát az egyenletesen leger½osebb 1� � szint½u próbában abban az esetben, amikor

H0 : EX = m0

H1 : EX = m1 (> m0) ;

azaz egyoldali alternatíva esetén a

C =

�
x : c� <

�x�m0

�0

�
;

a c� konstans például � = 0; 05 esetén c0;05 = 1; 645, hiszen az
X �m0

�0
statisztika H0

fennállása esetén standard normális eloszlású.

Példa 5.3 Alkalmazzuk a Neymann�Pearson-lemmát arra az esetre amikor az X valószín½u-
ségi változó Poisson eloszlású!.

72



6. Fejezet A likelihood hányados próba

6. Fejezet
A likelihood hányados próba

6.1 Likelihood hányados próba

A Neyman�Pearson-lemma egyik tanulsága, hogy a likelihood hányadoson alapuló próba

igen jó tulajdonsággal rendelkezik Ha a paramétertér több mint két pontból áll akkor

összetett hipotézissel kell számolnunk. Amennyiben � = �0 [�1; �0 \�1 6= ; akkor a

H0 : # 2 �0

H1 : # =2 �0

hipotézisek vizsgálata elvégezhet½o az alábbi hányados alapján:

� =

sup
#2�0

p# (X)

sup
#2�

p# (X)

�-t likelihood hányadosnak nevezzük. � 2 [0; 1] (Miért teljesül, hogy 0 � � � 1?) és

amennyiben H0 igaz akkor közel van egyhez, ha pedig H0 nem igaz akkor kicsi. Tehát a

K kritikus tartomány a következ½o módon de�niálható

K� = fx : � < C�g

úgy, hogy sup#2�0
P# (K�) � �:

Vegyük észre, hogy a � számlálója és nevez½oje is nem más mint a likelihood függvény

értéke a maximum likelihood becslés helyen, azaz

� =
pb#0 (X)
pb# (X) ;

ahol b#0 a �0 halmazon a b# pedig a � halmazon vett maximum likelihood becslés.

Példa 6.1 Ha X 2 N
�
�; �2

�
és a

H0 : � = �0; �2 > 0

hipotézist kivánjuk leellen½orízni, akkor

� =

�
s2n
s20n

�n=2
;

ahol s2n a tapasztalati szórásnégyzet és

s20n =
1

n

nX
1

(Xi � �0)2 :
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Megjegyezzük, hogy

� =

�
1 +

t2

n� 1

��n=2
alakra hozható ahol

t =
p
n� 1X � �0

sn
:

Ugyanis
s20n = s

2
n +

�
X � �0

�2
:

Tehát ha H0 igaz, akkor t Student eloszlású n � 1 szabadságfokkal és a K� kritikus tar-
tomány megkapható a jtj > C� egyenl½otlenségb½ol.

Feladat 6.1 Ellen½orizzük és indokoljuk a fenti példa levezetésének lépéseit.

Az egyszerübb bizonyítás kedvéért feltesszük, hogy a regularitási feltételek teljesülnek

(lásd a A0; A�; A# és AF feltételeket a 3.3.1.1 fejezetben a 41 oldalon). Emlékeztetünk

arra, hogy a regularitási feltételek biztosítják az IF (#) Fisher-féle információ mennyiség

létezését, azaz

0 < E#

�
@ ln p# (X)

@#

�2
= IF (#) <1:

A statisztikában fontos információ mennyiségeket az Appendixben részletesen tárgyaljuk.

Feladat 6.2 Határozzuk meg a N
�
�; �2

�
normális eloszlás Fisher-féle információ men-

nyiségét, ha

1. # = �

2. # = �2

3. # =
�
�; �2

�
;

Az utóbbi esetben, amikor # = (#1; #2) akkor IF (#) Fisher-féle információ mennyiség
egy matrixot jelent, azaz

�IF (#) =

2664 E#
@2 ln p# (X)

@#21
E#
@2 ln p# (X)

@#1@#2

E#
@2 ln p# (X)

@#1@#2
E#
@2 ln p# (X)

@#22

3775 :
Az egyszer½ubb írásmód kedvéért továbbra is a `# (x) = ln p# (x) és L# (x) =

Pn
i=1`# (xi)

jelöléseket használjuk. Láttuk, hogy reguláris esetben a b#n megoldása az un. likelihood
egyenletnek, azaz a

@L# (x1; : : : ; xn)

@#
= 0 (6.15)

egyenletnek. Illetve a fenti egyenletnek van olyan b#n megoldása amely konzisztens bec-

slése #0-nak, azaz

lim
n!1

P#

����b#n � #��� > "� = 0:
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6. Fejezet A likelihood hányados próba

Az alábbikakban egy ilyen konzisztens gyöksorozatot fogunk b#n-el jelölni. Továbbá

következ½o állitás is igaz:

Tegyük fel, hogy a regularitási feltételek teljesülnek. Akkor a (6.15) likelihood egyenletb#n megoldása aszimptotikusan normális, azaz
p
n
�b#n � #0� D! N

�
0;

1

IF (#0)

�
:

6.2 A likelihood hányados aszimptotikus eloszlása.

A következ½o egyszer½u esettel foglakozunk. A # paraméter egydimenziós, a regularitási

feltételek teljesülnek, és vizsgáljuk a

H0 : # = #0;

egyszer½u hipotézissel szemben az összetett

H1 : # =2 �0 = f#0g ;

hipotézist. Megmutatjuk, hogy nagy minta esetén a � likelihood hányados alapján kon-

struálható próba. A próba azon az állításon nyugszik, hogy igen általános körülmények

között, H0 fennállása esetén a

�2 log �

aszimptotikusan �2 eloszlású 1 szabadság fokkal. Kis minta esetén a próba megkon-

struálásához szükséges feltételezni, hogy a minta normális eloszlásból való, lásd. az U -

; t-; F - próbákat kés½obb.

Az egyszer½uség kedvéért tegyük fel, hogy � � R és H0 : # = #0 egyszer½u hipotézis.

Vezessük be a

H (#0; #) =

Z 1

�1
p#0 (x) log p# (x)� (dx)

= E#0 log p# (X)

mennyiséget. Feltételezzük, hogy p# (x) reguláris az A#; AF feltétel értelmében ezért lehet

di¤erenciálni az integráljel mögött így

H 0 (#0; #0) = 0

H 00 (#0; #0) = �IF (#0)
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6.2 A likelihood hányados aszimptotikus eloszlása.

ahol IF a Fisher féle információmennyiség. Következésképpen H (#0; #)-nak maximuma

van #0-ban (ez következik a 8. lemmából is). Megjegyezzük, hogy az

IK (#0;#) = H (#0; #0)�H (#0; #) =
Z 1

�1
p#0 (x) log

p#0 (x)

p# (x)
� (dx)

nemnegatív mennyiséget IK (#0;#) Kullback-féle információmennyiségnek szokás nevezni.

Könny½u észrevenni, hogy

I 00K (#0; #) j#=#0= IF (#0) :

Feladat 6.3 Bizonyítandó, hogy

IF (#) = �E#
@2

@#2
log p# (X) :

Feladat 6.4 Ha X 2 N (�; 1) és # = �; akkor számoljuk ki a IF (#)-át. ill IK (#0;#)
-át feltéve, hogy #0 = 0:

Mivel b#n konzisztens becslése #0-nak (H0 mellett) ezért n!1 esetén

1

n

nX
i=1

log p#0 (Xi)

is és
1

n

nX
i=1

log pb#n (Xi)
is konvergál sztochasztikusan H (#0; #0)-hoz. Tekintsük a #

log p# (X1; : : : ; Xn) =

nX
i=1

log p# (Xi) ;

függvényének Taylor sorát b#n körül a #0 pontban, mivel b#n megoldása a (6.15) likelihood
egyenletnek, ezért érdemes a következ½o átalakítást elvégezni

nX
i=1

log p#0 (Xi) =

nX
i=1

log pb#n (Xi) + 12
nX
i=1

@2

@#2
log p# (Xi) j#=#�

�
#0 � b#n�2

ahol a #� véletlen mennyiség teljesíti a

j#0 � #�j <
���#0 � b#n���

feltételt. Továbbá b#n még aszimptotikusan normális is ezért
�2

nX
i=1

log
p#0 (Xi)

pb#n (Xi) = �
1

n

nX
i=1

@2

@#2
log p# (Xi) j#=#�

hp
n
�
#0 � b#n�i2 :

Ennek bal oldala �2 log � a jobb oldalán pedig egyrészt

� 1
n

X @2

@#2
log p# (Xi) j#=#�

S!IF (#0; #0) ; amint n!1;

a
p
n
�
#0 � b#n�pIF pedig gyengén tart N (0; 1)-hez, tehát �2 log �! �21, ha n!1:
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6. Fejezet A likelihood hányados próba

6.3 A likelihood hányados próba konzisztens.

Legyen a K� � Rn kritikus tartomány a

�2 log � > �21;�

egyenl½otlenséggel de�niálva, ahol �21;� az 1 szabadságfokú �
2 eloszlás (1� �)-kvantilise,

azaz

P
�
�2 > �21;�

�
= �:

Ha a F# (x) eloszlás reguláris, akkor láttuk, hogy

lim
n!1

P#0 (K�) = �:

Válasszunk egy tetsz½oleges #1 6= #0 paramétert és vizsgáljuk a

lim
n!1

P#1 (K�)

határértéket. A likelihood hányadost a

� = �0 � �

alakra írjuk át ahol

�0 =
Y p#1 (Xi)

pb#n (Xi) ; � =
Y p#0 (Xi)

p#1 (Xi)
:

Vezessók be a

�2 log �0 = un; �2 log � = nvn
jelöléseket, ekkor a K� kritikus tartományt az

un + nvn > �
2
1;�

egyenl½otlenség de�niálja. Ha #1 az igazi paraméter akkor az el½oz½o pont szerint aszimp-

totikusan un 2 �2 eloszlású 1 szabadságfokkal, vn pedig

vn = 2

"
1

n

nX
i=1

log p#1 (Xi)�
1

n

nX
i=1

log p#0 (Xi)

#
vagyis vn sztochasztikusan konvergál a 2 [H (#1; #1)�H (#1; #0)] mennyiséghez, ami pozi-

tív. Így aztán

lim
n!1

P#1
�
un + nvn > �

2
1;�

�
= 1;

ami nem más, mint

lim
n!1

P#1 (K�) = 1;
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6.3 A likelihood hányados próba konzisztens.

amit bizonyítani akartunk. A likelihood hányados er½ofüggvénye aszimptotikusan

lim
n!1

P# (K�) =

(
� # = #0

1 # 6= #0:

Megmutatható (Wilks 13.6.), hogy a likelihood hányados próba abban az értelemben

leger½osebb az összes többi konzisztens próbánál, hogy gyorsabban konvergál.

Ha a # többdimenziós azaz � � Rd akkor a

H0 : # = #0

H1 : # 6= #0

hipotézisre vonatkozó likelihood hányadosból kapott

�2 log � D! �2d

azaz d szabadságfokú �2 eloszlás és a

K� =
�
�2 log � > �2d;�

	
próba rendelkezik az összes fenti tulajdonsággal.

Ha összetett hipotézissel szemben összetett hipotézist vizsgálunk és a �0 cilinderhal-

mazként adható meg, azaz

�0 = f# 2 � j # = (#1; : : : #r; #0;r+1; : : : #0d)g

ahol (#0;r+1; : : : #0d) rögzített d� r dimenziós érték, akkor a

H0 : # 2 �0

H1 : # 2 �1

hipotézisre vonatkozó � likelihood hányados �2 log � aszimptotikusan �2 eloszlású d � r

szabadság fokkal.

Megjegyzés 6.1 A fenti nullhipotézist szokás paramétercsökkentésnek is nevezni.

Feladat 6.5 Bizonyítandó, hogy a � likelihood hányados az elégséges statisztika füg-
gvénye.
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7. Fejezet Paraméteres próbák

7. Fejezet
Paraméteres próbák
Az alábbi próbák mindegyike származtatható a likelihood hányados elvb½ol. Mi itt csak,

talán a legfontosabb esetben, a kétmintás t-próba esetében mutatjuk meg, hogyan követ-

kezik a likelihood hányados próbából a speciális próbastatisztika.

7.1 Egymintás U-próba

Legyen X 2 N
�
�; �2

�
ahol a � szórás ismert, vizsgáljuk a következ½o hipotéziseket:

H0 : � = �0

H1 : � 6= �0:

Feladat 7.1 Konstruáljunk likelihood hányados próbát a fenti hipotézisvizsgálatra.

A megfelel½o próbastatisztika

U =
X � �0
�0

�
p
n

H0 mellett standard normális eloszlású és a kritikus tartomány

K� = f(X1; : : : ; Xn) j jU j � c�g

lesz. Ha egyoldali alternatívát állítunk szembe, azaz

H 0
1 : � > �0

akkor a kritikus tartomány

K� = f(X1; : : : ; Xn) j U � c�g

lesz.

Feladat 7.2 Bizonyítandó, hogy nagy minta esetén a próbastatisztika tetsz½oleges (szórás-
sal bír ó) valószín½uségi változó esetén, ha H0 igaz, aszimptotikusan normális.

7.2 Kétmintás U-próba.

Legyen X és Y 2 N ismert �x ill. �y szórással és vizsgáljuk a

H0 : EX = EY

H1 : EX 6= EY

79



7.3 F -próba.

hipotéziseket az X1; : : : ; Xn és az Y1; : : : ; Ym minta alapján, melyek függetlenek.

Feladat 7.3 Konstruáljunk likelihood hányados próbát a fenti hipotézisvizsgálatra.

A próbastatisztika

U =
X � Yq
�2x
n +

�2y
m

-nak

adódik ami ha H0 igaz standard normális eloszlású és a kritikus tartomány

K� = f(X1; : : : ; Xn) ; (Y1; : : : ; Ym) j jU j � c�g :

Ha az alternatív hipotézis egyoldalú, azaz

H 0
1 : EX > EY

akkor a megfelel½o kritikus tartomány

K� = f(X1; : : : ; Xn) ; (Y1; Y2; : : : ; Ym) j U � c�g :

Feladat 7.4 Bizonyítandó, hogy nagy minta esetén a próbastatisztika tetsz½oleges (szórás-
sal bír ó) X; Y valószín½uségi változók esetén, ha H0 igaz, aszimptotikusan normális.

7.3 F -próba.

Tegyük fel, hogy X és Y 2 N , ahol sem a várható értékek, sem a szórások nem ismertek

és függetlenül a várható értékt½ol a szórások megegyezését kívánjuk vizsgálni:

H0 : D2X = D2Y; EX 2 R; EY 2 R;

H1 : D2X 6= D2Y; EX 2 R; EY 2 R:

Az X1; X2; : : : ; Xn és az Y1; Y2; : : : ; Ym mintákról feltesszük, hogy függetlenek.

Feladat 7.5 Konstruáljunk likelihood hányados próbát a fenti hipotézisvizsgálatra.

Ha a H0 hipotézis igaz akkor a

F =
ns2xn= (n� 1)
ms2ym=(m� 1)

próbastatisztika másodrend½u �-eloszlású azaz F eloszlású n�1 ésm�1 szabadságfokokkal.

Feladat 7.6 Indokoljuk, hogy F miért Fn�1;m�1 eloszlású.
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7. Fejezet Paraméteres próbák

0 0.5 1 1.5 2 2.5 3 3.5
0

0.5

1

1.5

2

2.5

3

3.5
F­sűrűség fgv,  n=m= 20,...,300

df=20

df=300

2. F eloszlás azonos szabadságfokokkal, n = m = df

Ilyenkor a kritikus tartomány

K� = f(x1; x2; : : : ; xn) ; (y1; y2; : : : ; ym) j F � c1� vagy F � c2�g :

Feladat 7.7 Bizonyítandó, hogy nagy minta esetén a próbastatisztika aszimptotikusan
normális 4 szórásnégyzettel, azaz ha n = m és a H0 hipotézis igaz akkor

p
n (F � 1) D!

n!1
N (0; 4) :

Mit mondhatunk a szórásnégyzetr½ol, ha X; Y nem feltétlenül normális eloszlású. Lásd a
3.3 példát a 40 oldalon.

7.4 Egymintás t-próba vagy student-próba

Ha az U próba feltételei nem teljesülnek mert a szórás nem ismeretes, akkor t-próbát kell

81



7.5 Kétmintás t-próba.

használnunk. Legyen tehát X 2 N
�
�; �2

�
és vizsgáljuk a

H0 : EX = �0; �2 > 0

H1 : EX 6= �0; �2 > 0

hipotéziseket.

Feladat 7.8 Konstruáljunk likelihood hányados próbát a fenti hipotézisvizsgálatra.

A próbastatisztika

t =
X � �0
sn

�
p
n� 1

n� 1 szabadságfokú t-eloszlású lesz, ha H0 igaz, és a kritikus tartomány

K� = f(x1; x2; : : : ; xn) j jtj � c�g

lesz.

Feladat 7.9 Indokoljuk, hogy t valóban n� 1 szabadságfokú t-eloszlású, ha H0 igaz.

Egyoldali esetben

H 0
1 : EX > �0

és ennek megfelel½oen

K� = f(X1; : : : ; Xn) j t � c�g

Feladat 7.10 Bizonyítandó, hogy nagy minta esetén a próbastatisztika aszimptotikusan
normális

ha a minta nem feltétlenül normális, de véges másodok momentumú eloszlásból származik.

7.5 Kétmintás t-próba.

Tekinsük az X1; : : : ; Xn minta p# (x1 : : : ; xn) s½ur½uségét, csak emlékeztet½oül jegyezzük

meg, hogy diszkrét esetben p# (x1 : : : ; xn) eloszlást jelöl mig abszolut folytonos esteben

s½ur½uségfüggvényt. A likelihood hányados elv szerint a

H0 : # 2 �0

H1 : # =2 �0

hipotézis eldöntésére az alábbi kritikus tartományon alapuló próbát a legcélszerübb alkal-

mazni

K� =

(
p#̂0 (x1 : : : ; xn)

p#̂ (x1 : : : ; xn)
< const

)
(7.16)
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7. Fejezet Paraméteres próbák

ahol a #̂0 = #̂0 (x1 : : : ; xn) és a #̂ = #̂ (x1 : : : ; xn) jelentik azt a paraméter értéket amelynél

a p# (x1 : : : ; xn) s½ur½uség az egyik esetben �0 felett a másik estben � felett maximális.

Kétmintás t�próba

Az X és Y normális eloszlású valószín½uségi változókról az a feltételezésünk, hogy a

várhatóértékük megegyezik azaz statisztikai szempontból a várhatóértékük között nincs

szigni�káns különbség. Az X re vonatkozó X1; : : : ; Xn minta és az Y -ra vonatkozó

Y1 : : : Ym minta alapján anélkül, hogy meghatároznánk a feltételezett közös értéket fogjuk

eldönteni hipotézisünk igazságát. Azt az esetet vizsgáljuk, amikor el½ozetes vizsgálatainkra

támaszkodva feltehetjük, hogy a szórások megegyeznek: D2X = D2Y:

H0 : EX = EY; D2X = D2Y:

H1 : EX 6= EY; D2X = D2Y:

A # paraméter jelen esetben # =
�
�X ; �Y ; �

2
�
ahol �X = EX; �Y = EY tetsz½oleges valós

értékek �2 pedig pozitiv. �0 =
�
# =

�
�X ; �Y ; �

2
�
j �X = �Y

	
: Jelölje � a H0 melletti

közös várható értéket. #̂0 meghatározásához induljunk ki a közös s½ur½uségfüggvényb½ol:

ln p# (x1 : : : ; xn; y1; : : : ym) = (n+m)

�
� ln

p
2� � 1

2
ln�2

�
� 1

2�2

 
nX
k=1

(xk � �)2 +
mX
k=1

(yk � �)2
!
:

Egyszerü számolással adódik, hogy #̂0 =
�
�̂; �̂20

�
ahol

�̂ =
n �X +m �Y

n+m
;

�̂20 =
1

n+m

 
nX
k=1

(xk � �̂)2 +
mX
k=1

(yk � �̂)2
!

=
ns2X +ms

2
Y

n+m
+

nm

(n+m)2
�
�X � �Y

�2
:

Hasonlóan az el½oz½ohöz a

ln p# (x1 : : : ; xn; y1; : : : ym) = (n+m)

�
� ln

p
2� � 1

2
ln�2

�
� 1

2�2

 
nX
k=1

(xk � �X)2 +
mX
k=1

(yk � �Y )2
!
;

s½ur½uségfüggvényre alapozva kapjuk a #̂ =
�
�̂X ; �̂Y ; �̂

2
�
-t azaz

�̂X = �X; �̂Y = �Y ;

�̂2 =
ns2X +ms

2
Y

n+m
:
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7.5 Kétmintás t-próba.

Igy aztán a kritikus tartomány(
p#̂0 (x1 : : : ; xn; y1; : : : ym)

p#̂ (x1 : : : ; xn; y1; : : : ym)
< const

)
�=
(

nm

n+m

�
�X � �Y

�2
ns2X +ms

2
Y

> const

)
Tekintettel arra, hogy a

tn+m�2 =

r
nm (n+m� 2)

n+m

�X � �Yq
ns2X +ms

2
Y

statisztika H0 hipotézis mellett n + m � 2 szabadságfoku t�eloszlást követ ezért az �

terjedelmü kritikus tartomány egyértelm½uvé válik az alternativ hipotézisnak megfel½oen.

Ha

H1: EX < EY; D2X = D2Y: akkor XK = f�tn+m�2 > c�g egyoldali, ha pedig

H1: EX 6= EY; D2X = D2Y: akkor XK = fjtn+m�2j > c�g kétoldali kritikus tar-

tományt kapjuk.

Indoklás: Ha a H0 hipotézis igaz akkor
� �X � �Y normális eloszlásu 0 várható értékkel és n+mnm �2 szórásnégyzettel

� ns2X és ms
2
Y függetlenek ezért

�
ns2X +ms

2
Y

�
=�2 n+m� 2 szabadságfoku �2 eloszlásu

változó

� mivel �X; ns2X és ms2Y függetlenek valamint �Y , ns
2
X és ms2Y is függetlenek igy �X � �Y

független ns2X +ms
2
Y -t½ol.

Házi feladat

Feladat 7.11 Mosogatószer adagolás során két gépet használnak. A müanyag �akkonok-
ban az alábbi mennyiségeket mérték.
1. gép: 30,876 30,87 30,776 30,744 30,863 30,606 30,772 30,857 30,656 30,896 30,747 31,02
2. gép: 30,832 30,886 30,73 30,534 30,529 30,611 30,725 30,337 30,61 30,655

1. Azonos-e a két gép által töltött mennyiségek várható értéke?

2. Adjunk meg 90 ill.95 %-s kon�dencia intervallumokat a várható értékek különbségére.

3. Az SPSS az alábbi táblázatokat adta
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7. Fejezet Paraméteres próbák

Feladat 7.12 15 feln½ott, 35-50 év közötti, vett részt az alábbi kisérletben. A teljes
vér-koleszterin szint mérése után három hónapig aerobik gyakorlaton vettek részt, majd
ismét megmérték a koleszterin szintjüket. Az adatok az alábbi táblázatban találhatók.
Alátámasztja-e ez a kisérlet azt a feltételezést, hogy a rendszeres testmozgás csökkenti a
a koleszterin szintet?
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8. Fejezet Chi-négyzet-próba

8. Fejezet
Chi-négyzet-próba

8.1 Chi-négyzet próba

Legyen X diszkrét eloszlású valószín½uségi változó p1; p2; : : : ; pk valószín½uségekkel. Ha

X nem lenne diszkrét valószín½uségi változó, akkor diszkretizálhatjuk. A diszkretizálás

ebben az esetben egy teljes eseményrendszer konstruálását jelenti, ami megfelel a diszkrét

valószín½uségi változóhoz tartozó teljes eseményrendszernek. Például. a következ½oképpen

járhatunk el: válasszunk a számegyenesen a �1 = z0 � z1 � z2 � : : : � zk = 1 pon-

tokat és legyen pj = F (zj)�F (zj�1) ; j = 1; 2; : : : ; k, ahol F az X valószín½uségi Változó

eloszlásfuggvénye, továbbá Aj =.fX 2 [zj�1; zj)g :

Vizsgáljuk a

H0 : pi = p0i

 
kX
i=1

p0i = 1

!

H1 : pi 6= p0i

 
kX
i=1

pi = 1

!
hipotéziseket. Jelöljük Aj-vel azt az eseményt, hogy X felveszi a j-edik értékét (diszkrét

esetben), azaz P (Aj) = pj . Az X1; X2; : : : ; Xn mintavétel során jelölje ni az Ai esemény

bekövetkezéseinek a számát,
Pk
i=1 ni = n. Ekkor a H0 hipotézis eldöntésére a következ½o

próbastatisztikát használjuk

�2 =
kX
i=1

(ni � p0in)2

p0in
:

Az ezen nyugvó próbát pedig Pearson-féle �2-próbának nevezzük. A próba lényege,

hogy összeveti a meg�gyelések során bekövetkezett ni értéket az elméletileg várható p0in

értékkel.

Tétel 22 Ha a H0 hipotézis igaz, akkor

�2
D! �2k�1; ha n!1;

azaz a �2 statisztika aszimptotikusan k � 1 szabadságfokú �2-eloszlást követ.

Bizonyítás.

Tekintettel arra, hogy a H0 hipotézis egyszer½u hipotézis és a paraméterek száma k� 1,

hiszen
Pk
i=1 p0i = 1; ezért a likelihood hányados �2 logaritmusa, azaz �2 log � aszimp-

87



8.2 Becsléses illeszkedés vizsgálat.

totikusan �2 eloszlású k � 1 szabadság fokkal. Megmutatjuk, hogy a �2- próbastatisztika

aszimptotikusan ekvivalens a �2 log �-val.

El½oször meghatározzuk a � nevez½ojét. A p1; p2; : : : ; pk
�Pk

i=1 pi = 1
�
maximum like-

lihood becsléséhez tekintjük a loglikelihood függvényt

logP (n1; n2; : : : ; nk) =

k�1X
j=1

nj log pj + nk log

0@1� k�1X
j=1

pj

1A+ log n!� log kY
j=1

nj !:

A loglikelihood egyenletrendszer tehát

@

@pi
logP (n1; n2; : : : ; nk) =

ni
pi
� nk

1�
Pk�1
j=1 pj

= 0;

lesz, aminek megoldásaként a bpi = ni
n relatív gyakoriságok adódnak. Ezek után

�2 log � = �2
kX
j=1

nj log

�
p0j

n

nj

�
= 2

kX
j=1

nj log (1 + �j)

ahol �j =
nj�np0j
np0j

: Könny½u észrevenni, hogy ha H0 igaz akkor �j
S! 0 illetve

p
n�j =

1
n

Pn
s=1 �js � p0jr
p0j (1� p0j)

n

�
s
1� p0j
p0j

D! N
�
0;
1� p0j
p0j

�
:

�2 log � = 2

kX
j=1

[(nj � np0j) + np0j ]
�
�j �

1

2
�2j +O

�
�3j
��

= 2

kX
j=1

�
�2jnp0j + 0�

1

2
np0j�

2
j �

1

2
�3jnp0j +O

�
�3j
�
nj

�

=

kX
j=1

np0j�
2
j + (const:v:v:)n

�1=2; ha n nagy és H0 igaz,

ahol a O (�) (nagy ordó) jelentése, hogy O (�) =� korlátos ha �! 0:

Tehát �2 log � és �2 sztochasztikusan aszimptotikusan ekvivalens. Ha a H0 hipotézis

nem igaz, akkor a �2 log � aszimptotikusan nemcentrális �2- eloszlású ezért a próba

konzisztens.

8.2 Becsléses illeszkedés vizsgálat.

Az el½oz½o probléma szinonímájaként tekintsük az A1; A2; : : : ; Ak teljes eseményrendszert

a meg�gyelés alapjaként. Tegyük fel, hogy P (Aj) = pj (#), ahol # 2 Rd; természetesen
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8. Fejezet Chi-négyzet-próba

d � k. Vizsgáljuk a

H0 : pj = pj (#) ;

0@# ismeretlen, kX
j=1

pj (#) = 1

1A
H1 : pj 6= pj (#) ;

hipotéziseket. H0 fennállása esetén valójában paramétercsökkentés történik úgy, hogy

azokat nem ismerjük. A �2- elv szerint a n1; n2; : : : ; nk mintából,
Pk
j=1 nj = n, elkészítjük

a

�2 =
kX
j=1

�
nj � npj

�b#��2
npj

�b#�
statisztikát, ahol b# a # paraméter H0 melletti maximum likelihood becslése. A �2- sta-

tisztika most is �2 log � aszimptotikus eloszlásához közelít ha H0 igaz és n ! 1, ami

paramétercsökkent½o hipotézis esetén �2- eloszlású k � d� 1 szabadságfokkal.

8.3 Homogenitás vizsgálat �2- próbával.

Tekintsük ismét az A1; : : : ; Ak teljes eseményrendszert. Tegyük fel, hogy két független

mintát vettünk amelyek eredményét az alábbi táblázatba foglaljuk

Minta A1 A2 : : : Ak össz.

M1 n11 n12 : : : n1k n1�

M2 n21 n22 : : : n2k n2�

össz. n�1 n�2 : : : n�k n��

Ahol az indexben lév½o pont a megfelel½o összegzést jelenti pl. n2� =
Pk
j=1 n2j :

Az a feltevésünk, hogy a két minta azonos eloszlásból származik

H0 : p1j = p2j ; j = 1; 2; : : : ; k;

kX
j=1

p1j = 1

H1 : p1j 6= p2j ;
kX
j=1

p1j =

kX
j=1

p2j = 1

Tehát a H0 hipotézis szerint a paraméterek száma k � 1, míg az alternatíva 2k � 2

paraméterrel számol. Ha H0 igaz akkor a közös paraméterek maximum likelihood becs-

lése bpj = n�j
n��

egyébként pedig bpij = nij
ni:
: A megfelel½o �2- statisztika

�2 =

2X
i=1

kX
j=1

�
nij � ni�:n�j

n��

�2
ni�n�j
n��

89



8.4 Függetlenség vizsgálat

ami �2- eloszlású k � 1 szabadság fokkal, ha H0 igaz. Ha m mintát veszünk akkor a

homogenitásuk ellen½orzésekor az i index 1-t½olm-ig terjed és a szabadságfok (k � 1) (m� 1)

lesz.

Feladat 8.1 Bizonyítandó, haH0 igaz akkor a P (Mi �Aj) = pij valószín½uség maximum
likelihood becslése bpij = ni�:n�j

(n��)
2 lesz.

8.4 Függetlenség vizsgálat

Az X és Y valószín½uségi változóknak feleltessük meg az A1; : : : ; Ak ill a B1; B2; : : : ; A`

teljes eseményrendszereket. A mintavételezés során jelölje nij az Ai és a Bj események

együttes bekövetkezését. Feltételezésünk, hogy a két valószín½uségi változó független azaz

H0 : P (AiBj) = P (Ai)P (Bj) i = 1; 2; : : : ; k; j = 1; 2; : : : ; `:

H1 : P (AiBj) 6= P (Ai)P (Bj) valamilyen i; j-re.

H0 szerint a paraméterek száma k + `� 2; H1 mellett pedig k`� 1:

Ameg�gyeléseinket u.n. kontingencia táblázatban (Crosstabulation) foglaljuk össze.

Esem. A1 A2 : : : Ak össz.

B1 n11 n12 : : : n1k n1�

B2 n21 n22 : : : n2k n2�
...

...
...

...
...

B` n`1 n`2 : : : n`k n`�

össz. n�1 n�2 : : : n�k n��

Ennek megfelel½oen a �2- statisztika

�2 =
X̀
i=1

kX
j=1

�
nij � ni�:n�j

n��

�2
ni�n�j
n��

hiszen ha a H0 igaz akkor a P (AiBj) = P (Ai)P (Bj) maximum likelihood becslése ni�:n��

:n�j
n��

lesz. A �2- eloszlás szabadság foka pedig a paramétercsökkenés miatt ` �k�1�k�`+2 =

(`� 1) (k � 1) :

Feladat 8.2 Bizonyítandó, ha H0 igaz akkor a P (AiBj) = pij valószín½uség maximum

likelihood becslése bpij = ni�:n�j

(n��)
2 lesz.

Megjegyezzük, hogy a homogenitás is hasonlóan vizsgálható.
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9. Fejezet Rendezett mintás próbák

9. Fejezet
Rendezett mintás próbák

9.1 Wilcoxon- és Mann�Whitney próba

Tegyük fel, hogy azX valószín½uségi változó eloszlása F az Y valószín½uségi változó eloszlása

pedig G. Az X1; X2; : : : ; Xn és az Y1; Y2; : : : ; Ym független minták segítségével szeretnénk

eldönteni a

H0 : F � G

H1 : F 6= G

hipotéziseket. Az (X1; X2; : : : ; Xn) és az (Y1; Y2; : : : ; Ym) mintákat egyesítjük és az így

kapott Z1; Z2; : : : ; Zn+m mintát (ha H0 igaz akkor ez valóban minta!) rendezzük, az

eredmény Z(1); Z(2); : : : ; Z(n+m) lesz. Az Xk mintaelem sorszámát a Z rendezett mintában

az Xk rangjának fogjuk nevezni és ((k))-val jelöljük. Legyen a T statisztika az X-minta

rangjainak az összege, és hívjuk T -t a továbbiakbanWilcoxon statisztikának.

De�niáljuk most a U Mann�Whitney-statisztikát a következ½oképpen

U =

n;mX
k;`=1

Uk;`

ahol

Uk;` =

(
1 ha Xk < Y`

0 egyébként.
Tahát a U statisztika jelenti azonX-beli mintaelemek számát amelyek megel½oznek valamely

Y -beli elemet multiplicitást is beleértve.

Lemma 23 Rögzített n és m esetén a U és T statisztikák összege állandó azaz

U + T = nm+
n (n+ 1)

2

Bizonyítás. Ha (k)-val jelöljük Xk helyét a X-rendezett mintában akkor a Z(((k))) =

X(k) megel½oz m� [((k))� (k)] db Y -t és így

U + T =
nX
k=1

(m� ((k)) + (k) + ((k))) = nm+ n (n+ 1)
2

:

A lemma azt mutatja, hogy a két, a T és az U statisztikákon nyugvó, próba ekvivalens.

Vizsgáljuk a Mann-Whitney próbát. Ha aH0 igaz akkor a két mintának jól kell keverednie,
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9.2 Wald-Wolfowitz futam próba

ha pedig nem akkor a két minta szétválik a rendezett mintában azaz U legkisebb értéke

0 ill. legnagyobb értéke amikor minden X-beli elem megel½oz minden Y -beli elemet akkor

nm. Az egyoldalú alternatív

H 0
1 : F > G

hipotézisnek megfelel½oen válasszuk az 1� �-szint½u

K� = fU � c�g

kritikus tartományt. A c� konstans meghatározható mivel a Pn;m (U = k) valószín½uségeket

Mann és Whitney táblázatba foglalta, ugyanis

Pn;m (U = k) = Pn;m
�
U = k j Z(n+m) = X(n)

�
� P
�
Z(n+m) = X(n)

�
+Pn;m

�
U = k j Z(n+m) = Y(m)

�
� P
�
Z(n+m) = Y(m)

�
=

n

n+m
Pn�1;m (U = k) +

m

n+m
Pn;m�1 (U = k � n)

diferencia egyenlet adódik a valószín½uségekre, ami megoldható ha �gyelembe vesszük az

alábbi peremfeltételeket.

P0i (U = k) = Pi0 (U = k) =

(
1 ha k = 0

0 ha k 6= 0

Feladat 9.1 Igazolandó, hogy ha a H0 igaz akkor

� EU =
nm

2
;

� D2U =
nm (n+m+ 1)

12
:

Bizonyítható továbbá, hogy

U � nm
2r

nm (n+m+ 1)

12

D! N (0; 1)

és akár az F > G akár F < G alternatívák mellett aszimptotikusan konzisztens próbát

kapunk.

9.2 Wald-Wolfowitz futam próba

Az X és Y valószín½uségi változó eloszlásfüggvényei legyenek ismét F ill. G. A

H0 : F � G

H1 : F 6= G
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9. Fejezet Rendezett mintás próbák

hipotézis vizsgálatához tekintsük a független (X1; X2; : : : ; Xn) és az (Y1; Y2; : : : ; Ym)mintákat:

Egyesítjük a két meg�gyelés sorozatot a Z1; : : : ; Zn+m mintába és ezt sorbarendezzük:

Z(1); Z(2); : : : ; Z(n+m): Az így kapott rendezett mintának megfeleltetünk egy 0; 1 soroza-

tot úgy, hogy az X-ek helyére 0-át az Y -okéra pedig 1-et írunk. Az U statisztika legyen

de�níció szerint az azonos elem½u részsorozatok száma. Az azonos elem½u részsorozatokat

futásoknak nevezzük. Pl. a 0010001110100010 sorozatban a ,0�részsorozatok száma 5 az

,1�-é pedig 4 tehát U = 9:

Ha aH0 igaz akkor a keveredés jó tehát U a maximális értéke körül van ami 2min (n;m)+

1 ha n 6= m és 2n ha n = m. Ha pedig a H1 : F 6= G és nagy a különbség pl.

P (X < Y ) = 1 akkor U minimális azaz 2. Igy a kritikus tartomány

K� = fU � c�g

a c� meghatározásához szükség van U eloszlására a H0 mellett. Mivel a Z(1); : : : ; Z(n+m)

mintában minden sorrend egyformán valószín½u ezért az összes elrendezések száma
�
n+m
n

�
:

Ha U = 2k akkor k db X-sorozat és k db Y -sorozat szerepel. n elemet k csoportba

osztunk, ez equivalens azzal, hogy az n elem közzé elhelyezünk k � 1 db pálcikát tehát

n� 1 hely közül kiválasztunk k � 1-et
�
n�1
k�1
�
féleképpen, hasonlóan

�
m�1
k�1
�
adódik a másik

sorozatra. Tehát, mivel a sorozat kezd½odhet 0-val vagy1-el ezért

P (U = 2k) =
2
�
n�1
k�1
��
m�1
k�1
��

n+m
n

�
P (U = 2k + 1) =

�
n�1
k�1
��
m�1
k

�
+
�
n�1
k

��
m�1
k�1
��

n+m
n

� : (9.17)

Ezzel c� meghatározható.

Feladat 9.2 Igazoljuk (9.17)-t.

Normális eloszlás esetén a fenti H0 : F � G eldöntésére a t-próba használatos.

9.3 Spearman-féle rangkorreláció.

Tegyük fel, hogy az (X;Y ) kétdimenziós valószín½uségi változót �gyeljük meg, így a mintánk

az (X1; Y1) ; : : : ; (Xn; Yn) párokból áll. A nullhipotézisünk szerint X és Y függetlenek azaz

H0 : FXY (x; y) = FX (x)FY (y) ;

H1 : FXY (x; y) 6= FX (x)FY (y) :
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9.4 Kolmogorov�Szmirnov-próbák

Jelöljük rX (i)-vel azXi rangját a rendezettX-mintában, hasonlóan ry (i)-vel az Yi rangját

a rendezett Y -mintában. Az így kapott rX (i) i = 1; 2; : : : ; n és ry (i) i = 1; 2; : : : ; n

statisztikának megfelel½o R tapasztalati korrelációt fogjuk a Spearman féle rangkorrelációs

együtthatónak nevezni, tehát

R =
1
n

Pn
i=1 rX (i) ry (i)� rXry

srX � sry
Tekintettel arra, hogy a mintaközép és a tapasztalati szórásnégyzet könnyen számítható,

hisz 1-t½ol n-ig terjed½o természetes egészek ill. négyzetük összegéb½ol állnak

rX = ry =
1

n

n (n+ 1)

2
=
n+ 1

2
;

s2rX = s2ry = r
2
X � (rX)

2 =
1

n

n (n+ 1) (2n+ 1)

6
� (n+ 1)

2

4
=
1

12

�
n2 � 1

�
:

Ezért

R =
1
n

Pn
i=1 ir

�
X (i)�

�
n+1
2

�2
n2�1
12

ahol r�X (i) jelenti az Y(i) minta X-párjának a rangját természetesen az X-mintán belül.

Spearman tovább egyszer½usítette R-t

R = 1� 6

n (n2 � 1)

nX
i=1

(r�X (i)� i)
2 :

A H0 fennállása esetén könnyen számolhatók az R momentumai, például mivel r�X (i)

minden értéke egyformán valószín½u

Eir�X (i) = iErX (i) = i
1

n

n (n+ 1)

2
:

A momentumokból pedig közelíthet½o R eloszlása, ahonnan származtatható a K� kri-

tikus tartomány K� = fjRj > c�g :

Feladat 9.3 Igazoljuk, hogy H0 fennállása esetén

ER = 0; D2R =
1

n� 1 ; ER4 =
3

n2 � 1

�
1 +

12 (n� 1) (n� 3)
25n (n� 1)2

�
:

9.4 Kolmogorov�Szmirnov-próbák

AzX valószín½uségi változó eloszlásfüggvényét jelöljük F (x)-el. AzX-re vonatkozóX1; X2;

: : : ; Xn mintából becsüljük az

Fn (x) =
1

n

X
XXi<x
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9. Fejezet Rendezett mintás próbák

tapasztalati eloszlásfüggvényt. Mivel tudjuk, hogy az Fn (x) egyenletesen jól közelíti az

�igazi�eloszlásfüggvényt ezért ésszer½unek látszik a

H0 : F (x) = F0 (x)

hipotézis eldöntésére használni a

Dn = sup
x
jFn (x)� F0 (x)j

statisztikát.

Példa 9.1 Normalitás vizsgálat.

Kétmintás esetben pedig amikor az X valószín½uségi változó eloszlásfüggvénye FX (x) az

Y valószín½uségi változóé pedig FY (x), a megfelel½o tapasztalati eloszlásfüggvényeket jelölje

Fn;X (x) ill. Fm;Y (x) : Az X1; : : : ; Xn és az Y1; : : : ; Ym minták segítségével szeretnénk

eldönteni a két minta homogenitására vonatkozó

H0 : FX (x) = FY (x)

hipotézist, akkor célszer½unek látszik a

Dn;m = sup
x
jFn;X (x)� Fm;Y (x)j

statisztika vizsgálata. A kritikus tartomány meghatározásához mindkét esetben szükség

van a H0 hipotézis fennállása esetén a próbastatisztika eloszlására. Ehhez nyújt segítséget

a következ½o észrevétel.

Lemma 24 Ha az eloszlásfüggvények folytonosak, akkor a D statisztikák eloszlása nem
függ a F eloszlásoktól.

Bizonyítás. Az X1; : : : ; Xn mintának megfelel egy Zk = F (Xk) egyenletes eloszlású

minta. Továbbá ha z = F (x) akkor

Fn;X (x) =
1

n

X
XXi<x =

1

n

X
XF (Xi)<F (x)

=
1

n

X
XZi<z = Fn;Z (z)

egyenl½oség 1 valószín½uséggel teljesül, hiszen ha F (x) konstans lenne egy intervallumon

akkor ennek az intervallumnak a valószín½usége 0 ezért kizárható az X értékkészletéb½ol,

más szóval különböz½o Xk -khoz különböz½o Zk -k tartoznak, azaz

P (Fn;X (x) = Fn;Z (z) ; minden x -re, ahol z = F (x)) = 1:
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9.4 Kolmogorov�Szmirnov-próbák

Tehát

P (Fn;X (x)� F (x) = Fn;Z (z)� z; minden x -re ha z = F (x)) = 1

következésképpen

Dn = sup
x
jFn;X (x)� F (x)j = sup

z2[0;1]
jFn;Z (z)� zj :

Mindig feltehet½o tehát, hogy a minta egyenletes eloszlásból származik.

Megjegyzés 9.1 Megjegyezzük, hogy a H0 mellett FX (x) � FY (x)

Fn;X (x)� Fm;Y (x) = (Fn;X (x)� FX (x))� (Fm;Y (x)� FX (x))
tehát kétmintás esetben H0 azt implikálja, hogy két független egyenletes eloszlásból szár-
mazó mintából kell a Dn;m statisztika eloszlására következtetnünk.

Feltesszük tehát a továbbiakban, hogy a minta [0; 1]-en egyenletes eloszlásból szár-

mazik. Bevezetjük az

Un (x) =
p
n (Fn (x)� x)

valószín½uségi változókat melyek minden rögzített x esetén aszimptotikusan normálisak 0

várható értékkel és x (1� x) szórással. Könny½u bebizonyítani, hogy az nFn (x)�nFn (x0) ;

ahol x > x0; növekmény binomiális eloszlású p = x� x0 és n paraméterekkel ezért

cov
�
nFn (x) ; nFn

�
x0
��
= nx0

�
x� x0

�
; 0 � x0 < x � 1:

Ebb½ol következik, hogy

cov
�
Un (x) ; Un

�
x0
��
= x0 (1� x) :

Megkonstruálható ezek után egy U (x) szeparábilis folytonos Gauss folyamat a fenti ko-

variancia függvénnyel és a 0 várható értékkel.

A Dn próbastatisztika természetesen kétoldali alternatívának felel meg. Az egyoldali

alternatíváknak megfelel½oen a próbastatisztikák

D+n = sup (Fn (x)� F (x)) ill. D�n = � inf (Fn (x)� F (x))

lesznek. Az el½oz½o érvelés szerint a
p
nDn;

p
nD+n ; és

p
nD�n próbastatisztikák aszimp-

totikus eloszlása megegyezik az U (x) sztochasztikus folyamat

D = sup
x2[0;1]

jU (x)j ; D+ = sup
x2[0;1]

U (x) ; és D� = � inf U (x)

funkcionáljainak eloszlásával, továbbá igaz a következ½o
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9. Fejezet Rendezett mintás próbák

Tétel 25 Doob�Donsker-tétel. Ar
nm

n+m
Dm;n;

r
nm

n+m
D+m;n és a

r
nm

n+m
D�m;n

próbastatisztikák aszimptotikus eloszlása a H0 hipotézis fennállása esetén megegyezik a
D; D+ és a D� valószín½uségi változók eloszlásával.

Bizonyítás. Jelölje az UX (x) és UY (x) az UXn (x) ill. az UY m (x) sztochasztikus

folyamatok határfolyamatait. Az

Fn;X (x)� Fm;Y (x) =
UX;n (x)p

n
� UY;m (x)p

m
;

egyenl½oségb½ol következik, hogyr
nm

n+m
Dm;n =

r
n

m+ n
sup

����rmn UX;n (x)� UY;m (x)
���� :

A két minta függetlensége miatt

cov
�
Fn;X

�
x0
�
� FY n

�
x0
�
; Fn;X (x)� Fm;Y (x)

�
=

�
1

n
+
1

m

�
x0 (1� x) ; 0 � x0 < x � 1

ezért a
q

nm
n+mFn;X (x)�Fm;Y (x) határfolyamatának a kovariancia függvénye megegyezik

az Un (x) határfolyamatáéval. Ugyanakkor a
p
&UX (x)� UY (x)p

1 + &

folyamat ismét Gauss folyamat tehát sztochasztikusan megegyezik az U (x)Gauss folyamattal.

A következ½o tétel bizonyítása meghaladja az el½oadássorozat kereteit.

Tétel 26 Kolmogorov tétel. A
p
nDn valószín½uségi változó határeloszlása

K (x) = 1� 2
1X
k=1

(�1)k+1 e�2k2x2

eloszlásfüggvénny½u eloszlás.

Tétel 27 Szmirnov tétel. Ha m;n ! 1 esetén m=n ! � ahol � tetsz½oleges pozitív
szám akkor r

nm

n+m
Dm;n

D! &; ha n!1;

ahol & a fenti K (x) eloszlásfüggvénnyel rendelkezik.
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10. Fejezet Szekvenciális módszerek

10. Fejezet
Szekvenciális módszerek

10.1 Wald-féle szekvenciális eljárás egyszer½u hipotézis eldöntésére

Azokban az esetekben amikor a mintavétel során a mintába került egyedek min½osége

megváltozik, pl. töltények berobbanása vagy konyakos meggy konyak tartalmának vizs-

gálata, nagyon fontos, hogy egy adott szint½u próba elvégzéséhez minimális elemszámú

mintát használjunk.

Tegyük fel, hogy a

H0 : # = #0

H1 : # = #1 6= #0

egyszer½u hipotéziseket kívánjuk összehasonlítani.

A Neymann�Pearson-lemma szerint az egyenletesen leger½osebb próba kritikus tar-

tománya a

K =
�
p#1 (x1; x2; : : : ; xn)

p#0 (x1; x2; : : : ; xn)
> c

�
halmaz. Ennek megfelel½oen az RnnK a próba elfogadási tartománya, és ha a mintanagyság

elég nagy akkor nagy biztonsággal tudunk dönteni a két hipotézis között.

Ha a likelihood hányadost a mintavételezés során lépésr½ol lépésre kiszámítjuk, akkor az

természetesen véletlen ingadozást fog mutatni miközben aH0-t hol elvetjük hol elfogadjuk.

Viszont azt várjuk, hogy a mintanagyság növekedésével a döntésünk stabilizálódik. A

stabilizálódást formalizálhatjuk azzal, hogy a likelihood hányados logaritmusa egy határt

túllép, azaz a

Ln = log
p#1 (X1; : : : ; Xn)

p#0 (X1; : : : ; Xn)
=

nX
i=1

log
p#1 (Xi)

p#0 (Xi)
=

nX
i=1

l (Xi)

valószín½uségi változó kisebb mint �b illetve nagyobb mint a, ahol a és b pozitív konstansok,

itt l (X) = log p#1 (X)p#0 (X)
. A mintateret tehát három tartományra bontjuk

fLn � ag kritikus tartomány

fLn � �bg elfogadási tartomány

és fLn 2 (�b; a)g folytatási tartomány.
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Megjegyzés 10.1 A (�b; a) intervallumnak az ad jogosultságot, hogy

E#0Ln < log E#0
p#1 (X1; : : : ; Xn)

p#0 (X1; : : : ; Xn)
= 0;

illetve

E#1Ln = �E#1 log
p#0 (X1; : : : ; Xn)

p#1 (X1; : : : ; Xn)
> 0:

Mivel a l (Xi) valószín½uségi változók függetlenek ezért a nagyszámok törvénye szerint az
összegük (Ln) tetsz½oleges 0 körüli intervallumot elhagy a várható érték el½ojelének megfel½o
irányba.

Tehát, ha Ln 2 (�b; a) akkor a mintavételezést folytatni kell és mihelyt Ln kilép a

(�b; a) intervallumból a mintavételezésnek vége és döntést hozunk. Jelölje ezt a véletlen

mintanagyságot N . A N = 1; 2; : : : értékeket felvev½o valószín½uségi változót, azt a pil-

lanatot amikor el½oször hagyja el Ln a (�b; a) intervallumot ezért megállítási id½onek ill.

Markov pillanatnak is szokás nevezni. Nagyon fontos, hogy a mintavételezés véges sok

meg�gyelés után befejez½odjön, ezt biztosítja a következ½o állítás.

Lemma 28 Ha P# (l (X) = 0) < 1, ahol l (X) = log
p#1 (X)
p#0 (X)

, akkor van olyan n0; � 2
(0; 1) és c 2 (0;1), hogy

P# (N > n) � c�n
minden n � n0 esetén.

Bizonyítás: Ha P# (l (X) = 0) < 1 akkor van olyan " > 0 és p > 0, hogy

P# (jl (X)j > ") > p: Ha D2l (X) = 0 akkor az állítás triviális, hisz P# (N = n1) = 1 ill.

P# (N > n � n1 + 1) = 0: Legyen D2l (X) = �2 > 0. Most az Lr�r�p
r�

aszimptotikusan

normális, ahol � = E#l (X), jelüljük a határéertékét ��val, � 2 N (0; 1), tehát

P# (jLrj > c) � P#
���pr�� + r��� > c�� ":

Másrészt

P#
���pr�� + r��� > c� = P#����� +pr��� > cp

r

�
�! 1

ha r !1, minden c 2 (0;1) esetén. Ha tehát r elég nagy akkor

P# (N > mr) � P#
�
jLrj � q; jL2r � Lrj � q; : : : ;

��Lmr � L(m�1)r�� � q�
ahol q = 2max (a; b) : Legyen p2 = P# (jLrj > q) ami pozitív, így

P# (N > mr) < (1� p2)m�1 :

Legyen � = (1� p2)1=r és n = mr. Tehát ha n elég nagy, n0 � n, akkor

P# (N > n) < c�n; c = ��r = (1� p2)�1 :
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10. Fejezet Szekvenciális módszerek

Q.e.d.

Feladat 10.1 Ha P# (l (X) = 0) < 1; akkor

� P# (N <1) = 1;
� E#e

tN <1 valamely t > 0-ra

� és E#Nk <1 k = 0; 1; 2; : : :

Lemma 29 (Wald-azonosság) Ha E# jl (X)j <1 akkor E#LN = E#NE#l (X) :

Lemma 30 Ha

1. E#l (X) 6= 0
2. P# (l (X) > 0) > 0; P# (l (X) < 0) > 0

3. M# (t) = E#e
tl(X) <1 minden t esetén

akkor létezik t0 6= 0, hogy M# (t0) = 1 és sign(t0) = �sign(�) ; ahol � = E#l (X) :

Bizonyítás: Legyen

p1 = P# (l (X) > ") > 0; p2 = P# (l (X) < �") > 0:

Ekkor

M# (t) > e
�t"p2 !1 t! �1

továbbá M# (0) = 1 és
d

dt
M# (t) = E#

�
l (X) etl(X)

�
és (ii) miatt

d2

dt2
M# (t) = E#

�
l (X)2 etl(X)

�
> 0:

Tehát M# (t) konvex függvény és tart 1-hez ha jtj ! 1 és M 0 (0) = E#z 6= 0 (i) miatt

vagyis van olyan t0, hogyM# (t0) = 1 és egyértelm½u maximuma van t�-ban, ahol jt�j < jt0j

és M# (t
�) < 1: Ha � < 0 akkor M# (t) 0-ban szigorúan monoton fogy, ezért t0 > 0.

Bevezetjük a következ½o jelölést

K#
n (z) =

(
P# (L1 � z n = 1)

P# (�b < L1 < a; : : :� b < Ln�1 < a;Ln � z) n � 2

K#
n (z) eloszlások sorozata csökken½o. De�niáljuk a következ½o generátor föggvényt

G (t; u) =

1X
n=0

un
Z a

�b
etzK#

n (dz) ; 0 < juj < 1
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Könny½u észrevenni, hogy Z a

�b
etzK#

n (dz) �
Z a

�b
etzdP# (Ln � z) ;

ha most az el½oz½o lemma feltételei teljesülnek, akkor létezik t� pont úgy, hogy M# (t
�)

minimális, ezértZ a

�b
etzdP# (Ln � z) =

Z a

�b
e(t�t

�)z+t�zdP# (Ln � z) �
(

e(t�t
�)a (M# (t

�))n ha t � t�

e�b(t�t
�) (M# (t

�))n ha t � t�

ugyanis Z a

�b
et

�zdP# (Ln � z) �
Z 1

�1
et

�zdP# (Ln � z) = E#etLn :

Következésképpen jG (t; u)j <1 minden juj < 1 és �1 < t <1 esetén.

Tétel 31 (Wald fundamentális azonossága) Legyen N a (�b; a) intervallumhoz tar-
tozó szekvenciális mintavétel megállítási ideje. Tegyük fel, hogy az el½oz½o lemma (1)-(3)
feltételei teljesülnek. Akkor

E#

�
etLN (M# (t))

�N
�
= 1

minden olyan t-re amelyre M# (t) > 1.

Bizonyítás: Minden 0 < juj < 1 és �1 < t <1-re teljesül, hogy

E#e
tLNuN =

1X
n=1

un
Z a

�b
+

Z 1

�1
etzK#

n (dz)

=

1X
n=1

un
Z 1

�1
etzK#

n (dz)�
Z a

�b
etzK#

n (dz)

=
1X
n=1

un
Z 1

�1
etzK#

n (dz)� [G (t; u)� 1] :

Továbbá Ln = Ln�1 + z ahol z független Ln�1-t½ol. IgyZ 1

�1
etzK#

n (dz) =

Z a

�b

�Z 1

�1
et(z�x)dP# (z � z � x)

�
etxK#0

n�1 (dx)

= M# (t)

Z a

�b
etxK#

n�1 (dx) ;

innen
1X
n=1

un
Z 1

�1
etzK#

n (dz) = uM# (t)

1X
n=1

un
Z a

�b
etxK#

n (dx)

uM# (t)G (t; u)

Visszatérve az el½oz½o egyenl½oséghez kapjuk, hogy

E#
�
etLNuN

�
= 1 + [uM# (t)� 1]G (t; u) :
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10. Fejezet Szekvenciális módszerek

Vegyünk egy t értéket amelyre M# (t) > 1 teljesül, helyettesítsük be az u =M
�1
# (t)-et és

Wald fundamentális azonosságát kapjuk.

Wald fundamentális azonosságát fogjuk használni LN és N momentumainak összefüg-

géseihez.

Jelöljük most ' (#)-val a H0 hipoztézis elfogadásának valószín½uségét amikor # az igazi

paraméter, azaz ' (#) = P# (LN � �b) : A Wald fundamentális azonosság szerint ha

M# (t) > 1 akkor

1 = E#

�
eLN t (M# (t))

�N j LN � �b
�
' (#) +

E#

�
eLN t (M# (t))

�N j LN � a
�
(1� ' (#))

Legyen t0 6= 0 az a pont ahol M# (t0) = 1 és tételezzük fel, hogy � < 0; t0 > 0, a másik

eset teljesen analóg. Mivel a fenti egyenlet folytonos függvénye t-nek a [t0; t0 + �] kompakt

halmazon ezért t! t0 határátmenetnél

' (#)E#
�
et0LN j LN � �b

�
+ (1� ' (#))E#

�
et0LN j LN � a

�
= 1:

Mivel LN az az összeg amely éppen átlépi a határokat közelíthetjük �b illetve a-val ezért

E#
�
et0LN j LN � �b

�
s e�t0(#)b

és

E#
�
et0LN j LN � a

�
s et0(#)a

ezt visszahelyettesíthetjük az egyenletbe, így

' (#) s
et0(#)a � 1

et0(#)a � e�t0(#)b
:

Hasonlóan, ha az E#LN = E#NE#l (X) egyenl½oségb½ol indulunk ki, akkor

E# (N) s
1

�

"
a

1� e�t0(#)b

et0(#)a � e�t0(#)b
+ b

et0(#)a � 1
et0(#)a � e�t0(#)b

#

Példa 10.1 Legyen X1; X2; : : : független azonos N (#; 1) eloszlású valószín½uségi változó
és vizsgáljuk a H0 : # = �1 és H1 : # = 1 hipotéziseket. Könny½u megmutatni, hogy

M# (t) = e
2t2+2#t

és t0 (#) = �#:

A megállítási (�b; a) intervallumhoz tartozik egy els½o és másodfajú hiba

� = P#0 (LN � a)

� = P#1 (LN � �b)
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Ha adott els½o és másodfajú hibákhoz keressük a megállítási intervallumokat akkor a (�; �)

és b (�; �) függvényekhez jutunk. Jelöljük továbbá

A (�; �) = ea(�;�); B (�; �) = e�b(�;�)

így

0 < B (�; �) < 1 < A (�; �) <1:

A pontos határokat megtalálni nem egyszer½u, véletlenítésre vezet½o feladat, viszont érvényes

a Wald következ½o közelítése.

Tétel 32 Ha a szekvenciális likelihood hányados próba a (logB; logA) intervalummal
van megadva ahol 0 < B < 1 < A <1; akkor az els½o és másodfajú hibák teljesítik a

A � 1� �
�

; B � �

1� �
egyenl½otlenségeket. Az A0 = (1� �) =� és B0 = �= (1� �) választással a megfelel½o �0 és
�0 hibákra az alábbi egyenl½otlenség érvényes

�0 � �

1� � ; �0 � �

1� �
továbbá ha �+ � < 1 akkor �0 + �0 � �+ �:

A tételt nem bizonyítjuk csak megjegyezzük, hogy Wald a fenti B0 és A0 határokat

javasolja használni.
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11. Fejezet A legkisebb négyzetek módszere

11. Fejezet
A legkisebb négyzetek módszere

11.1 Lineáris modell és a legkisebb négyzetek módszere

Példa 11.1 Egy Albuquerque környéki, 1993 feb 15 tól ápr 30-ig tartó felmérés ered-
ményét, az eladott házak árait ábrázoltuk a helyi éves ingatlan adó függvényében.Számos

3. Ház árak és a helyi adó

kérdés vet½odik fel, pl. ha a helyi adóra egy bizonyos összeget akarunk forditani milyen áru
házat érdemes vennünk. Vegyük észre, hogy a �magasabb régióban�nagyobb a szórás, mi
ilyenkor a teend½o?

Tegyük fel, hogy egy kísérlet/felmérés y eredménye lineárisan függ az x1; x2; : : : ; xp�1

változóktól és az y meg�gyelése, mérése véletlen hibával terhelt, azaz

y = �0 +

p�1X
i=1

�ixi + ":
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A fenti modellben tehát x1; x2; : : : ; xp�1 ismert (akár beállítható) értékek, a

� =
�
�0; �1; : : : ; �p�1

�0
ismeretlen paraméterek, " pedig a meg�gyelés véletlen hibája. Ha

n meg�gyelést végzünk akkor a

Y = X� + ";

lineáris egyenletrendszerhez jutunk, amit a továbbiakban lineáris modellnek fogunk

nevezni. Az

X =

0BBBB@
1; x11; : : : : : : x1p�1
1; x21; : : : x2p�1
...

...
. . .

...
1; xn1; : : : xnp�1

1CCCCA ;
a kísérlet tervmátrixa ismert, s½ot gyakran beállítható, értékeket jelent. Az

" = ("1; "2; : : : ; "n)
0
pedig független azonos N

�
0; �2

�
-eloszlású valószín½uségi változók. A

� (p� dimenziós vektor) és a �2 ismeretlen paraméterek meghatározása a feladat. Fel-

hívjuk itt a �gyelmet arra, hogy ebben a fejezetben, a lineáris modellekre vonatkozó

szokásnak megfelel½oen a X determinisztikus matrixot jelöl, mig a véletlen oszlop vek-

tort Y = (Y1; Y2; : : : ; Yn)
0-el jelöljük. A Y = (Y1; Y2; : : : ; Yn)

0 valószín½uségi vektor változó

várható értéke

EY=X�;

szórásnégyzet matrixa pedig

Var (Y ) = E (Y�EY ) (Y�EY )0

= Var (") = �2In;

ahol In az n -dimenziós egységmatrix. Megjegyezzük, hogy a szórásnégyzet matrixot Var-

ral is és D2 -tel is szokás jelölni. Mivel a Y komponensei független normális eloszlású

valószín½uségi változók �0 +
Pp�1
i=1 �ixji várható értékkel és �

2 szórással ezért a likelihood

függvénye

f (Y1; Y2; : : : ; Yn) =

�
1

2��2

�n=2
exp

0@� 1

2�2

nX
j=1

"
Yj � �0 �

p�1X
i=1

�ixji

#21A
=

�
1

2��2

�n=2
exp

�
� 1

2�2


Y �X�

2� :

A � paraméter meghatározásához természetes azt az értéket választani amely mini-

malizálja az 

Y �X�

2
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normanégyzetet, ezt a módszert a legkisebb négyzetek módszerének nevezzük. A

legkisebb négyzetek módszere általában azt jelenti, hogy keressük az ismeretlen paraméter-

nek azt az értékét, amelynél a meg�gyelésnek és a kísérlet elméleti modelljéb½ol származó

eredményének a �távolsága�minimális.

Lemma 33 A fenti lineáris modell esetében a maximum likelihood módszer és a legkisebb
négyzetek módszere a � paraméter becslésére ugyanazt a becslést adja.

Feladat: Bizonyítsuk be az el½oz½o emmát.

Határozzuk meg azt a � vektort amelyre

min
�



Y �X�

2
felvétetik. Ez azt a � együtthatót jelenti, amelynél az X� nem más mint Y mer½oleges

vetülete az

X0 = (1; 1; : : : ; 1)
0
; X1 = (x11; x21; : : : ; xn1)

0
; : : : Xp�1 = (x1p�1; x2p�1; : : : ; xnp�1)

0

vektorok által meghatározott lineáris alterére az Rn-nek. Vagyis Y � X� ? Xi i =

0; 1; : : : ; p� 1; tehát

X
0 �
Y �X�

�
= 0

egyenletrendszernek kell teljesülnie, amit normál egyenletnek nevezünk. Feltesszük,

hogy a tervmatrix X teljes rangú, azaz X
0
X invertálható, így

b� = �X 0
X
��1

X
0
Y

becslés adódik �� ra. Ugyanerre az eredményre jutunk, ha di¤erenciáljuk

� =
�
�0; �1; : : : ; �p�1

�
szerint parciálisan az

Y �X�

2 = �Y �X��0 �Y �X�� = Y 0

Y � 2�0
X

0
Y + �

0
X

0
X�

kifejezést
@

@�0


Y �X�

2 = �2Y 0

X + 2�
0
X

0
X;

és megoldjuk a

�2X 0
Y + 2X

0
X� = 0;

egyenletet, ami természetesen ismét a fenti b� becslést adja eredményül. A meg�gyelés

hibájára is következtethetünk:

e = Y � bY = Y �Xb� = �In �X �X 0
X
��1

X
0
�
Y = (In � P )Y
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ahol bY = Xb� ill. P = X �X 0
X
��1

X
0
:

Feladat 11.1 Bizonyítsuk be, hogy Rn -ben a P az a projekció amely az X oszlopai
által generált lineáris altérre (jelöljük ezt L (X)-szel) vetít. Az In � P pedig a L (X)
orthogonális komplementerére vetít½o projekció.

A hiba vagy maradék négyzetösszege. (RSS, residual sum of squares)

e
0
e =

�
Y �Xb��0 �Y �Xb�� = Y 0

Y � 2b�0

X
0
Y + b�0

X
0
Xb�

= Y
0
Y � b�0

X
0
Y + b�0 h

X
0
Xb� �X 0

Y
i

= Y
0
Y � b�0

X
0
Y

illetve

e
0
e = Y

0
Y � b�0

X
0
Xb�:

Tétel 34 A fenti jelöléseknek megfelel½oen:

1. a P és In � P matrixok szimmetrikusak ( P = P 0) és idempotensek ( P 2 = P )

2. rang (In � P ) = tr (In � P ) = n� p; rang (P ) = p:
3. (In � P )X=0

A Tétel bizonyítása egyszer½u lineáris algebrai számítás eredménye, lásd a 2.4 bekezdést

a 31 oldalon.

A legkisebb négyzetek módszerével nyert becslés tulajdonságai.

Tétel 35 1. A b� becslés lineáris és torzítatlan
Eb� = �

2. A b� becslés szórásnégyzet mátrixa
Var

�b�� = D2b� = D2 �X 0
X
��1

X
0
Y

=
�
X

0
X
��1

X
0
D2Y X

�
X

0
X
��1

= �2
�
X

0
X
��1

:

Feladat 11.2 Bizonyítsuk be az el½oz½o tételt.

A lineáris torzítatlan becslések segítségével � nem feltétlenül becsülhet½o teljes egészében,

hiszen ha egy lineáris AY becslést tekintünk akkor EAY = AX�. Tehát csak az X�

lineáris függvényeit tudjuk becsülni. Ez pedig egy olyan lineáris alteret jelent amit az X
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oszlopai feszítenek ki, tehát a dimenziója megegyezik az X rangjával. Ha X teljes rangú,

akkor természetesen a � teljesen becsülhet½o. A következ½o tétel indokolja a fenti b� becslés
indokoltságát, pl. a b�

i
komponens szórása minimális, pontosabban:

Tétel 36 Gauss�Markov tétel:. Legyen b# a # = X� 2 Rn paraméter legkisebb né-
gyzetes becslése, és c 2 Rn tetsz½oleges, de rögzített vektor. Akkor a c

0
# lineáris kom-

bináció lineáris torzítatlan becsléseinek osztályában az egyetlen minimális szórással
rendelkez½o becslés a c

0b#:
Megjegyzés 11.1 A Gauss�Markov tétel indokolja a c

0b# BLUE (best linear unbiased
estimator) elnevezését.

Bizonyítás: A c
0b# = (Pc)0 Y torzítatlan becslés és lineáris Y szerint. Ha d0Y torzítatlan

becslése c
0
#-nak akkor c

0
# = E�d

0
Y = d

0
# vagyis (c� d)

0
# = 0 minden # 2 �, azaz

minden � 2 Rp esetén. Ebb½ol következik, hogy X
�
X

0
X
��1

X
0
(c� d) = 0; így Pc = Pd:

Továbbá

D2 (Pd)
0
Y = �2d

0
Pd

illetve

D2d
0
Y �D2c0b# = �2d

0
d� �2d0Pd

= �2 [(In � P ) d]
0
[(In � P ) d] � 0

és �=�akkor és csak akkor fordulhat el½o, ha

(In � P ) d = 0; azaz d = Pc; így d0Y = c
0b#:

Következmény 37 Ha e� a � egy lineáris torzítatlan becslése, akkor D2e� �D2b� nem-
negativ de�nit. Valóban, ha e� lineáris torzítatlan becslés akkor e� = AY , és tetsz½oleges a
esetén a0e� lineáris torzítatlan becslése a0� -nak. Tehát a0� = Ea0e� = a0AX�, � tetsz½oleges
értéke mellett. Innen a0e� = a0AXe� = (a0A) e#, és a tétel szerint D2 (a0A) e# � D2a0b�,
és D2 (a0A) e# = D2a0e� � D2a0b�, innen a0D2e�a � a0D2b�a következik, amit bizonyítani
akartunk.

Példa 11.2 Ha p = 1, akkor a regressziós model

y = �0 + ";

a jól ismert várható érték becslés problémára vezet, és eredménye a b�0 = 1
nX

0
0Y=Y . Ami

a Gauss�Markov tétel szerint pl. minimum szórású. Továbbá az alábbi tételek szerint s2n
és Y függetlenek, X 2n�1� ill. normális eloszlásuak, stb.
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11.2 �2 becslése

Feladat 11.3 Határozzuk meg a �2 maximum likelihood becslését.

Tétel 38 Ha X teljes rangú, akkor

s2 =

�
Y �Xb��0 �Y �Xb��

n� p =
RSS

n� p;

torzítatlan becslése �2-nek

Bizonyítás:

(n� p) s2 = Y
0
(In � P )

0
(In � P )Y = Y

0
(In � P )Y

EY
0
(In � P )Y = E

�
Y �X�

�0
(In � P )

�
Y �X�

�
= trE

�
Y �X�

� �
Y �X�

�0
(In � P )

= �2 (n� p)

mivel

(In � P )X = 0 és Y �Xb� = (In � P )Y :
Tétel 39 Ha Y 2 N

�
X�; �2In

�
ahol X teljes rangú mátrix akkor

1. b� 2 N ��; �2 �X 0
X
��1�

2.
�b� � ��0X 0

X
�b� � �� =�2 2 X 2p

3. b� és s2 függetlenek
4. RSS=�2 = (n� p) s2=�2 2 X 2n�p

Bizonyítás:

4.

RSS = Y
0
(In � P )Y = "

0
(In � P ) "

ahol In � P szimmetrikus idempotens matrix és rangja n � p; és vegyük �gyelembe a 4.

tételt, a 26 oldalon.

Feladat 11.4 Bizonyítsuk be az el½oz½o tétel 1. - 3. állításait.

Megjegyzés 11.2 A fenti tétel szerint a

Q =
�
Y �X�

�0 �
Y �X�

�
= "

0
";
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11. Fejezet A legkisebb négyzetek módszere

kvadratikus forma felbontható

Q = "
0
(In � P ) "+ "

0
P" = RSS +

�b� � ��0X 0
X
�b� � �� = Q1 +Q2;

módon két kvadratikus forma összegére úgy, hogy a Q1 és Q2 függetlenek.

11.3 Fisher�Cochran tétel

A Q = Y 0AY kvadratikus forma rangjának a kvadratikus forma A matrixának a

rangját nevezzük. A X 2-eloszlású valószín½uségi változók és a kadratikus formák kapcsolata

már szerepelt korábban, lásd a 4. tételt, a 26. oldalon.

Tétel 40 Fisher-Cochran tétel. Legyenek Y = (Y1; Y2; : : : ; Yn) független azonos N (0; 1)
eloszlású valószín½uségi változók, továbbá Q1; Q2; : : : ; Qk az Y kvadratikus formái
n1; n2; : : : ; nk ranggal úgy, hogy

Y 0Y = Q1 +Q2 + : : :+Qk; (11.18)

teljesül. Ekkor az n =
Pk
i=1 ni egyenl½oség szükséges és elégséges feltétele annak, hogy a

Qi-k független X 2-eloszlásúak legyenek, ni szabadságfokkal.

Bizonyítás. Amennyiben a Qi-k ni szabadságfokú X 2 eloszlású valószín½uségi változók

akkor szükségképpen
kX
i=1

ni = n:

Vezessük be a N0 = 1; és Ni =
Pi
j=1 nj . Megfordítva ha (11.18) és n =

Pk
i=1 ni fenn áll

akkor transzformáljuk a Qi = Y 0AiY kvadratikus formát �X2
Ni�1+1 � : : :�X

2
Ni| {z }

ni

alakra

úgy, hogy Xj =
Pn
i=1 bjiYi azaz van olyan B n� n-es matrix amelyek segítségével

kX
i=1

Qi = Y
0B0�BY

ahol � diagonális matrix �1 elemekkel a f½oátlón. Mivel Y 0Y = Y 0B0�BY ezért In =

B0�B-b½ol � = (B0)�1B�1; tehát � nemnegatív de�nit, vagyis � = In és B ortogonális

mátrix, Qi pedig az Y ortogonális transzformációjából származó Xni�1+1; : : : ; Xni né-

gyzetösszege.

Példa 11.3 Ha Y = (Y1; Y2; : : : ; Yn) független azonos N (0; 1) eloszlású valószín½uségi
változók, akkor mivel

Y 0Y = nY
2
+ n

�
Y�Y

�2
;
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11.3 Fisher�Cochran tétel

ahol az Y
2
kvadratikus forma rangja 1, a

�
Y�Y

�2
kvadratikus forma rangja n � 1;ezért

Fisher�Cochran-tétel szerint nY
2
és n

�
Y�Y

�2
= ns2n függetlenek és X 2 eloszlásuak 1 ill.

n� 1 ranggal.

Házi feladat
1. Számoljuk ki a házárak lineáris regresszióját a helyi éves ingatlan adóra vonatkoztatva.
(Az adatok mellékelve.)

2. Határozzuk meg a �2 maximum likelihood becslését.

3. Mutassuk meg, hogy b� és s2 függetlenek.
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12. Fejezet Lineáris modell hipotézis vizsgálata

12. Fejezet
Lineáris modell hipotézis vizsgálata

Példa 12.1 Alkalmazzuk a lineáris regressziót amikor a helyi éves ingatlan adót tekintjük
az eladott házak árai függvényében

Helyi adó és a ház árak

A lineáris regressziót ábrázoló egyenes Ad�o = 36; 3 + 0; 703 � PRICE, azaz, n = 107,b�0 = 36; 3, b�1 = 0; 703 és s2 = 22360:
Az egyik leggyakoribb feladat a lineáris regresszió paramétereinek becslése mellett a

paraméterekre vonatkozó hipotézis vizsgálat. Els½o lépésként kon�decia tartományt szer-

kesztünk.

Tétel 41 A
Y = X� + ";

lineáris modell legyen teljes rangú, az " = ("1; "2; : : : ; "n)
0
pedig, (független azonos) N

�
0; �2In

�
eloszlású, továbbá X teljes rangu. Ekkor a�b� � ��0X 0

X
�b� � �� � ps2Fp;n�p (�) ;
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12.1 A regressziós függvény becslése

tartomány 1� � szint½u kon�dencia tartomány, ahol Fp;n�p (�) a p; n� p szabdságfokú F
-eloszlás � szint½u fels½o kvantilise.
Továbbá a �i regressziós együtthatók együttes 1� � szint½u kon�dencia intervallumai

b�i �q[
D2b�iqpFp;n�p (�); i = 1; 2; : : : ; p:

A [
D2b�i a b�i szórásnégyzetének a becslését jelöli, azaz a s2 �X 0

X
��1

matrix f½oátlójának az
i�edik elemét.

Bizonyítás. A 39 tétel szerint�b� � ��0X 0
X
�b� � �� = �p�2�

(n� p) s2= ((n� p)�2) 2 Fp;n�p:

A gyakorlatban nem feltétlenül együttes kon�dencia intervallumot veszünk hanem az

egyszer½ubb komponensenkéntit, mert ekkor

b�i � tn�p (�=2)q[
D2b�i; i = 1; 2; : : : ; p

adódik. Ezek a kon�dencia intervallumok alkalmasak a lényegtelen regressziós változók

kisz½urésére.

Példa 12.2 Folytatva a fenti példát, b�0 = 36; 3-ra a 95%-os kon�dencia intervallum
36; 3� 1; 9828 � 43; 24, illetve a b�1 = 0; 703-ra 0; 703 � 1; 9828 � 0; 03782, aminek a
következménye, hogy az adatok alátámasztják azt a hipotézist, hogy �0 = 0. Tehát ab�1-et ujra kell számolni, így b�1 = 0; 73275, illetve a 95%-os kon�dencia intervallum
0; 73275� 1; 9828 � 0; 01263!

12.1 A regressziós függvény becslése

A Xk;: = (xk1; xk2; : : : ; xkp) sorvektorhoz a Yk meg�gyelés tartozik ami az "k hibával

terhelt, és minket a EYk = Xk;:� érdekel, EYk becslése nyilván cYk = Xk;:b�, lesz.
Tétel 42 cYk = Xk;:b�, k = 1; 2; : : : ; n, a legkisebb szórású lineáris torzítatlan becslése az
Yk meg�gyelt értéknek megfelel½o Xk;:�-nak. AzcYk szórásnégyzete D2cYk = �2Xk;: �X 0

X
��1

X 0
k;:,

valamint a 100(1��)% -os kon�dencia intervalluma Xk;:b��tn�p (�=2)qs2Xk;: (X 0X)�1X 0
k;:.

Bizonyítás. Tudjuk, hogy a b� 2 N ��; �2 �X 0
X
��1�

és RSS=�2 = (n� p) s2=�2 2

X 2n�p, lsd. 39 tétel. Innen Xk;:b� 2 N �Xk;:�; �2Xk;: �X 0
X
��1

X 0
k;:

�
, továbbá Xk;:b� és s2

függetlenek. A �
Xk;:b� �Xk;:�� =q�2Xk;: (X 0X)�1X 0

k;:p
[(n� p) s2=�2] = (n� p)

2 tn�p
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12. Fejezet Lineáris modell hipotézis vizsgálata

lsd. a t-eloszlás de�nicióját.

Egy kicsit más a helyzet, amikor egy olyan érteket akarunk el½orejelezni amit nem

�gyeltünk meg, legyen ez Yn+1, ( EYn+1 = Xn+1;:� ). A lényeges különbség, hogy most

Yn+1 = Xn+1;:�+"n+1, és "n+1-re vonatkozóan nincs más információnk mint, hogy "n+1 2

N
�
0; �2

�
és független az el½oz½oekt½ol. El½orejelzésünk nyilván bYn+1 = Xn+1;:b� lesz, de a

szórása megnövekszik az "n+1 szórásával.

Tétel 43 [Yn+1 = Xn+1;:b� lineáris torzítatlan becslése az EYn+1 el½orejelzésnek, a Yn+1�bYn+1 szórásnégyzete E�Yn+1 � bYn+1�2 = �2
�
1 +Xn+1;:

�
X

0
X
��1

X 0
n+1;:

�
, valamint a

100(1� �)% -os kon�dencia intervalluma

Xn+1;:b� � tn�p (�=2)rs2 h1 +Xn+1;: (X 0X)�1X 0
n+1;:

i
.

Példa 12.3 Folytatva a fenti példát, ha a PRICE = 1449 értéket vesszük akkor a
megfelel½o 95%-os kon�dencia intervallum (1025; 5; 1098; 0), ill. a 95%-os el½orejelezés kon-
�dencia intervalluma (763; 5; 1360; 0).

12.2 Hipotézis vizsgálat

A fenti kon�dencia intervallumok alkalmasak arra, hogy egyedi esetekben hipotézist vizs-

gáljunk a �i paraméterre. Ennél összetettebb feladat együttes hipotézist vizsgálni a �

együtthatók egy részhalmazára. Bontsuk fel � -t és neki megfele½oen X-et blokkokra,

Y = X� + "

= [X1; X2]

"
�
1

�
2

#
+ "

= X1�1 +X2�2 + ";

és vizsgáljuk az alábbi hipotézist

H0 : �2 = 0;

H1 : �2 6= 0;

azaz, ��
2
minden komponense 00 áll szemben azzal az alternatívával, hogy van nem nulla

komponense. A próbastatisztikát a likelihood hányados módszerrel keressük. Ebb½ol a cél-

ból írjuk fel a likelihood függvényt a maximum likelihood becslést helyettesítve a változók
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12.2 Hipotézis vizsgálat

helyére:

f
�
�; �2

���b�;c�2 =

�
1

2�c�2
�n=2

exp

�
� 1

2c�2



Y �Xb�


2�

=

�
1

2�c�2
�n=2

exp
�
�n
2

�
:

Ugyanez a függvény amikor H0 : �2 = 0 igaz,

f0

�
�
1
; �21

����b�
1
;c�21 =

 
1

2�c�21
!n=2

exp
�
�n
2

�
;

ahol b�
1
;c�21 a

Y = X1�1 + ";

modellb½ol származik, azaz

b�
1
=

�
X

0

1X1

��1
X

0

1Y ;c�21 =
1

n




Y �X1b�1


2 :
A likelihood hányados tehát

� =
f0
�
�; �2

���b�
1
;c�21

f
�
�; �2

���b�;c�2
=

 c�21c�2
!�n=2

=

 
1 +

c�21 �c�2c�2
!�n=2

:

Ha H0 : �2 = 0; igaz akkor � értéke nagy ellenkez½o esetben kicsi. Tehát akkor utasítjuk

el H0-t, ha � kicsi, azaz
c�21�c�2c�2 értéke nagy, innen a kritikus tartomány

c�21 �c�2c�2 > konst::

A próba végrehajtásához szükségünk van a próbastatisztika eloszlására.

Tétel 44 Ha H0 : �2 = 0; igaz, dim
�
�
2

�
= p� q > 0, és X teljes rangú, akkor

n� p
p� q

c�21 �c�2c�2 2 Fp�q;n�p:

Bizonyítás. Tudjuk, hogy RSS=�2 = (n� p) s2=�2 2 X 2n�p, lásd a 39 tételt, azaz

n

�2
c�2 = n� p

�2

�
n

n� p
c�2� = (n� p) s2=�2 2 X 2n�p:
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12. Fejezet Lineáris modell hipotézis vizsgálata

Illetve, ha H0 : �2 = 0; igaz, akkor

Y = X1�1 + ";

tehát
n

�2
c�21 = n� q

�2

�
n

n� q
c�21� = (n� q) s21=�2 2 X 2n�q:

Legyen most Q1 = (n� q) s21=�2, és Q2 = (n� p) s2=�2, két kvadratikus forma, mindkett½o

X 2 eloszlású, és Q1 � Q2 � 0. Ekkor viszont a 2.4 megjegyzés szerint Q1 � Q2 és Q2
függetlenek valamint Q1 �Q2 2 X 2n�q�(n�p) = X

2
p�q. Lásd az alábbi feladatokat.

Feladat 12.1 


Y �X1b�1


2 � 


Y �Xb�


2 ;
(miért?).

Feladat 12.2 Mutassuk meg, hogy a

n� p
p� q

c�21 �c�2c�2
próbastatisztika eloszlása, ha n!1, akkor X 2p�q= (p� q)�hoz konvergál.

12.3 Modell ellen½orzés

Adott Y és X esetén b� számolható. A kérdés, hogy a feltételek teljesednek-e, azaz jogos-e
a lineáris regresszió és a bel½ole származó következtetések igazak-e? Vizsgálnunk kell a

e = Y �Xb�;
regresszió hibáját (a rezidumot). Ha a feltételek teljesülnek akkor e független 0 várhatóérték½u

és �2 szórású normális eloszlásból származó minta. Ez egy standard statisztikai feladat.

Az alábbi gra�kus lépések javasoltak.

1. A hiba hisztogramja

2. A normális eloszláshoz való illeszkedés Gauss-papíron

3. A hiba az illesztett értékek függvényében

4. A hiba a meg�gyelés sorrendjében

Példa 12.4 Folytatva a fenti példát, az alábbi ábrákat kaptuk.
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12.4 Lineáris hipotézis

A következtetésünk, hogy a feltételek, els½osorban a szórás azonossága nem teljesülnek,
de a hibák normalitása sem meggy½oz½o. A szórás okozta probléma kiküszöbölhet½o, a szokásos
Box-Cox transzformációt fogjuk alklamazni.

Házi feladat

Feladat 12.3 Végezzük el a házárak lineáris regressziós vizsgálatát, beleértve a mod-

ell ellen½orzést is, amikor a helyi éves ingatlan adót tekintjük az eladott házak árai füg-

gvényében úgy, hogy els½o lépésként mindkét változó logaritmusát vesszük. Indokoljuk a

kapott eredményt.

Feladat 12.4 Indokoljuk a 


Y �X1b�1


2 � 


Y �Xb�


2 ;
egyenl½otlenséget.

12.4 Lineáris hipotézis

Egy gyakori feladat amikor a

Y = X� + ";
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12. Fejezet Lineáris modell hipotézis vizsgálata

lineáris modell � paraméterét½ol megköveteljük, hogy elégítse ki a A� = c lineáris egyen-

letrendszert, amikor a A mátrix és a c konstans adott érték, valamint A teljes rangú.

Keressük tehát a

min
�



Y �X�

2
minimumot a A� = c feltétel mellett. A Lagrange multiplikátor módszer szerint a feladat

egy új � változó bevezetésével oldható meg, azaz megoldandó a

min
�;�

h

Y �X�

2 + �A� � c�0 �i ;
ugyanis a hozzá tartozó lineáris egyenletrendszer

�2Y 0
X + 2�

0
X

0
X + �

0
A = 0;�

A� � c
�0

= 0;

tartalmazza a kívánt A� = c feltételt. Az egyenletrendszer megoldását jelöljük b�
H
-val,

ill. b�H -val,
b�
H

=
�
X

0
X
��1

X
0
Y � 1

2

�
X

0
X
��1

A0b�H
= b� � 1

2

�
X

0
X
��1

A0b�H ;
c = Ab� � 1

2
A
�
X

0
X
��1

A0b�H ;
illetve b�H = �2 �A�X 0

X
��1

A0
��1 �

c�Ab�� ;
innen a

b�
H

= b� � 1
2

�
X

0
X
��1

A0b�H
= b� + �X 0

X
��1

A0
�
A
�
X

0
X
��1

A0
��1 �

c�Ab�� :
Megmutatjuk, hogy b�

H
valóban minimalizálja



Y �X�

2�t a A� = c feltétel mellett.

Tegyük fel, hogy �
1
teljesíti a A�

1
= c egyenletrendszert.

Feladat 12.1 Mutassuk meg, hogy


X �b� � �
1

�


2 = 


X �b� � b�
H

�


2 + 


X �b�
H
� �

1

�


2 :
Most az


Y �X�

1




2 =



Y �Xb�


2 + 


X �b� � �

1

�


2
=




Y �Xb�


2 + 


X �b� � b�
H

�


2 + 


X �b�
H
� �

1

�


2 ;
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12.4 Lineáris hipotézis

tehát a bal oldal minimális akkor és csak akkor ha



X �b�

H
� �

1

�


2 = 0, de X teljes

rangú ezért b�
H
= �

1
.

Tétel 45 Legyen X és A teljes rangú. Ekkor a b�
H
az A� = c feltétel melletti lineáris

torzítatlan legkisebb négyzetes becslése �-nak.

Legeyn bY = Xb�; és bY H = Xb�H , ekkor


Y � bY H


2 � 


Y � bY 


2 = 


bY � bY H


2 :
Megjegyzés 12.1 Vegyük észre, hogy a H0: A� = c vizsgálatára a b�H is alkalmas, ha

H0 igaz adjuk meg a b�H eloszlását és konstruáljunk próbastatisztikát. Elég nyilvánvalló,
hogy a b�H kicsi, ha H0 igaz, ez a Lagrange multiplikátor módszer lényege. (lsd. Silvey
1959, [6]).

Tétel 46 Legyen Xn�p és Ap�q teljes rangú, továbbá H0 : A� = c, és H1 : A� 6= c.
Ha H0 : A� = c igaz, akkor (RSSH �RSS) =�2 eloszlása X 2, a szabdság foka pedig q.
Továbbá ha H0 igaz, akkor a likeihoodhányados próbastatisztika

F =
n� p
q

RSSH �RSS
RSS

=
n� p
q




Y � bY H


2 � 


Y � bY 


2


Y � bY 


2
=

�
Ab� � c�0 hA �X 0

X
��1

A0
i�1 �

c�Ab��
qs2

2 Fq;n�p:

Ha c = 0, és H0 igaz akkor

F =
n� p
q

Y 0 (P � PH)Y
Y 0 (In � P )Y

;

ahol PH projekciós mátrix és PHP = PPH = PH .

Bizonyítás. A H0 mellett a likeihood függvény

f
�
�; �2

�
=

�
1

2��2

�n=2
exp

�
� 1

2�2


Y �X�

2� ;

maximumát azA� = c feltétel mellett kell meghatározni, ebb½ol a célból vegyük a log f
�
�; �2

�
feltételes széls½oértékét. A Lagrange-multiplikátor módszert alkalmazva a

�n
2
log �2 � 1

2�2

h

Y �X�

2 + �A� � c�0 �i ;
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12. Fejezet Lineáris modell hipotézis vizsgálata

célfüggvényt kapjuk, ennek a normál egyenletei ugyanis,

�2Y 0
X + 2�

0
X

0
X + �

0
A = 0;�

A� � c
�0

= 0;

� n

2�2
+

1

2 (�2)2

h

Y �X�

2 + �A� � c�0 �i = 0:

Ebb½ol a b�
H
megegyezik az A� = c feltétel melletti legkisebb négyzetes becsléssel, valamint

c�2H =
1

n




Y �Xb�
H




2
=

1

n




Y � bY H


2 :
Tehát

f
�
�; �2

���b�
H
;c�2H =

 
1

2�c�2H
!n=2

exp
�
�n
2

�
:

Azaz

� =
f
�
�; �2

���b�
H
;c�2H

f
�
�; �2

���b�;c�2
=

 c�2Hc�2
!�n=2

=

 
1 +

c�2H �c�2c�2
!�n=2

;

vagyis a kritikus tartomány c�2H �c�2c�2 > konst:

Ennek megfelel½oen a próbastatisztika

c�2H �c�2c�2 =
RSSH �RSS

RSS
:

Azt már beláttuk, hogy

RSSH �RSS =



Y � bY H


2 � 


Y � bY 


2 = 


bY � bY H


2

azazRSSH�RSS nemnegativ, továbbáRSSH=�2 ésRSS=�2 eloszlása X 2, tehát (RSSH �RSS) =�2

is X 2, a szabdságfoka pedig q. Ezzel beláttuk, hogy

F =
n� p
q

RSSH �RSS
RSS

2 Fq;n�p:

Most megmutatjuk,. hogy

F =

�
Ab� � c�0 hA �X 0

X
��1

A0
i�1 �

c�Ab��
qs2

;
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12.4 Lineáris hipotézis

ugyanis

n� p
q




Y � bY H


2 � 


Y � bY 


2


Y � bY 


2 =




bY � bY H


2
qs2

;

és 


bY � bY H


2 =



Xb� �Xb�

H




2
=






X �X 0
X
��1

A0
�
A
�
X

0
X
��1

A0
��1 �

c�Ab��





2

=
�
Ab� � c�0 �A�X 0

X
��1

A0
��1 �

c�Ab�� :
Speciálisan ha c = 0, akkor

bY H = Xb�
H
= X

"b� � �X 0
X
��1

A0
�
A
�
X

0
X
��1

A0
��1

Ab�#
= (P � P1)Y ;

= PHY ;

ahol

P1 = X
�
X

0
X
��1

A0
�
A
�
X

0
X
��1

A0
��1

A
�
X

0
X
��1

X
0
:

Továbbá

bY � bY H = (P � PH)Y

= P1Y :

Látható, hogy P1 is és P � P1 is szimmetrikus és idempotens valamint PP1 = P1P = P1,

tehát P � PH is az, mivel

P � PH = (P � PH)2

= P (P � PH)� PH (P � PH)

= (P � PH)� PH (P � PH) ;

ezért

PHP = PH ;

PPH = PH ;

QED.
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12. Fejezet Lineáris modell hipotézis vizsgálata

Feladat 12.5 Bizonyítandó, hogy

E (RSSH �RSS) = �2q +
�
A� � c

�0 h
A
�
X 0X

��1
A0
i�1 �

A� � c
�
:

Megoldás: Mivel b� 2 N ��; �2 (X 0X)�1
�
ezért Ab� 2 N �A�; �2A (X 0X)�1A0

�
tehát

Z = Ab� � c 2 N �A� � c; �2A �X 0X
��1

A
�

E (RSSH �RSS) = E tr

�
Z 0
h
A
�
X 0X

��1
A
i�1

Z

�
= trEZZ 0

h
A
�
X 0X

��1
A0
i�1

= tr

�h
�2A

�
X 0X

��1
A0 +

�
A� � c

� �
A� � c

�0i h
A
�
X 0X

��1
A0
i�1�

= �2q +
�
A� � c

�0 h
A
�
X 0X

��1
A0
i�1 �

A� � c
�
:

Példa 12.5 Legyen � = (�1; �2) és H0 : �1 = �2.

Példa 12.6 Legyen U1; U2 : : : ; Un1 független azonos N
�
�1; �

2
�
eloszlású és V1; V2 : : : ; Vn2

független azonos N
�
�2; �

2
�
eloszlású valószín½uségi változók. Vizsgálandó a H0 : �1 = �2

hipotézis.

Példa 12.7 Tekintsük az
Y = X� + "

lineáris modellt és vizsgáljuk a H0 : �j = �j0 hipotézist adott rögzített j esetén.

Példa 12.8 Lineáris skalár regresszió. Legyen

Y i = �0 + �1Xi + "i

és vizsgáljuk a H0 : �0 = 0 hipotézist.

Példa 12.9 Az
Y = X� + "

lineáris modell esetén vizsgálandó a

H0 : �1 = �2 = : : : = �p�1 = 0

hipotézis. (korrelációs együtthatók).

Házi feladat
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12.4 Lineáris hipotézis

1. Igazoljuk, hogy P1 is és P �P1 is szimmetrikus és idempotens valamint PP1 = P1P =
P1, ezért tehát P � PH is az, lsd. fenti jelöléseket.

2. A Város pert nyert, sikerült bebizonyítania, hogy a Briks társaság, aki a parkolási
díjakat szedte be lopott. A mellékelt adatok alapján becsüljük meg (beleértve a
95% kon�dencia intervallumot is) mennyivel rövidítette meg, havonkénti bontásban
és összesen(és összesen: -$10,222,06�$2,385,726�$14,993,51), a Briks társaság a Város
parkolásból származó bevételét. (Az összes kon�dencia intervalluma: -$10,222,06�$2,385,726�$14,993,51)

3. Mutassuk meg, hogy


X �b� � �
1

�


2 = 


X �b� � b�
H

�


2 + 


X �b�
H
� �

1

�


2 :

126



13. Fejezet Kiegészítések a regresszióhoz

13. Fejezet
Kiegészítések a regresszióhoz

13.1 A véletlen regresszor

Gyakran el½ofordul, hogy a tervmátrix vagy nem állítható be vagy csak véletlen hibával.

Tegyük fel, hogy az

Yi = �0 + �1Xi1 + : : :+ �p�1Xip�1 + "i

modell érvényes. Meg�gyeljük az Y = (Y1; : : : ; Yn)
0 valószín½uségi vektort és a szintén

véletlen elemekb½ol álló

X =

0BBBB@
1; X11; X12; : : : X1p�1
1; X21; X22; : : : X2p�1
...
1; Xn1; Xn2; : : : Xnp�1

1CCCCA
matrixot. Az " továbbra is N

�
0; �2In

�
eloszlású és feladat a �; �2 paraméterek becslése

és a �-ra vonatkozó lineáris hipotézisek vizsgálata.

A modellünk most ekvivalens azzal a feltevéssel, hogy az Y valószín½uségi változó reg-

ressziója (feltételes várható értéke) X = (X1; : : : ; Xp�1) valószín½uségi változóra nézve

lineáris azaz

E (Y j X) = �0 +
p�1X
j=1

�jXj :

Ez a feltételezés legalábbis abban az esetben, ha Y és X együttesen normális eloszlású,

reális.

1. Normális korreláció tétele

Tétel 47 Normális korreláció tétele. Tekintsük a
(Y ;X) = ([Y1Y2; : : : ; Yk] ; [X1X2; : : : ; Xp]) normális eloszlású vektort,

EY = mY EX = mX

DY Y = D
2Y ; DXX = cov (Y ;X) ; DXX = D

2X;
ahol D2XX pozitív de�nit. Ekkor a feltételes várható értéke Y -nak X-re nézve

E (Y j X) = mY +DY XD
�1
XX

�
X �mX

�
a feltételes kovarianca matrix pedig

cov (Y ; Y j X) = DY Y �DY XD�1XXD
0

Y X (13.19)
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13.2 Többszörös korreláció, R2 és a meghatározottság együtthatója

ahol
cov (Y ; Y j X) = E

�
[Y � E (Y j X)] [Y � E (Y j X)]

0
j X
�

Bizonyítás: De�niáljuk a

Z = Y �mY + C
�
X �mX

�
véletlen vektort úgy hogy EZ

�
X �mX

�0
= 0; azaz

DY X + CDXX = 0

innen

C = �DY XD�1XX :

Mivel a (Z;X) vektor is normális eloszlású valamint Z ésX korrelálatlanok tehát függetlenek,

következésképpen

E (Z j X) = EZ = 0

másrészt

E (Z j X) = E (Y j X)�mY �DY XD�1XX
�
X �mX

�
:

A feltételes kovariancia kiszámításához megjegyezzük, hogy

Y � E (Y j X) = Z

tehát

cov (Y ; Y j X) = E
�
ZZ 0 j X

�
= EZZ 0

= DY Y �DY XD�1XXD
0
Y X :

Megjegyzés 13.1 A feltételes kovariancia konstans, vagyis nem függ X-t½ol.

13.2 Többszörös korreláció, R2 és a meghatározottság együtthatója

A meghatározottság együtthatója alatt értjük az Y és az bY tapasztalati korrelációját, azaz
R =

�
Y � Y

�0 �bY � bY �

Y � Y 




bY � bY 


 :
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13. Fejezet Kiegészítések a regresszióhoz

Feladat 13.1 Mutassuk meg, hogy

R2 =

�bY � Y �0 �bY � Y ��
Y � Y

�0 �
Y � Y

�
:

továbbá

R2 = 1� e0e�
Y � Y

�0 �
Y � Y

� :
Ha a regressziós egyenes minden ponton áthalad akkor R2 értéke 1. Ha viszont b�0 = Y ,

és b�1 = b�2 = : : : = b�p�1 = 0; akkor R2 = 0; azaz a regresszoroknak nincs semmilyen

hatásuk a meg�gyelésre. Az R2 korrigált (adjusted) változata

R2A = 1�
e0e= (n� p)�

Y � Y
�0 �
Y � Y

�
= (n� 1)

;

amikor is a szabadságfokokkal osztjuk mind a számlálót mind a nevez½ot. A R2 a reg-

resszorok hatását méri, ahhoz az alternatívához viszonyítva, hogy egyetlen egy regresszor

sincs jelen. Ezért az R2 arra nyujt információt mi történik, ha egy újabb regresszort

veszünk hozzá a függ½o változó megértéséhez. Vezessük be a következ½o jelölést

R2
�
�q+1

���q; �q�1; : : : ; �1� = SSRHq+1
� SSRHq

;

SSRHq
=

�bY � Y �0 �bY � Y � ;
bY = X

hb�1; b�2; : : : b�qi0 ;
ahol értelemszerüen a SSRHq

azt a maradék négyzetösszeget jelenti amikor a regressz-

ióban a �q; �q�1; : : : ; �1 együtthatóknak megfelel½o X -oszlopok szerepelnek. Tehát

R2
�
�q+1

���q; �q�1; : : : ; �1� azt mutatja, hogyan csökken a maradék változékonysága (szórás-
négyzete) amikor egy újabb regresszort veszünk be a modellbe.

R2 nem tévesztend½o össze a F = n�p
q

RSSH�RSS
RSS értékkel, ahol a nevez½oben a regressziós

maradék négyzetösszege van (RSS). Pl. ha H0 : �1:p�1 = 0, (�0 esetleg 6= 0), akkor

F =
n� p
p� 1




Y � bY H


2 � 


Y � bY 


2


Y � bY 


2
=

n� p
p� 1

�bY � Y �0 �bY � Y ��
Y � Y

�0 �
Y � Y

�
�
�bY � Y �0 �bY � Y �

=
n� p
p� 1

�
1

R2
� 1
��1

:
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13.3 Modell választás

Feladat 13.2 Igazoljuk, hogy amennyiben a X -oszlopai orthogonálisak akkor

SSRHq
=

qX
k=1

R2 (�k) ;

ahol R2 (�k) =



X:;kb�k � Y 


2 : Továbbá ekkor

R2
�
�q+1

���q; �q�1; : : : ; �1� = R ��q+1� :
13.3 Modell választás

Ha ki akarnánk próbálni az X -oszlopok összes lehetséges részhalmazával a regressziós

illesztést és annak a hatékonyságát, akkor 2p�1 modellt kellene tekinteni. Ez alkalmasint

nagy szám is lehet. Ezért most ismertetünk néhány módszert ennek az eljárásnak az

egyszer½usítésére.

El½oremen½o szelektálás (forward selection). Egyenként veszünk be a regresszióba

változókat amig a kívánt pontosságot el nem érjük., Mindig az a változó van soron ame-

lyiknek a R2-e maximális. Minden lépésnél a

f =
R2
�
�q+1

���q; �q�1; : : : ; �1�
RSSHq+1

= (n� q � 2) ;

mennyiség kerül kiszámításra, és mindaddig tart, amíg f < f� (1; n� q � 2) teljesül.

Visszafelé eliminálás (backward elimination). Az el½oz½ohöz hasonlóan történik, csak

most minden változó szerepel az els½o lépésben, és lépésenként eggyel csökkentünk, mindig

az a változó van soron amelyiknek a R2-e minimális, mindaddig amig f� (1; n� q � 2) � f .

Lépésenkénti regresszió (setpwise regression). Az el½oremen½o szelektálás módosítása,

itt minden lépésnél vizsgálat történik az új változó és a már bentlév½o régiek között, ugyanis

az könnyen el½ofordulhat, hogy er½os kapcsolatban van az új és valamely régi között.

Végül, a X teljes rangú� feltétel sem teljesedik mindig, erre mutat a X oszlopainak

a kollinearitása. A páronkénti kollinearitás ellen½orzése elvégezhet½o a X oszlopaira

vonatkozó korrelációs matrix kiszámításával.

Feladat 13.3 Miért alkalmas a korrelációs matrix a kollinearitás ellen½orzésére?

A modell választás kritériuma (ha egyéb szempont nics): minimális számú reg-

resszorral minél nagyobb hatékonyságot (R2) elérni.
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13. Fejezet Kiegészítések a regresszióhoz

13.4 Néhány fogalom a szoftverek használatához

1. Standardized Residual (ZRESID): a e = Y � bY meg�gyelt hiba (maradék) standarizál-
taja azaz

eZ =
e� ep
s2
=
Y � bY
s

2. Studentized Residual (SRESID): Ha az e maradék i-edik komponensének, az ei-nek a
szórásnégyzetét akarjuk meghatározni akkor a

e = Y �Xb� = �In �X �X 0
X
��1

X
0
�
Y ;

egyenletb½ol a

ei =

�
1�Xi;:

�
X

0
X
��1

X 0
i;:

�
Y i;

aminek szórásnégyzete

D2ei =

�
1�Xi;:

�
X

0
X
��1

X 0
i;:

�2
�2;

tehát ei standardizáltja azaz

ei=

r
s2
�
1�Xi;: (X 0X)�1X 0

i;:

�2
= ei=

�
s

�
1�Xi;:

�
X

0
X
��1

X 0
i;:

��
több információt hordoz az i-edik komponensr½ol, mint a ZRESID, például a kiugró
(outliers) értékek kimutatására alkalmasabb.

3. Deleted Residual eD: hagyjuk ki az i-edik sort, így becsüljük b��t, majd ennek segít-
ségével el½orejelezzük Yi-t, jelölje bY D ezt a vektort, és eD = Y � bY D.

4. Studentized Deleted Residual: a deleted studentzáltja, lsd. 2.-3. pont.

5. Adjusted Predicted Value (ADJPRED): el½orejelzett érték, mindig az aktuális meg�-
gyelés kihagyásával, lsd. 3..

13.5 Polinomiális regresszió.

Példa 13.1 Repül½ogépek oldalfalát 15000 tonna nyomásra tervezik, az egységnyi felület
ára függ a felület nagyságától.
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13.4 Néhány fogalom a szoftverek használatához

Elég nyilvánvaló, hogy az árak lineáris közelítése nem kielégít½o. Az

y = �0 +

p�1X
i=1

�ix
i + ";

modellt polinomiális regressziónak nevezzük. A X tervmatrix most speciális lesz. A fenti
példában

y = �0 + �1x+ �2x
2 + ";

kvadratikus regressziót illesztünk.
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13. Fejezet Kiegészítések a regresszióhoz

Tekintettel arra, hogy mindhárom együtthatóra vonatkozó p�érték 0 ezért az adatok
meger½osítik a feltételezésünket, hogy a kvadratikus regresszió a helyes illesztés.

Házi feladat
1. Mutassuk meg, hogy

R2 = 1� e0e�
Y � Y

�0 �
Y � Y

�
=

�bY � Y �0 �bY � Y ��
Y � Y

�0 �
Y � Y

� :
2. A mellékelt táblázat 25 autó fogyasztását és más paramétereit tartalmazza. (Forrás:
Motor Trend, 1975). (a) Vizsgáljuk regressziós modell segitségével a fogyasztás füg-
g½oségét a többi paraméterekt½ol (pl. lökettérfogat :x1stb). (b) Becsüljük a .�2�et. (c)
Mennyi lesz a várható fogyasztása a egy 300 cubicinch-es autónak, ha a karburátora 2
barell-es? (d) Mely független változók a legfontosabbak a fogyasztás szempontjából?

3. Adjuk meg az A� = c, egyenletet az alábbi példákhoz.

Példa 13.2 Legyen � = (�1; �2) és H0 : �1 = �2

Példa 13.3 Legyen U1; U2; : : : ; Un1 független azonos N
�
�1; �

2
�
eloszlású és V1; V2; : : : ; Vn2

független azonos N
�
�2; �

2
�
eloszlású valószín½uségi változók. Vizsgálandó a H0 : �1 = �2
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13.4 Néhány fogalom a szoftverek használatához

hipotézis. (Írjuk fel a lineáris regressziót erre az esetre.) Mi lesz a lineáris regresszió által
nyujtott próbastatisztika? Hasonlítsuk ezt össze a kétmintás t-próbával.

Példa 13.4 Tekintsük az
Y = X� + "

lineáris modellt és vizsgáljuk a H0 : �j = bj0 hipotézist adott rögzített j esetén.

Példa 13.5 Lineáris skalár regresszió. Legyen

Y i = �0 + �1Xi + "i

és vizsgáljuk a H0 : �0 = 0 hipotézist.

Példa 13.6 Az
Y = X� + "

lineáris modell esetén vizsgálandó a

H0 : �1 = �2 = : : : = �p�1 = 0

hipotézis.
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14. Fejezet Szórásanalízis

14. Fejezet
Szórásanalízis

14.1 Egyszeres osztályozás

Tételezzük fel, hogy ugyanazt a típusú terméket különböz½o körülmények között (pl. gépeken)

gyártják. Kérdés, hogy a termék min½osége független-e a körülményekt½ol. Vegyük a lege-

gyszer½ubb esetet amikor a körülmények egyetlen szempontból különböznek és a Y1; Y2; : : : ; Yk

különböz½o változók mindegyikére vegyünk egy-egy mintát amelyr½ol most és a további es-

etekben is feltételezzük, hogy

- függetlenek,

- normális eloszlásúak,

- azonos szórásúak..

A modellünk tehát, amit egyszeres osztályozásnak nevezünk a következ½o:

EYi = �
0
i i = 1; 2; : : : ; k;

és a nullhipotézis pedig

H0 : �
0
i = �

0
j i; j = 1; 2; : : : ; k;

miközben a szórásnégyzet ismeretlen. Ha k = 2 akkor kétmintás t-próbává egyszer½usödik

a probléma. Az Yij i = 1; 2; : : : ; k; j = 1; 2; : : : ; n, minta alapján szeretnénk eldönteni

a fenti hipotézist. Az egyértelm½uség miatt, és persze az általánosság megszorítása nélkül

feltehetjük, hogy

EYi = �+ �i ahol
kX
1

�i = 0

vehetjük ugyanis a � = 1
n

Pk
1 �

0
i és �i = �� �0i új paramétereket.

A nullhipotézisünk az új paraméternek megfelel½oen

H0 :

kX
1

�2i = 0:

Könny½u észrevenni, hogy a modellünk lineáris, azaz

Y = X� + "

alakra hozható ahol � = (�; �1; : : : ; �k)
0 és Y az Yij meg�gyelések vektora " pedig az

"ij = Yij � �� �i változók vektora. Tehát a lineáris modellre vonatkozó speciális lineáris

hipotézis vizsgálat alkalmazható. Az ottani általános tételeket fogjuk alkalmazni, de a
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próbastatisztikához egyszer½ubb, természetesebb utat választunk, amely megfelel R. A.

Fisher eredeti elgondolásainak.

Mindenek el½ott emlékeztetünk arra, hogy a likelihood hányados próba els½o lépéseként

meg kell határoznunk az ismeretlen paraméterek maximum likelihood becslését a H0

hipotézis fennállása esetén és általános esetben. A normalitás miatt a maximum likelihood

becslés megegyezik a legkisebb négyzetek módszerével nyert becsléssel, tehát keressük az

kY �X�k2 =
k;nX
i;j=1

(Yij � �� �i)2

kifejezés minimumát. Ha H0 igaz akkor

b�H0
=
1

nk

k;nX
i;j=1

Yij

általános esetben pedik a
Pk
i=1 �i = 0 feltételnek megfelel½o minimumot keressük, ismét a

Lagrange multiplikátor módszert alkalmazzuk és a

nX
i;j=1

(Yij � �� �i)2 + �
kX
i=1

�i

kifejezést minimalizáljuk. Igy a

�2
k;nX
i;j=1

(Yij � �� �i) = 0

�2
nX
j=1

(Yij � �� �i) + � = 0 i = 1; 2; : : : ; k

kX
i=1

�i = 0

egyenletrendszerhez jutunk, amelynek megoldása

b� =
1

nk

k;nX
i;j=1

Yij

b�i =
1

n

nX
j=1

(Yij � b�) :
A szórásanalízisben szokásos jelölés szerint

b� = Y ��

b�i = Y i� � b�
ahol az indexben szerepl½o pont a megfelel½o index szerinti összegzést a felülvonás pedig

átlagolást jelent.
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14. Fejezet Szórásanalízis

A lineáris modellben kapott F statisztika

F =
RSSH �RSS

RSS

N � p
q

ahol

RSSH =

k;nX
i;j=1

(Yij � b�)2 = k;nX
i;j=1

�
Yij � Y ��

�2
= n

kX
i=1

�
Y i� � Y ��

�2
+

k;nX
i;j=1

�
Yij � Y i�

�2
RSS =

kX
i;j=1

(Yij � b�i � b�)2 = k;nX
i;j=1

�
Yij � Y i�

�2
és egyrészt

RSSH �RSS = n
kX
i=1

�
Y i� � Y ��

�2
másrészt viszont

Y 2�� =
X
i;j

Y 2ij = nY��
2
+ n

kX
i=1

�
Y i� � Y ��

�2
+

k;nX
i;j=1

�
Yij � Y i�

�2
:

A szokásos jelölés szerint

Q =
X
i;j

Y 2ij � nY��
2
= n

kX
i=1

�
Y i� � Y ��

�2
+

k;nX
i;j=1

�
Yij � Y i�

�2
= Q1 +Q2

ahol Q 2 �2kn�1; rangQ1 � k � 1 és rangQ2 � kn� k: A két oldal rangjainak egyenl½osége

miatt rangQ1 = k � 1 és rangQ2 = nk � k és a Fisher-Cochran tétel szerint Q1 és Q2
független �2 eloszlású valószín½uségi változók k � 1 és kn� k szabadságfokokkal. Tehát

F =
RSSH �RSS

RSS

N � p
q

=
Q1
Q

k (n� 1)
k � 1

Fk�1;nk�k eloszlású változó, ha H0 igaz, lásd a 46. tételt a 122. oldalon. Eredményünket

szórásfelbontó táblázatban szemléltethetjük

:

Szóródás oka Négyzetösszeg Szabadsági fok

Csoportok között Q1 = n
Pk
i=1

�
Y i� � Y ��

�2
k � 1

Csoportokon belül Q2 =
Pk;n
i;j=1

�
Yij � Y i�

�2
nk � k

Teljes Q =
Pk;n
i;j=1

�
Yij � Y ��

�2
nk � 1

Mivel Q = Q1+Q2 ezért a fenti táblázat azt szemlélteti hogyan bomlik fel a teljes szórás

csoportok közötti és csoportokon belüli szórások összegére.
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1. Szórások homogenitása

A szórásanalízis alkalmazhatóságának egyik feltétele, hogy az Yi;j meg�gyelések j =

1; 2; : : : ; ni (i = 1; 2; : : : ; k), azaz a k különböz½o csoport szórása egyenl½o, de a mintanagysá-

gok, ni-k,nem feltétlenül egyenl½ok. Ennek leellen½orzése Barlett próbával is történhet.

Legyen

H0 : �2i = �
2
j j = 1; 2; : : : ; k;

H1 : �2i 6= �2j ; legalább egy i; j pár esetén.

A csoprt szórásokból kiszámítjuk a s2i , i = 1; 2; : : : ; k szórásnégyzet becsléseket, majd a

közös szórásnégyzet becslést

s2p =
1

N � k

kX
i=1

(ni � 1) s2i ;

ahol N =
Pk
i=1 ni. Ha H0 igaz akkor a

B =

hY�
s2i
�ni�1i1=(N�k)
s2p

;

statisztika Bartlett eloszlású, igy a próba elvégezhet½o. A Cochran test a fenti hipotézis

eldötésére a

C =
max

�
s2i
�Pk

i=1 s
2
i

;

próbastatisztikát használja.

Házi feladat
1. Bizonyítandó, hogy

Y 2�� =
X
i;j

Y 2ij = nkY��
2
+ n

kX
i=1

�
Y i� � Y ��

�2
+

k;nX
i;j=1

�
Yij � Y i�

�2
:

2. Zuhanyzó rózsák által kibocsátott radon gáz mennyiségére a következ½o kisérletet végezték,
Environment International (Vol. 18,No. 4, 1992). Hat különböz½o lyukátmér½oj½u (ori-
�ce) zuhanyzó rózsát vizsgáltak miközben radonnal dúsított vizet folyattak át rajtuk.
A mérés eredményét az alábbi táblázat tartalmazza.
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14. Fejezet Szórásanalízis

a. A lyuk-átmér½ok befolyásolják-e a radon kibocsátás százalékos átlagát? (1�� = 0; 05
szinten)
b. Mennyi az F -érték és a hozzátartozó P -érték?
c. Teljesednek-e a szórásanalízis feltételei?
d. Határozzuk meg az 1; 40 lyuk-átmér½ohöz tartozó várhatóérték 95%-os kon�dencia
intervallumát.

3. Bonus. Tételezzük fel, hogy négy különböz½o szempont szerint akarunk mintát venni.
Tudjuk, hogy az eloszlás normális, �2 = 25, a várható értékek pedig �1 = 50, �2 =
60, �3 = 50, �4 = 50. Mekkora mintanagyság szükséges, ha mindegyik csoportból
ugyanannyi mérést végzünk, legalább 0; 9 valószínüséggel akarjuk elvetni az egyenl½o
várható értékek hipotézisét és 1� � = 0; 05 szinten elfogadni.

14.2 Kétszeres osztályozás

1. Kétszeres osztályozás, interakció (kölcsönhatás) nélkül.

Az egyszeres osztályozással teljesen szinoním módon tárgyalhatók a többszörös osztályozás

esetei ezért csak a problémákat ismertetjük.

A modell

EYij = �+ ai + bj ;
X̀
i=1

ai =

mX
j=1

bj = 0

itt tehát `m osztályba vannak csoportosítva a meg�gyelések és minden osztályból veszünk

n ( n = 1 is lehetséges!) meg�gyelést azaz Yijk i = 1; 2; : : : ; `; j = 1; 2; : : : ;m; k =

1; 2; : : : ; n minta áll rendelkezésre a

H0 :
X̀
i=1

a2i =
mX
j=1

b2j = 0; �2 > 0

139



14.2 Kétszeres osztályozás

illetve a

Ha0 :
X̀
i=1

a2i = 0

Hb0 :
mX
j=1

b2j = 0

hipotétizek eldöntésére. Viszonylag egyszer½u számolással kapjuk a paraméterek becsléseit

b� =
1

`mn

`;m;nX
i;j;k=1

Yijk

bai =
1

mn

m;nX
j;k=1

(Yijk � b�)
bbj =

1

`n

`;nX
i;k=1

(Yijk � b�) :
A szórásanalízisben szokásos jelölés szerint az alábbi becsléseket kapjuk

b� = Y ���;

bai = Y i�� � b�;bbj = Y �j� � b�
A teljes szóródást most

Q =
X
i;j;k

�
Yijk � Y ���

�2
= mn

X̀
i=1

�
Y i�� � Y ���

�2
+ n`

mX
j=1

�
Y �j� � Y ���

�2
+

`;m;nX
i;j;k=1

�
Yijk � Y i�� � Y �j� + Y ���

�2
= Q1 +Q2 +Q3;

kvadratikus formák összegére bontjuk. A Ha0 hipotézis vizsgálata ismét a 46 Tétel segít-

ségével, az

F =
RSSHa0

�RSS
RSS

N � p
q

;
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14. Fejezet Szórásanalízis

formulán alapul. Ha Ha0 igaz akkor

RSSHa0
=

`;m;nX
i;j;k=1

�
Yijk � Y �j�

�2
= mn

X̀
i=1

�
Y i�� � Y ���

�2
+

`;m;nX
i;j;k=1

�
Yijk � Y i�� � Y �j� + Y ���

�2
;

RSS =

`;m;nX
i;j;k=1

�
Yijk � Y i�� � Y �j� + Y ���

�2
= Q3;

RSSHa0
�RSS =




bY � bY H


2 = mnX̀
i=1

�
Y i�� � Y ���

�2
= Q1:

F =
Q1
Q3

`mn� `�m+ 1
`� 1 ;

Hasonlóképpen a Hb0 igaz akkor a próbastatisztika

F =
Q2
Q3

`mn� `�m+ 1
m� 1 ;

2. Kétszeres osztályozás, interakcióval (kölcsönhatással).

Példa 14.1 Egy elektronikai szakember szerint a hordozható CD lejátszó elemének a
tartóssága nemcsak az elemfajtájától, hanem a lejátszott zenét½ol is függ. Az alábbi táblázat
mutatja az egyik felmérés eredményét.

A mérések alapján eldötend½o vajon van-e alapja a fenti feltételezésnek.
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14.2 Kétszeres osztályozás

Ez a példa mutatja, hogy lehetséges a szempontok együttes hatása is. A modell

EYij = �+ ai + bj + (ab)ij ;X̀
i=1

ai =
mX
j=1

bj = 0;
X̀
i=1

(ab)ij =
mX
j=1

(ab)ij = 0:

ahol (ab)ij jelöli az a-val jelölt osztályozás i-edik és a b-vel jelölt osztályozás j-edik szem-

pontjainak az együttes hatását. Példánkban a kétszeres osztályozás egyik szempontja a

zene stilusa (` = 3), a másik az elemfajtája (m = 4), a minta elemszáma csoportonként

n = 4 . Általában `m osztályba vannak csoportosítva a meg�gyelések és minden osztály-

ból veszünk n meg�gyelést azaz Yijk i = 1; 2; : : : ; `; j = 1; 2; : : : ;m; k = 1; 2; : : : ; n

minta áll rendelkezésre a hipotézisek vizsgálatához. A faktoriális mintavétel esetén

minden szempontnak minden szintje kell szerepeljen az összes többi szempont összes sz-

intjével a mérések során, lehet½oleg többször ( n > 1), amint ez a fenti példában is történt,

egyébként a kölcsönhatások nem mérhet½ok. El½oször vizsgáljuk a

Hab0 :

`;mX
i;j=1

(ab)2ij = 0

hipotézist azaz annak a lehet½oségét, hogy nincs közös hatás. Amennyiben ezt elfogadjuk

következnek a

Ha0 :
X̀
i=1

a2i = 0

Hb0 :
mX
j=1

b2j = 0

ill. a

H0 :
3X
i=1

a2i =
4X
j=1

b2j = 0; �2 > 0

hipotézisek.

142



14. Fejezet Szórásanalízis

A paraméterek becslései

b� =
1

`mn

`;m;nX
i;j;k=1

Yijk

bai =
1

mn

m;nX
j;k=1

(Yijk � b�)
= Y i�� � Y ���;

bbj =
1

`n

`;nX
i;k=1

(Yijk � b�)
= Y �j� � Y ���;d(ab)ij =

1

n

nX
k=1

�
Yijk � bai �bbj�

= Y ij� � Y i�� � Y �j� + Y ���:

A bizonyítás f½obb lépései: A

`;m;nX
i;j;k=1

�
Yijk �

h
�+ ai + bj + (ab)ij

i�2
kifejezés minimumát keressük az alábbi feltétlek mellett

X̀
i=1

ai =

mX
j=1

bj = 0;
X̀
i=1

(ab)ij =

mX
j=1

(ab)ij = 0:

A Lagrange multiplikátor módszert alkalmazzuk, így minimalizáljuk a

`;m;nX
i;j;k=1

�
Yijk � �� ai � bj � (ab)ij

�2
+ �a

X̀
i=1

ai

+�b

mX
j=1

bj +
X̀
i=1

�a;i

mX
j=1

(ab)ij +
mX
j=1

�b;j
X̀
i=1

(ab)ij

kifejezést. A parciális deriváltak az egyszempontos szórásanalízis mintájára közvetlenül

adják a b�;bai;bbj becsléseket. Jelöljük az egyszer½uség kedvéért az (ab)ij-t cij-vel, és de-
riváljunk cij szerint

�2
nX
k=1

(Yijk � �� ai � bj � cij) + �a;i + �b;j = 0;

egyenletet kapjuk. Irjuk be a már megkapott becsléseket

�2
nX
k=1

�
Yijk � Y i�� � Y �j� + Y ��� � cij

�
+ �a;i + �b;j = 0;
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14.2 Kétszeres osztályozás

összegezzünk i-re: X̀
i=1

�a;i + `�b;j = 0;

és j-re:

m�a;i +
mX
j=1

�b;j = 0;

azaz �b;j illetve �a;i nem függ j-t½ol és i-t½ol, legyen �b;j = �b;1 és �a;i = �a;1, a fenti

egyenletek miatt

�a;i + �b;j = 0:

A cij�t kifejezve kapjuk, hogy

d(ab)ij = Y ij� � Y i�� � Y �j� + Y ���:
A teljes szóródást felbontjuk

Q =
X
i;j;k

�
Yijk � Y ���

�2
= mn

X̀
i=1

�
Y i�� � Y ���

�2
+ n`

mX
j=1

�
Y �j� � Y ���

�2
n

`;mX
i;j=1

�
Y ij� � Y i�� � Y �j� + Y ���

�2
+

`;m;nX
i;j;k=1

�
Yijk � Y ij�

�2
= Q1 +Q2 +Q3 +Q4;

kvadratikus formák összegére és a Fisher�Cochran-tételb½ol kiovassuk, hogy Q1 Q2; Q3 és

Q4 független �2 eloszlású valószín½uségi változók `�1; m�1; (`� 1) (m� 1) és `m (n� 1)

szabadságfokokkal. Most alkalmazzuk a

F =
RSSH �RSS

RSS

N � p
q

;

képletet a próbastatisztikák konstruálására, lásd a 46. tételt a 122. oldalon. Induljunk ki

a meg�gyelések becsléseib½ol

bY i;j = b�+ bai +bbj +d(ab)ij
= Y ij�;�bY H�

i;j
= b�++bai +bbj
= Y i�� + Y �j� � Y ���:

Innen

RSSHab0
=

`;m;nX
i;j;k=1

�
Yijk � Y i�� � Y �j� + Y ���

�2
= n

`;mX
i;j=1

�
Y ij� � Y i�� � Y �j� + Y ���

�2
+

`;m;nX
i;j;k=1

�
Yijk � Y ij�

�2
;
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14. Fejezet Szórásanalízis

és

RSS =

`;m;nX
i;j;k=1

�
Yijk � Y ij�

�2
RSSH �RSS =




bY � bY H


2
= n

`;mX
i;j=1

�
Y ij� � Y i�� � Y �j� + Y ���

�2
:

Tehát a

F =
Q3
Q4

`m (n� 1)
(`� 1) (m� 1)

próbastatisztika ha Hab0 igaz akkor F(`�1)(m�1);`m(n�1) eloszlású, vagyis a kritikus tar-

tomány F > f(`�1)(m�1);`m(n�1) (�) lesz.

Házi Feladat
1. A fenti példa esetén:
Ellen½orizzük le azt a hipotézist, hogy van-e kölcsönhatása az elemfajtának és a zenének?
Nincs sig = 0; 494
Ellen½orizzük le azt a hipotézist van-e hatása az elemfajtának?
Van sig = 0; 038
Ellen½orizzük le azt a hipotézist van-e hatása a zenének?
Nincs sig = 0; 798
A szórások azonosságára vonatkozó hipotézist minden esetben el tudjuk fogadni, igen
valószín½u a normalitás is, viszont a függetlenség kérdéses.

2. Konstruáljuk meg a próbastatisztikát ha kölcsönhatás nélküli kétszeres osztályozás e-
setén a

H0 :
X̀
i=1

a2i =

mX
j=1

b2j = 0; �2 > 0

hipotézist akarjuk leellen½orizni.

14.3 Háromszoros osztályozás

EYijk = �+ ai + bj + ck + (ab)ij + (ac)ik + (bc)jk + (abc)ijk ;X̀
i=1

ai =

mX
j=1

bj = 0;
X̀
i=1

(ab)ij =

mX
j=1

(ab)ij =
X̀
i=1

(ac)ik = 0;

nX
k=1

(ac)ik =
mX
j=1

(bc)jk =
nX
k=1

(bc)jk = 0

X̀
i=1

(abc)ijk =
mX
j=1

(abc)ijk =
nX
k=1

(abc)ijk :
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14.3 Háromszoros osztályozás

A paraméterek száma p = 1+(`� 1)+(m� 1)+(n� 1)+(`m� `�m+ 1)+(`n� `� n+ 1)

+ (mn�m� n+ 1) + (`mn� `m� `n�mn+ `+m+ n� 1) azaz p = 1 + (`� 1) +

(m� 1)+(n� 1)+(`� 1) (m� 1)+(`� 1) (n� 1)+(m� 1) (n� 1)+(`� 1) (m� 1) (n� 1).

A vizsgálandó nullhipotézisek

Ha0 :
X̀
i=1

a2i = 0;

Hb0 :

mX
j=1

b2j = 0;

Hc0 :

nX
k=1

c2k = 0;

illetve

Hab0 :

`;mX
i;j=1

(ab)2ij = 0;

Hac0 :

`;nX
i;k=1

(ac)2ik = 0;

Hbc0 :

m;nX
j;k=1

(bc)2jk = 0;

továbbá

Habc0 :

`;m;nX
i;j;k=1

(abc)2ijk = 0:

Tegyük fel, hogy rendelkezésre áll egy teljes minta azaz minden (i; j; k) esetén az Yijk�ra

van egy Yijks; s = 1; : : : T mintánk. A paraméter becslések a korábbi számolásnak

megfelel½oen kaphatók, például

d(ac)ik = Y i�k� � Y i��� � Y ��k� + Y ����;
vagy

[(abc)ijk = Y ijk� � Y i�k� � Y ij�� � Y �jk� + Y i��� + Y �j�� + Y ��k� � Y ����:

A próbastatisztika a

Habc0 :

`;m;nX
i;j;k=1

(abc)2ijk = 0;

hipotézis eldötésére a már jól ismert tétel alapján, lásd a 46 tételt a 122 oldalon,

F =
`mn (T � 1)

(`� 1) (m� 1) (n� 1)
T
P`;m;n
i;j;k=1

h
[(abc)ijk

i2
P`;m;n;T
i;j;k;s=1

�
Yijks � Y ijk�

�2 2 F(`�1)(m�1)(n�1);`mn(T�1):
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Látható, hogy a többszörös osztályozás esetén ha teljes mintát azaz minden lehetséges

szempont csoportosítás mellett egy- egy mintát akarunk venni az elemszám és a bonyolult-

ság igen megn½o. Ennek a problémának a megoldására szolgálnak a nem teljes kísérleti

elrendezések.

0.1. Latin négyzet elrendezés

Tegyük fel, hogy a faktorok száma 3, legyenek ezek A;B;C, és mindegyik faktor azonos

r�számú szinten fordul el½o és a faktorok között nincsenek kölcsönhatások. Ekkor cel-

lánként egy kisérletet veszünk. A kisérlet tervezésénél elkészítjük egy a A;B szempontok

szerinti matrixot és a C szempontokat ugy helyezzük el, hogy minden oszlopban és sorban

pontosan egyszer forduljon el½o a C szempont minden szintje. Például, ha r = 5

A1 A2 A3 A4 A5

B1 C1 C2 C3 C4 C5

B2 C2 C3 C4 C5 C1

B3 C3 C4 C5 C1 C2

B4 C4 C5 C1 C2 C3

B5 C5 C1 C2 C3 C4

14.4 Véletlen hatások, egyszeres osztályozás

Az a hatás Ai normális eloszlású valószín½uségi változó 0 várható értékkel és �A szórással

ami nem függ i-t½ol. Feltételezzük, hogy a

Yij = �+Ai + "ij ;

modellben az "ij maradékok és a Ai véletlen hatások függetlenek minden i, j esetén.

EYij = �;

D2Yij = �2 + �2A

Ha a modellben nincsenek véletlen hatások akkor a

H0 : �
2
A = 0;

hipotézis teljesül.
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14.5 Kontraszt

Tegyük fel, hogy a

H0 :

kX
1

�2i = 0:

hioptézist elutasítottuk, viszont az a feltételezésünk, hogy bizonyos szempontokat összevonva,

azaz egy durvább csoportosítást használva már elérjük azt a szintet amikor már nem lesz

hatás. Például, legyen k = 4; és

H0 : �1 + �2 = �3 + �4;

ez általánosabban, mint a �i�k közötti lineáris összefüggés fogalmazható meg:

L =
X

ci�i;
X

ci = 0;

ezt szokás L- kontraszt-nak nevezni. A hipotézis az L- kontrasztnak megfelel½oen

H0 : L = 0:

A kontraszt a ci együtthatókkal van megadva, az SPSS-ben a beépített kontrasztok: Devi-

ation: minden szempont összehasonlítása az összes többivel egyszerreH0 :
P
i6=k (�i � �k)

2 =

0, azaz a k-szempont különbözik a többit½ol, de azok egymástól nem), Simple (egyszer½u:

a sorrendben utolsó vagy els½o szempontot hasonlítja össze a többivel), Di¤erence (a má-

sodikat az els½ovel majd a harmadikat az els½o kett½o átlagával, és így tovább a következ½ot

az el½oz½ok átlagával hasonlítja össze) , Helmert (ugyan az mint a Di¤erence csak fordított

sorrendben), Repeated(csak az egymás utániakat hasonlítja össze párban), Polynomial

(lineáris kvadratikus stb. trendet követnek-e a közepek), lásd az SPSS-ben a Contrast

Coe¢ cients (L�Matrix)-ot ezek de�niíciójához.

1. Kovariánsok (covariates)

A kovariánsok a lineáris regressziós modellben a független változók, azaz a regresszorok.

A szórásanalízis során el½ofordulhat, hogy a modellben a faktoroknak megfelel½o regresszo-

rokon kivül még más regresszorok is vannak, ezeket hívják kovariánsoknak, vagy mag-

yarázó változóknak.

Példa 14.2 Paradicsom palánták növekedését vizsgálták miközben három fajta tápanyagot
használtak.Az alábbi táblázat tartalmazza a kisérlet eredményeit.
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14. Fejezet Szórásanalízis

A palánták magasságát (height ) nyilvánvalóan befolyásolja a kisérlet beindításakor mért
magasság (initial), ez utóbbi a kovariáns. A kezelések a fert (fertilzer) oszlopban vannnak
feltüntetve. El½oször azt vizsgáljuk, hogy fert és initial változóknak van-e együttes hatása.

Mivel együttes hatása nincs ezért vizsgálhatjuk a fert változó által meghatározott csopor-
tokat.

149
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A kezelések hatása 0,052 szigni�kancia szinttel, jóllehet határeset, azért nem fogadható el
ebben az esetben mert a meg�gyelt er½ofüggvény értéke 0; 6 (Er½ofüggvény (Power) annak
valószín½usége, hogy elvetjük H0 � t amikor igaz).

A paraméterbecslések segitségével megkapjuk az Y becslését is, pl.: bY1 = 67+ initial+ :5 �
initial.

Házi feladat

Feladat 14.1 Bizonyítandó, hogy tetsz½oleges 
i;j ; konstansok estén, ahol i = 1; : : : `; és

j = 1; : : :m; létezik és egyértelm½u a


i;j = �+ ai + bj + (ab)ij ;X̀
i=1

ai =

mX
j=1

bj = 0;
X̀
i=1

(ab)ij =

mX
j=1

(ab)ij = 0:

felbontás.
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Feladat 14.2 Egy kisérlet során méréseket végeztek a tv képerny½o-kontraszt viselkedésére

amikor különböz½o üvegfajtát és foszforfajtát használtak (Industrial Quality Control, 1956,

pp5-8). Az alábbi táblázat mutatja a mérés eredményeit (microamp-ben)

a. Adjuk meg a modellt és a vizsgálandó hipotéziseket.

b. Végezzük el a próbákat 0; 05 szint mellett.

c. Ellen½orizzük a feltételek teljesülését.

14.6 Er½ofüggvény

Ismétlés: az er½ofüggvény és a másodfajú hiba.

H0 : EX = �0

H1 : EX = �1 (6= �0)

Az er½ofüggvény

P1

�
j X � �0 j

�0

p
n > z�=2

�
= ' (�1)

ahol z�=2 a standard normális eloszlás �=2-kvantilise. A kérdés a következ½o: Mekkora

mintát (n) kell venni ahhoz, hogy legalább 1� � valószín½uséggel elutasítsuk H0-t amikor

�1 az igazi várható érték, és a próbánk szintje 1��? (� itt a másodfajú hiba.) A számolás

egyszer½u, legyen

d(�1; n) =
�1 � �0
�0

p
n;

és írjuk át a
X � �0
�0

p
n =

X � �1
�0

p
n+ d (�1; n)
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14.6 Er½ofüggvény

ennek segítségével

P1

 ��X � �0
��

�0

p
n > "p

!
= P1

��
X � �0
�0

p
n > z�=2

�
+

�
X � �0
�0

p
n < �z�=2

��
= P1

�
X � �0
�0

p
n > z�=2

�
+ P1

�
X � �0
�0

p
n < �z�=2

�
= 1� P1

�
X � �1
�0

p
n < z�=2 � d(�1; n)

�
+P1

�
X � �1
�0

p
n < �z�=2 � d(�1; n)

�
= 1� FN

�
z�=2 � d (�1; n)

�
+ FN

�
�z�=2 � d (�1; n)

�
ahol FN (x) a standard normális eloszlás eloszlásfüggvénye. Keressük tehát azt az n

értéket amelyre

1� � � 1� FN
�
z�=2 � d (�1; n)

�
+ FN

�
�z�=2 � d (�1; n)

�
;

átrendezve

FN
�
z�=2 � d (�1; n)

�
� FN

�
�z�=2 � d (�1; n)

�
� �;

a �z�=2�d (�1; n) mennyiséget a d (�1; n) értéke határozza meg, ha pl. �1��0 > 0, akkor

FN
�
�z�=2 � d (�1; n)

�
kicsi (miért?),

z�=2 � d (�1; n) = �z� ;

ha �1 � �0 < 0 akkor

�z�=2 � d (�1; n) = z� ;

így a fenti egyenletb½ol

n �
�
z�=2 + z�

�2
�20

(��)2
;

ahol �� = �1 � �0.

Példa 14.3 Mekkora mintát kell venni ha a diákok átlagsúlyára vonatkozó

H0 : EX = 68kg

hipotézist vizsgáljuk és legalább 1 kg -os növekedést (H1 : EX = 69kg) akarunk 0; 95 valószín½uséggel
detektálni, amikor a próbánk szintje 0; 05 és tudjuk, hogy �20 = 25?
Megoldás: Most � = � = 0; 05 és egyoldali próba esetén z� = 1; 645 = z�; �� = 1; ezért
n � 271:

Feladat 14.1 Tegyük fel, hogy a szórás nem ismert és a fenti problémát kívánjuk megoldani
a

H0 : EX = �0
H1 : EX < �1 (6= �0)

152



14. Fejezet Szórásanalízis

egyoldali esetben.

1. ANOVA nem-centralitás és mintanagyság választás

Ha a H0 : A� = c, hipotézis nem igaz, akkor a b�
H
becslésünk sem rendelkezik azokkal a

tulajdonságokkal amiket feltételeztünk, például nem lesz torzítatlan és a s2= (n� p) sem

lesz torzítatlan becslése �2-nek. A szórásanalízisben ennek nagy jelent½osége van. Vegyük

a kétszeres osztályozás esetét:

EYij = �+ ai + bj ;
X̀
i=1

ai =

mX
j=1

bj = 0

b� = Y ���;

bai = Y i�� � b�;bbj = Y �j� � b�:
Az bai torzítatlan becslése ai-nek ezért

E
�
Y i�� � Y ��� � ai

�2
= �2

`� 1
mn

;

(lásd a 46 tételt a 122 oldalon) innen a négyzet várható értéke

E
�
Y i�� � Y ���

�2
= �2

`� 1
mn

+ a2i ;

tehát a
1

`� 1EQ1 =
mn

`� 1E
X̀
i=1

�
Y i�� � Y ���

�2
= �2 +

mn

`� 1
X̀
i=1

a2i :

A 1
`�1Q1 tehát csak akkor lesz torzítatlan, ha a Ha0 :

P`
i=1 a

2
i = 0, hipotézis igaz. Ha

nem, akkor az eloszlása sem lesz �2, hanem nemcentrális �2 nem-centralitási paramétere

pedig
P`
i=1 a

2
i -el arányos, azaz

EQ1 = �
2

 
`� 1 + mn

�2

X̀
i=1

a2i

!
tehát a nem-centralitási paraméter

� =
mn

�2

X̀
i=1

a2i :

A mintanagyság megválasztásakor a 1
�2
P`
i=1 a

2
i arányt szokás megadni és a próba erejét

becsülve (pl. SPSS) megállapítani vajon a mintanagyság megfelel½o-e adott valószín½uség

(1� �) eléréséhez.
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2. Egyszempontos szórásanalízis Fisher-féle információs matrixa

Az egyszeres osztályozás modellje

Yis = �+ ai + "is; i = 1; 2; : : : ; p;

pX
i=1

ai = 0;

s = 1; 2; : : : ; T . A Fisher-féle információs matrix de�níciója

IX (#) = E# [grad# log p# (X)]
0 [grad# log p# (X)]

= var (grad# log p# (X)) :

Vegyük �gyelembe, hogy
Pp
i=1 ai = 0; azaz ap nem ismeretlen paraméter hanem ap =

�
Pp�1
i=1 ai. A # paraméter most # =

�
�; a1; a2; : : : ; ap�1; �2

�
. Irjuk fel el½oször a likelihood

függvényt, rögzitett s mellett, az X = [Y1s; ; : : : ; Yps]-re vonatkozóan

p# (X) =

�
1p
2��2

�p
exp

 
� 1

2�2

pX
i=1

(Yis � �� ai)2
!
:

Így a p# logaritmusának a gradiense

[grad# log p# (X)]
0 =

26666664

1
�2
Pp
i=1 (Yis � �� ai)

1
�2 [(Y1s � �� a1)� (Yps � �� ap)]

...
1
�2 [(Yp�1s � �� ap�1)� (Yps � �� ap)]
�p
2
1
�2 +

1
2�4
Pp
i=1 (Yis � �� ai)

2

37777775 :

Ellen½orzés képpen könny½u észrevenni, hogy E#grad# log p# (X) = 0 teljesül, ehhez csak az

utolsó komponenst kell lellen½orizni.

Feladat 14.3 Mutassuk meg, hogy

E#

"
�p
2

1

�2
+

1

2�4

pX
i=1

(Yis � �� ai)2
#
= 0:

Visszatérve a Fisher-féle információs matrixhoz vegyük sorra a sor-oszlop kompozició

elemeit és kapjuk, hogy

IX (#) =

2666666666664

p
�2 0 0 : : : 0 0 0

0 2
�2

1
�2 : : : 1

�2
1
�2 0

0 1
�2

2
�2 : : : 1

�2
1
�2 0

...
...

...
. . .

...
...

...
0 1

�2 : : : : : : 2
�2

1
�2 0

0 1
�2

1
�2 : : : 1

�2
2
�2 0

0 0 0 : : : 0 0 p
2�4

3777777777775
:
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Feladat 14.4 Mutassuk meg, hogy

E#

"
�p
2

1

�2
+

1

2�4

pX
i=1

(Yis � �� ai)2
#2
=

p

2�4
:

Az Yis, i = 1; 2; : : : ; p; s = 1; 2; : : : ; T meg�gyeléshez tartozó Fisher-féle információs matrix

pedig TIX (#) lesz.

Az IX (#) invertálásához a

M =
1

p

266664
2 1 : : : 1

1 2 : : : 1
...
...
. . .

...
1 1 : : : 2

377775 ;
matrix inverzére van szükség, de egyszer½uen ellen½orizhet½o, hogy

M�1 =

266664
p� 1 �1 : : : �1
�1 p� 1 : : : �1
...

...
. . .

...
�1 �1 : : : p� 1

377775
(p�1)�(p�1)

:

A IX (#) inverze ezek után

I�1X (#) =
�2

p

2666666666664

1 0 0 : : : 0 0 0

0 p� 1 �1 : : : �1 �1 0

0 �1 p� 1 : : : �1 �1 0
...

...
...

. . .
...

...
...

0 �1 : : : : : : p� 1 �1 0

0 �1 �1 : : : �1 p� 1 0

0 0 0 : : : 0 0 2�2

3777777777775
Mivel minden s = 1; 2; : : : ; T -re ugyanaz az IX (#) értéke, így az IY (#) = TIX (#), tehát

I�1Y (#) = I�1X (#) =T . Számoljuk ki most a

b� = Y ���;

bai = Y i�� � Y ���;

becslések és az

s2 =
1

p (T � 1)

pX
i=1

�
Yis � Y i��

�2
;

együttes szórásmátrixát.

Feladat 14.5 Határozzuk meg a
�b�;ba1; : : : ;bap�1; s2� szórásmatrixát. (A s2 szórásné-

gyzetéhez vegyük �gyelembe, hogy s2p (T � 1) =�2, �2-eloszlású p (T � 1) szabadságfokkal.)
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A feladat eredményét és a fenti számolást összevetve kiderül, hogy az s2 szórásnégy-

zetét½ol eltekinve (ami 2�4= [p (T � 1)], az I�1Y �ben szerepl½o megfelel½o elem 2�4= (pT )) a

szórásmatrix és I�1Y (#) megegyezik, azaz [b�;ba1; : : : ;bap�1] hatásos becslés, míg s2 �csak�
aszimptotikusan hatásos. A torzítatlan becslések osztályában a s2 ugyan a legjobb, de

nem éri el a Rao-Cramer alsó határt! Ez általánosabban lineáris modell esetén is igaz.

Feladat 14.6 Legyenek " = ("1; "2; : : : ; "n)
0
független azonosN

�
0; �2

�
eloszlású valószín½uségi

változók, az

Y = X� + ";

lineáris modell Fisher-féle információs matrix inverzét hasonlítsuk össze a paraméterek�
�; �2

�
torzitatlan becsléseinek szórásmátrixával.

Házi feladat
1. Meghatározandó a kétszeres osztályozás, interakcióval (kölcsönhatással) modell esetén
a

Hab0 :

`;mX
i;j=1

(ab)2ij = 0

hipotézishez tartozó nemcentralitási paraméter.

2. A szoftver-kidolgozás költségeit vizsgálva hat algoritmust alkalmaztak 8 projekt során.
A becsült költségt½ol való eltérés százalékait tartalmazza az alábbi táblázat. (Commu-
nications of the ACM, Vol. 30, No. 5, 1987)

a. Különböznek-e az algoritmusok a becsült költség pontosságának tekintetében?
b. Analizáljuk a modell illesztés feltételeinek teljesülését.
c. Melyik algoritmust lehetne javasolni?

Házi feladat 10
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1. Legyenek " = ("1; "2; : : : ; "n)
0
független azonos N

�
0; �2

�
eloszlású valószín½uségi vál-

tozók, az
Y = X� + ";

lineáris modell Fisher-féle információs matrix inverzét hasonlítsuk össze a paraméterek�
�; �2

�
torzitatlan becsléseinek szórásmátrixával.

2. A mellékelt felmérés szóbeli (VIQ) és írásbeli (PIQ) IQ eredményeket tartlamaz, valamint
a kisérletben résztvev½o személyek súlyát, magasságát és agy-térfogatát (pixelben). A
részletesebb leírás az adatokat követi.
1. Vizsgáljuk külön-külön a VIQ és PIQ függését a többi adattól.
2. Van-e különbség a n½ok és a fér�ak között, a súly, a magasság az agy-térfogat VIQ
és PIQ alapján?
A válaszadás során adjuk meg a modelleket és a hipotéziseket, valamint a statisztikai
következtetés indoklását.
Ellen½orizzük le a feltételek teljesülését.
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V
Appendix

Záródolgozat

1. Azt vizsgálták, milyen hatása van a pulzusra a lépcs½on le- és feljárásnak. A vizsgálat
során két különböz½o magasságú (Height) lépcs½ot használtak, az 5.75 inches lépcs½o 0-val
a 11.5 inches pedig 1-gyel van jelölve. Három különböz½o sebesség (Frequ) betartását
kérték a résztvev½okt½ol, a 14 lépés/perc kódolása 0, 21 lépés/perc kódolása 1 és a 28
lépés/perc kódolása 2. Minden személy 3 percig végezte a gyakorlatot. Összesen hat
csoportban (Block) végeztek méréseket. A mérést végz½ok csoportonként mások voltak,
de a csoporton belül nem. A pulzusszámot megmérték a gyakorlat el½ott (RestHR) és
után (HR).
a. Van-e hatása a pulzusszám változásra a különböz½o faktoroknak (lépcs½o magasság és
sebesség)?
b. Milyen modell és hipotézisek vizsgálhatók?
c. Analizáljuk a modell illesztés feltételeinek teljesülését.
Megoldás: b. Kétszeres osztályozás modellben az interakció is vizsgálható mert a
csoportokban több (6) meg�gyelés is van. A gyakorlat el½otti pulzus-szám nyilvánvalóan
befolyásolja a változót a gyakorlat utáni pulzusszámot, tehát kovariánsnak tekintend½o,
lásd a 14.2 példát, jegyzet 153. oldal.
a. A lépcs½o magasságnak és a sebességnek nincs együttes hatása, p-érték: 0; 416.
Mindkét faktornak külön-külön igen szigni�káns hatása van, p-érték: 0; 001, ill 0; 000.
A szórás homogenitásának a p-értéke igen kicsi, 0; 027, a függetlenség és a normalitás
elfogadható módon teljesül. A próba ereje igen magas ( 0; 965 felett van) ezért, végül
az a következtetésünk, hogy mindkét faktornak külön-külön szigni�káns hatása van.

2. Egy kémiai kísérlet során két lineáris modellt hasonlítanak össze.

Y1 = �1 + �1x1 + �;

Y2 = �2 + �2x2 + �;

ahol � 2 N
�
0; �2

�
. A (Y1;k; x1;k), k = 1; 2; : : : ; n1 és a (Y2;k; x2;k), k = 1; 2; : : : ; n2

független mérések alapján eldöntend½o, hogy a két egyenes az y-tengelyt azonos pontban
metszi-e. Tételezzük fel, hogy a regresszorok kielégítik a

n1X
k=1

x1k =

n2X
k=1

x2k = 0;

feltételt és n1 = n2.
Állítsuk fel a vizsgálandó hipotézist és adjuk meg a próbastatisztikát, annak eloszlását
valamint a kritikus tartományt.
A megoldás során határozzuk meg:
a. A vizsgálandó hipotézist
b. Az együttes s½ur½uségfüggvényt
c. A maximum likelihood becsléseket
d. A maximum likelihood becslések eloszlását
e. A maximum likelihood becsléseket ha a H0 : �1 = �2 = �, igaz
f. A likelihood hányadost



14.6 Er½ofüggvény

g. A
(b�2 � b�1)2Pn

k=1

h
Y1;k � b�1 � b�1x1ki2 +Pn

k=1

h
Y2;k � b�2 � b�2x2ki2

próbastatisztika alkalmas normálás utáni eloszlását.
(részfeladatonként 5 pont, összesen 35 pont)
Megoldás: Az együttes s½ur½uségfüggvény

log f (Y 1; Y 2) = �n1 + n2
2

log
�
2��2

�
� 1

2�2

"
n1X
k=1

[Y1;k � �1 � �1x1k]2 +
n2X
k=1

[Y2;k � �2 � �2x2k]2
#
;

A hipotézis H0 : �1 = �2.
A maximum likelihood becslések, a �1 becsléséhez

�2
@

@�1

n1X
k=1

[Y1;k � �1 � �1x1k]2 = �2
n1X
k=1

[Y1;k � �1 � �1x1k]

= �2n1
�
Y 1� � �1

�
;

tehát

b�1 = Y 1�;b�2 = Y 2�:

A b�1 2 N ��1; �2=n1�, a b�2 2 N ��2; �2=n2�. A �1 becsléséhez
�2

@

@�1

n1X
k=1

[Y1;k � �1 � �1x1k]2 = �2
n1X
k=1

[Y1;k � �1 � �1x1k]x1k

= �2n1
h
(Y x)1� � �1x21�

i
;

innen

b�1 =
(Y x)1�

x21�
;

b�2 =
(Y x)2�

x22�
:

Eloszlások: b�1 2 N ��1; �2=�x21�n1��, b�2 2 N ��2; �2=�x22�n2��. A �2 becslése pedig
c�2 = 1

n1 + n2

"
n1X
k=1

h
Y1;k � b�1 � b�1x1ki2 + n2X

k=1

h
Y2;k � b�2 � b�2x2ki2

#
:

c�2 eloszlása
1

n1 + n2

�
�2�2n1�2 + �

2�2n2�2
�

=
�2

n1 + n2
�2n1+n2�4

=
�2

2n
�22(n�2):
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14. Fejezet Szórásanalízis

Ha a H0 : �1 = �2 = �, igaz akkor

b� =
Y1� + Y2�
n1 + n2

=
n1b�1 + n2b�2
n1 + n2

;

b�01 =
(Y x)1�

x21�
;

b�02 =
(Y x)2�

x22�
;

c�20 =
1

n1 + n2

"
n1X
k=1

h
Y1;k � b�� b�01x1ki2 + n2X

k=1

h
Y2;k � b�� b�02x2ki2

#
:

A likelihood hányados

��2=(n1+n2) =
c�20c�2

=

Pn1
k=1

h
Y1;k � b�� b�1x1ki2 +Pn2

k=1

h
Y2;k � b�� b�2x2ki2Pn1

k=1

h
Y1;k � b�1 � b�1x1ki2 +Pn2

k=1

h
Y2;k � b�2 � b�2x2ki2

= 1 +
n1
�b�2 � 2b�Y 1� � b�21 + 2b�1Y 1��+ n2 �b�2 � 2b�Y 2� � b�22 + 2b�2Y 2��c�2

= 1 +
n1 (b�� b�1)2 + n2 (b�� b�2)2

(n1 + n2)c�2
= 1 +

n21n2 + n1n
2
2

(n1 + n2)
3

(b�2 � b�1)2c�2 :

Ezért a próbastatisztika, ha n1 = n2 = n akkor

const:
�
��2=(n1+n2) � 1

�
=

(b�2 � b�1)2 = �2�2=n�c�2= [(n� 2)�2=2n]
=

n� 2
4

(b�2 � b�1)2c�2 = F1;2(n�2);

illetve

t2(n�2) =
b�2 � b�1b�

p
n� 2
2

;

és a kritkus tartomány kétoldali alternativa esetén��t2(n�2)�� > �:
3. Az el½oz½o feladatban szerepl½o paraméterek # =

�
�1; �2; �1; �2; �

2
�
becsléséhez adjuk

meg a Fisher-féle információs matrixot.(10 pont)
Megoldás: A loglikelihood függvény

L# (Y 1; Y 2) = �
n1 + n2
2

log
�
2��2

�
� 1

2�2

"
n1X
k=1

[Y1;k � �1 � �1x1k]2 +
n2X
k=1

[Y2;k � �2 � �2x2k]2
#
;
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a �1 és �1szerinti di¤erenciál hányadosok

@

@�1
L# (Y 1; Y 2) =

n1
�2
�
Y 1� � �1

�
@

@�1
L# (Y 1; Y 2) =

n1
�2

h
(Y x)1� � �1x21�

i
�2 és �2 hasonló. A �

2 szerint pedig

@

@�2
L# (Y 1; Y 2) = �

n1 + n2
2�2

+
1

2�4

"
n1X
k=1

[Y1;k � �1 � �1x1k]2 +
n2X
k=1

[Y2;k � �2 � �2x2k]2
#
:

A Fisher-féle információs matrixot a második deriváltak várhatóértékének�1-szereséb½ol
kapjuk:

IF =

26666664

n1
�2 0 0 0 0

0 n1
�2 0 0 0

0 0 n1x21�
�2 0 0

0 0 0 n2x22�
�2 0

n1+n2
2�2

37777775 ;
látható, hogy az I�1F inverz matrix egyszerüen adódik.

4. Student vagy t-eloszlás k szabadság fokkal el½oáll a következ½o alakban

tk =
�q
�2k=k

ahol � 2 N (0; 1) és �2k függetlenek. Mi lesz a tk határeloszlása ha k !1? (5 pont)
Megoldás:Tekintettel arra, hogy �2k=k sztochasztikusan 1-hez tart tk ! N (0; 1)
eloszlásban.

5. Adjuk meg a H0 : A� = c, egyenletet az alábbi példához: Tekintsük az

Y = X� + "

lineáris modellt és vizsgáljuk a H0 : �j = bj0 hipotézist adott rögzített j esetén. (5
pont)

6. Bizonyítandó, hogy

Y 2�� =
X
i;j

Y 2ij = nkY��
2
+ n

kX
i=1

�
Y i� � Y ��

�2
+

k;nX
i;j=1

�
Yij � Y i�

�2
:

(5 pont)
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15. Fejezet Információmennyiségek és távolságok a statisztikában.

15. Fejezet
Információmennyiségek és távolságok
a statisztikában.

15.1 Shannon-féle információmennyiség.

Induljunk ki a statisztika Bayes-féle modelljéb½ol, azaz a (X;A;P = fP#; # 2 �g) minta-

térhez vegyük hozzá a (�; b) paramétertéren a # apriori eloszlását, amit Q-val jelölünk.

Tegyük fel, hogy a szóbanforgó mértékek mind domináltak és a megfelel½o Radon-Nikodym

deriváltakat p# ill q-val jelöljük. Ha most diszkrét valószín½uségi változókról van szó akkor

például

q (#) = P (� = #) ; p# (x) = P (X = x j � = #) ;

ennek megfelel½oen a paraméter aposzteriori eloszlása

P (� = # j X = x) =
P# (x) q (#)P
# p# (x) q (#)

;

lesz. Ha tehát a x meg�gyelést kaptuk akkor az eredeti q (#) valószín½uséghez képest

változott a # értékre vonatkozó ismeretünk mégpedig P (� = # j X = x)-re. A rögzített #

esetén ennek az információnak a mérése lehetne a q (#) és a P (� = # j X = x) különbsége

vagy a hányadosuk 1-hez való viszonya vagy a logaritmusuk különbsége stb. Mi most a

fX = xg eseménynek a f� = #g eseményre vonatkozó információ mennyiségén az

I�;X (#; x) = log
P (� = # j X = x)

P (� = #)
= logP (� = # j X = x)� logP (� = #)

logaritmusuk különbségét fogjuk érteni.

Mivel
P (� = # j X = x)

P (� = #)
=

P (� = #;X = x)

P (� = #)P (X = x)
ezért az információmennyiség szimmetrikus tehát a két esemény egymásra vonatkozó in-

formációjáról beszálhetünk. A kölcsönös információ megegyezése nem jelenti azt, hogy

mindkét esemény egymást azonos mértékben határozza meg. Azonos információ mennyi-

ség különböz½o eseményekre vonatkoztatva más és mást jelent. Legyen például A és B

két esemény úgy, hogy A � B. Ekkor P (B j A) = 1 és a megfelel½o információ menny-

iség log (1=P (A))azt jelenti a B eseményre vonatkozóan, hogy teljes mértékben meg van

határozva a bekövetkezése, ha ismeretes A bekövetkezése. Ez megfordítva természete-

sen nem így van, hacsak a két esemény 1 valószín½uséggel nem egyenl½o. A log (1=P (A))-t
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tekinthetjük úgy is mint az A esemény önmagára vonatkozó információját, azaz az A által

tartalmazott információt. Igy aztán a log 1=P (� = # j X = x) feltételes információnak

tekinthet½o, azaz

I�;x (#; x) = log (1=P (� = #))� log (1=P (� = # j X = x))

= I� (#)� I�=x (# j x)

A� valószín½uségi változóra nézve az I� (#) érték q (#) valószín½uség½u illetve a I�=x (# j x)

pedig P (� = #;X = x) valószín½uséggel jön szóba.

A

H (�) =
X

P (� = #) I� (#) = �
X

q (#) log q (#)

mennyiséget entrópiának, a

H (� j X) =
X
#;x

P (� = #;X = x) I�jx (#; x)

mennyiséget pedig feltételes entrópiának nevezzük.

A Shannon-féle információmennyiség pedig

I (�; X) = H (�)�H (� j X)

entrópiák különbsége.

I (�; X) tulajdonságai:

S1. Nemnegatív, I (�; X) � 0.
S2. Ha a T (X) statisztika illeszkedik (hasonló) a P eloszláscsaládhoz (a T (X) eloszlása
nem függ a # paramétert½ol) akkor

I (�; T (X)) = 0:

S3. A T (X) statisztika információmennyisége nem lehet nagyobb az X mintában lév½o
információnál,

I (�; T (X)) � I (�; X) :
S4. Ha T (X) elégséges statisztika akkor

I (�; T (X)) = I (�; X) :

Indoklás: faktorizációs tétel.

S5 Mivel
I (�; X) = EI�;X (�; X)

ezért szimmetrikus.
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15.2 Kullback-féle információ

Ha a #1 és a #2 paramétereket akarjuk megkülönböztetni az x meg�gyelés alapján, akkor

két széls½oséges eset van. Ha P#1 = P#2 , #1 6= #2 akkor különbséget tenni lehetetlen, ha

pedig a P#1 és P#2 mértékek tartói diszjunktak akkor pedig 1 valószín½uséggel lehet válasz-

tani #1 és #2 közül.Lásd az 5.1. Példát a 64 oldalon. Ezeket az eseteket a továbbiakban

kizárjuk.

A #1-re vonatkozó Kullback információnak a #2 mellett az x pontban a következ½o

mennyiséget nevezzük

I (#1 : #2;x) = log
p#1 (x)

p#2 (x)
Ez valójában nem más mint a Shannon-féle információ mennyiségek különbsége az x pont-

ban

I (#1 : #2; x) = I�;x (#1; x)� I�;x (#2; x) :

Ha most x szerint átlagolunk akkor a X v.v. szerint kapjuk a #1-re vonatkozó információt

#2-vel szemben.

IX (#1 : #2) = E#1I (#1 : #2; X) =

Z
X

I (#1 : #2; x) p#1 (x)� (dx) :

Példa 15.1 X = (X1; X2) kétdimenziós normális eloszlás N (0;�) paraméterekkel, ahol
a kovariancia mátrix

� =

"
�21; ��1�2

��1�2; �22

#
:

Legyen #1 =
�
�21; �

2
2; �
�
ahol � 6= 0, illetve #2 =

�
�21; �

2
2; 0
�
; ekkor

IX (#1 : #2) =
log
�
1� �2

�
2

:

Tehát a #1-ben lév½o információ a függetlenséggel szemben csak a � korrelációs együtthatótól
függ.

IX (#1 : #2) tulajdonságai:

K1. IX (#1 : #2) � 0, nemnegatív
K2. Tetsz½oleges T (X) statisztika esetén

IT (X) (#1 : #2) � IX (#1 : #2)
és �=�akkor és csak akkor van ha T (X) elégséges.

K3. Additív: ha X1 és X2 független meg�gyelések akkor

IX1;X2
(#1 : #2) = IX1

(#1 : #2) + IX2
(#1 : #2) :

K2 bizonyítása.
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15.2 Kullback-féle információ

IX (#1 : #2)� IT (X) (#1 : #2) = E#1 log
p#1(X)

p#2(X)
� E#1 log

r#1 (T (X))

r#2 (T (X))
ahol r#j (t) a T statisztika s½ur½uségfüggvénye a #j paraméter mellett. A t = T (X)

helyettestítés következtében az X eloszlása szerint kell számolnunk, ezért

IX (#1 : #2)� IT (X) (#1 : #2) =

Z
p#1(x) log

p#1(x)r#2 (T (x))

p#2(x)r#1 (T (x))
� (dx)

=

Z
g (x) log g (x)� (dx)

ahol

� (dx) =
p#2(x)r#1 (T (x))

r#2 (T (x))
� (dx) illetve

g (x) =
p#1(X)r#2 (T (x))

p#2(X)r#1 (T (x))

Könny½u észrevenni, hogy g (x) s½ur½uségfüggvény � (dx)-re vonatkozóan ezért a (15.20)

egyenl½otlenség következtében

IX (#1 : #2) � IT (X) (#1 : #2)

és az �=�szükséges és elégséges feltétele, hogy g (x) = 1 legyen azaz �-szerint majdnem

mindenütt
p#1(x)

p#2(x)
=
r#1 (T (x))

r#2 (T (x))
:

Ez viszont szükséges és elégséges feltétele annak, hogy T (X) elégséges legyen, hisz pon-

tosan ilyenkor lesz
p#(x)

r# (T (x))
#-tól független.

Ha f és g s½ur½uségfüggvények a � mérték szerint akkor érvényes a következ½o:

Lemma 48 Z
f (x) ln f (x)� (dx) �

Z
f (x) ln g (x)� (dx) : (15.20)

Egyenl½oség akkor és csak akkor fordulhat el½o ha f = g � majdnem mindenütt.

Bizonyítás: Azt kell belátnunk, hogy

0 �
Z
f (x) ln

g (x)

f (x)
� (dx) :

Mivel ln (1 + x) � x ha x � �1 ezért

ln
g

f
= ln

�
1 +

�
g

f
� 1
��

� g

f
� 1
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és egyenl½oség csak úgy fordulhat el½o ha g (x) = f (x) :

Most Z
f (x) ln

g (x)

f (x)
� (dx) �

Z
f (x)

�
g (x)

f (x)
� 1
�
� (dx)

=

Z
g (x)� (dx)�

Z
f (x)� (dx) = 0

és az egyenl½oség feltétele, hogy f = g � majdnem mindenütt.

1. Fisher-féle információmennyiség.

Legyen a # valós paraméter és tekintsük a #-ra vonatkozó Kulback információt a #+�#-

val szemben,

IX (# : #+�#) = E# log
p# (X)

p#+�# (X)
A log p# (x) loglikelihood függvényt Taylor sorba fejtjük

log p#+�# (x) = log p# (x) + �#
@

@#
log p# (x) +

(�#)2

2

@2

@#2
log p#X (x)

ahol #X 2 (# : #+�#). Innen

IX (# : #+�#) = �
(�#)2

2

Z
p# (x)

@2

@#2
log p#X (x) dx:

Bevezetjük a Fisher-féle információmennyiségre az

I (#) = �E#
@2

@#2
log p# (X) = E#

�
@

@#
log p# (X)

�2
= var

@

@#
log p# (X)

jelölést, és kapjuk, hogy

IX (# : #+�#) =
1

2
I (#) (�#)2 + �

�
(�#)2

�
:

Tehát a Fisher-féle információ a Kullback-féle információ 0-hoz tartásának sebességét

mutatja amikor a paraméter megváltozása végtelenül kicsi.

Az I (#) tulajdonságai.

F1. Nemnegatív, IX (#) � 0
F2. Tetsz½oleges T (X) statisztika esetén

IT (X) (#) � IX (#)

F3. T (X) elégséges statisztika akkor és csak akkor ha

IT (X) (#) = IX (#) ; # 2 �

F4. Ha T (X) illeszkedik a P eloszláscsaládhoz, akkor

IT (X) (#) = 0; # 2 �:
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F5. Ha X1 és X2 független meg�gyelések

IX1;X2
(#) = IX1

(#) + IX2
(#)

F2 bizonytítása. Jelöljük a T (X) statisztika s½ur½uségfüggvényét r#-val.

E#

�
@

@#
log p# (X)�

@

@#
log r# (T (X))

�2
IX (#) + IT (X) (#)� 2E#

@

@#
log p# (X)

@

@#
log r# (T (X))

Megmutatjuk, hogy

E#

�
@

@#
log p# (X) j T (X)

�
=
@

@#
log r# (T (X))

ugyanisZ
T�1(B)

@

@#
log p# (x) p# (x)� (dx) =

@

@#

Z
T�1(B)

p# (x)� (dx) =
@

@#

Z
B
r# (t)� (dt)

=

Z
B

@

@#
log r# (t) r# (t)� (dt)

=

Z
T�1(B)

@

@#
log r# (T (x)) p# (T (x))� (dx) :

Azt kaptuk, hogy

E#

�
@

@#
log p# (X)�

@

@#
log r# (T (X))

�2
= IX (#)� IT (X) (#)

ami F2 bizonyosságát jelenti.

F3 bizonyítása. Ha T (X) elégséges statisztika akkor

p# (x) = g# (T (x))h (x) :

Válasszuk most a domináló mértéket

� (B) =

Z
T�1(B)

h (x)� (dx)

-nek, így r# (t) = g# (t) és (*) azonosan 0.

Megfordítva, ha IX (#) = IT (X) (#) minden # 2 �-ra akkor

IX (#) = E#

�
@

@#
log p# (X)� E#

�
@

@#
log p# (X) j T (X)

��2
továbbá

E#

�
E#

�
@

@#
log p# (X) j T (X)

��2
= IT (X) (#)

ezért

E#

�
@

@#
log p# (X)� E#

�
@

@#
log p# (X) j T (X)

��2
= 0
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tehát
@

@#
log p# (x) = g# (T (x))

valamely g# függvényre, innen

log p# (x) = G (T (x) ; #) + h1 (x) :

Megjegyezzük, hogy amennyiben � � Rd, azaz a paraméter többdimenziós akkor a

Fisher-féle információs matrix de�níciója

IX (#) = E# [grad# log p# (X)]
0 [grad# log p# (X)]

= var (grad# log p# (X))

15.3 Távolságok

1. Kullback�Leibler-távolság

A Kullback információ alkalmas a #1 ill #2-höz tartazó eloszlások �távolságának�mérésére

is

�1 (P#1 ; P#2) = I (#1 : #2) =

Z
p#1 (x) log

p#1 (x)

p#2 (x)
� (dx) ;

amit Kullback�Leibler-távolságnak is szokás nevezni. �1 nem igazi távolság vagy metrika

hiszen nem szimmetrikus. A X 2 távolság alatt értjük a

�2 (P#1 ; P#2) = E#1

�
1� p#1 (x)

p#2 (x)

�2
=

Z
(p#1 (x)� p#2 (x))

2

p#1 (x)
� (dx)

kifejezést.

2. Hellinger-távolság

A Hellinger távolság pedig

�3 (P#1 ; P#2) =

Z �p
p#1 (x)�

p
p#2 (x)

�2
� (dx)

már szimmetrikus.

Ezek a távolságok alkalmasak becslések konstruálására illetve azok aszimptotikus visel-

kedésének tanulmányozására. Példaként említjük, hogy ha Pn jelöli a tapasztalati eloszlást

akkor láttuk, hogy a

d (P#; G) = �
Z
log p# (x)G (dx)

távolságból származott a maximum likelihood becslés, mégpedig a d (P#; Pn) minimal-

izálásával. Tekintettel arra, hogy

�1 (G;P#) =

Z
log

dG

d�
dG�

Z
log p#dG
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és itt az els½o tag független #-tól így a maximum likelihood becslés minimalizálja a �1 (Pn; P#)

Kullback-Leibler távolságot.

2.1. �2-távolság

A �2-távolság pedig ha diszkrét valószín½uségi változóról van szó ai értékkészlettel, akkor

�2 (P#; Pn) =
X
i

�
�i
n � p# (ai)

�2
p# (ai)

az u.n. �2 statisztika, ahol �i jelenti az ai értékek el½ofordulásának számát az n nagyságú

mintában.

3. Távolságok összehasonlítása

A távolságok mindegyikét kifejezhetjük a várható érték segítségével.

1. Kullback�Leibler-távolság

�1 (P#1 ; P#2) = E#1 log
p#1 (X)

p#2 (X)

2. �2-távolság

�2 (P#1 ; P#2) = E#1

�
1� p#1 (X)

p#2 (X)

�2
3. Hellinger-távolság

�3 (P#1 ; P#2) = E#1

 s
p#1 (X)

p#2 (X)
� 1
!2

A Hellinger távolságról könny½u észrevenni, hogy

�3 (P#1 ; P#2) = 2

�
1�

Z p
p#1 (X) p#2 (X)

�
amib½ol következik egyrészt, hogy

�3 (P#1 ; P#2) � 2

másrészt, hogy

E#1

s
p#2 (X)

p#1 (X)
= 1� 1

2
�3 (P#1 ; P#2) :

Azt már láttuk korábban, hogy független meg�gyelések esetén a Kullback�Leibler-távolság,

azaz az információ összadódik, azaz ha X1; X2; : : : ; Xn minta akkor

�1
�
Pn#1 ; P

n
#2

�
= n�1 (P#1 ; P#2) :
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15. Fejezet Információmennyiségek és távolságok a statisztikában.

A Hellinger távolság és a �2 másképpen viselkedik, nevezetesen

1 + �2
�
Pn#1 ; P

n
#2

�
= (1 + �2 (P#1 ; P#2))

n

1� 1
2
�3
�
Pn#1 ; P

n
#2

�
=

�
1� 1

2
�3 (P#1 ; P#2)

�n
ez utóbbi az (15.20) egyenl½oségb½ol következik, amihez hasonlóan

1 + �2
�
Pn#1 ; P

n
#2

�
=

"
E#1

�
p#2 (X)

p#1 (X)

�2#n
= [1 + �2 (P#1 ; P#2)]

n

A Kullback�Leibler távolság kis paraméter változás esetén kicsi, azaz ha r (�) =
1
2�1 (P#; P#+�) akkor

lim
�!0

r (�)

�2
=
I (#)

4
:

Ez a konvergenciasebesség érvényes mindhárom távolságra azzal a különbséggel, hogy

r (�) =
1

4
�2 (P#; P#+�) ill. r (�) = �3 (P#; P#+�)

az el½oz½oekb½ol következik, hogy

�3
�
Pn#1 ; P

n
#2

�
� n�3

�
P#1 ; P#2

�
ugyanis az 1� �n � (1� �)n egyenl½otlenségbe (� 2 [0; 1]) helyettesítsük a

� = 1� 1
2
�3 (P#1 ; P#2) -t:

Ha a valószín½uségi mértékek P#1 ; P#2 közel vannak egymáshoz akkor

�1 (P#1 ; P#2) � 1

2
�2 (P#1 ; P#2)

�2 (P#1 ; P#2) � 4�3 (P#1 ; P#2) :

Ez utóbbi következik abból is, hogy

�2 (P#1 ; P#2) =

Z
(p#1 � p#2)

2

p#1
d� =

Z �p
p#1 �

p
p#2
��
1 +

r
p#2
p#1

�2
d�

másrészt

�2 (P#1 ; P#2) � �3 (P#1 ; P#2) :

Továbbá

�1 (P#1 ; P#2) � �3 (P#1 ; P#2)

valóban mivel log (1 + x) � x ezért

log
p#2
p#1

= 2 log

�
1 +

�r
p#2
p#1

� 1
��

� 2
�r

p#2
p#1

� 1
�

tehát

�1 (P#1 ; P#2) = � log
p#2
p#1
p#1d� � �2

�Z
p
p#1p#2d�� 1

�
= �3 (P#1 ; P#2) :
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16. Fejezet Bayes becslés

16. Fejezet
Bayes becslés
A statisztikai becslés feladatát tekintsük egy kicsit általánosabban. Tekintsük az

fX;A; P# # 2 �g statisztikai kísérletet. Ahol az X mintatér a statisztikai meg�gyelések

tere lehet pl. a folytonos függvények tere valamely intervallumon vagy a korábbi minta-

vételezésnek megfelel½oen (x1; x2; : : :) számsorozatok tere stb. A P# mérték sem feltétlenül

származik független meg�gyelésekhez tartozó mértékekb½ol. Tegyük fel , hogy a # paraméter

g (#) függvényét szeretnénk becsülni ahol g a (�;B)mérhet½o teret képezi le (Y;B)mérhet½o

térre. Keresünk tehát egy T (x) statisztikát amelynek értékkészlete (Y;B) térbe esik és

valamilyen értelemben közel esik g (#)-hoz. Ebb½ol a célból bevezetünk egy Y � Y-on

értelmezett valós nennegatív W függvényt amit veszteségfüggvénynek nevezünk.

Adott X és # esetén a veszteség W (T (X) ; g (#)) lesz, ha most az X el½ofordulása

szerint átlagolunk akkor az

RW (T; #) = E#W (T (X) ; g (#))

rizikófüggvényhez jutunk.

A veszteségfüggvények célszer½uen leggyakrabban az alábbi függvényosztályból kerülnek

ki, ha � � Rk:
1. W (u; #) = w (u� #)� (#)
2. w (u) ; Rk-n rtelmezett nemnegatív valós függvény, w (0) = 0, folytonos és nem
azonosan 0.

3. w szimmetrikus, vagyis w (�u) = w (u) :
4. fu : w (u) < cg halmaz konvex minden c > 0 esetén és korlátos ha c elég kicsi.

A fenti w veszteség függvények között leggyakrabban a � (#)w (ju� #j) típus használa-

tos. Ekkor

inf
T
R (Q;T ) = inf

T

Z �Z
� (#)w (jT (x)� g (#)j)Q (d# j x)

�
pQ (x)� (dx)

�
Z
inf
T

�Z
� (#)w (jT (x)� g (#)j)Q (d# j x)

�
pQ (x)� (dx)

=

Z �Z
� (#)w

���� bTQ (x)� g (#)����Q (d# j x)� pQ (x)� (dx)
= R

�
Q; bTQ� � inf

T
R (Q;T )

Példa:
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16.1 Bayes- és minimax becslések

1. Legyen (X1; X2; : : : ; Xn) Bernoulli eloszlásból származó minta # 2 (0; 1) paraméter-

rel. Tegyük fel, hogy # apriori béta eloszlású, azaz B (a; b)#a�1 (1� #)b�1 a s½ur½uségfügg-

vénye. Ekkor az aposzteriori s½ur½uség

#nx (1� #)n�nx #a�1 (1� #)b�1 � const

vagyis # aposzteriori béta eloszlású a + nX és b + n � nX paraméterekkel. Ennek

megfelel½oen a Bayes becslés

bT� (x) a+ nX
a+ b+ n

=
a
n +X
a+b
n + 1

hisz az (a; b) paraméter½u béta-eloszlás várható értéke a
a+b : Megjegyezzük, hogy

bT� (x)
aszimptotikusan X:

2. Legyen X1; X2; : : : ; Xn független azonos exponenciális eloszlású # > 0 paraméterrel.

A # pedig apriori � (�; p) eloszlású

�p

� (p)
xp�1e��x x > 0

s½ur½uségfüggvénnyel. A # aposzteriori eloszlása

#ne�nX##p�1e��# � const

azaz �
�
�+ nX; n+ p

�
: A Bayes becslés pedig

bT� (x) = n+ p

�+ nX
:

Ha B1; B2; : : : teljes eseményrendszer akkor a Bayes formula

P (Bi j A) =
P (A j Bi) � P (Bi)P1
i=1 P (A j Bi)P (Bi)

:

16.1 Bayes- és minimax becslések

A Bayes becslés. Tételezzük fel, hogy az (X; b;P = fP#; # 2 �g) mintaterünk esetén a �

egy paralelepipedon. Rk-ban és a Borel-halmazai G �-algebráján adott egy, a meg�gyelést

megel½oz½oen adott, u.n. apriori Q valószín½uségi mérték. Ezt a statisztikai modellt úgy is

interpretálhatjuk, hogy az (X; b) � (�;G) téren adott egy P valószín½uség amelyre fenn-

áll, hogy P (X�G) = Q (G) minden G 2 G esetén, és az (x; #) sztochasztikus elemnek

csak az x komponensét tudjuk meg�gyelni és ez alapján szeretnénk következtetni a nem

meg�gyelhet½o # komponensre. Ekkor a P valószín½uségcsaládnak a P (A j #) feltételes
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16. Fejezet Bayes becslés

u.n. apriori valószín½uségek felelnek meg. Ha F (x j #) és F (#) jelölik a megfelel½o apriori

eloszlásokat akkor a Bayes formula szerint kapjuk az

F (# j x) = F (x j #)F (#)R
� f (x j #) dF (#)

aposzteriori eloszl�st illetve a

f (# j x) = f (x j #) q (#)R
� f (x j #) q (#) d#

aposzteriori s½usr½uséget, amennyiben létezik az (x j #) sztochasztikus elemnek a s½ur½usége,

s½ot dP � � (dx) � d# ahol d# a Lebesque mérték és q = dQ=d#. A Bayes módszer

szerint tehát felhasználhatjuk a # paraméterre vonatkozó el½ozetes információnkat, amit a

Q apriori valószín½uség segítségével fogalmazunk meg, és a kapott x meg�gyelés után a #

paraméter aposzteriori eloszlását a Bayes formula szolgáltatja.

Olyan W veszteségfüggvényt tekintünk meg amely

W (bg (x) ; #) = � (#)w �kbg (x)� g (#)k2�
alakú, w (0) = 0 és monoton nem csökken, � (#) � 0 véges mérhet½o függvény, a k�k2 pedig

az euklideszi normát jelöli. A korábbi de�níciónak megfelel½oen a g (#) paraméterfüggvénybg (x) becslésének a rizikófüggvénye
RW (bg; #) = Z

X

� (#)w
�
kbg (x)� g (#)k2� f (x; #)� (dx) :

Ebb½ol kapjuk az apriori rizikó függvényt:

RW (bg;Q) = Z
�

RW (bg; #)Q (d#)
A Fubini-tétel szerint

RW (bg;Q) =

Z
��X

� (#)w
�
kbg (x)� g (#)k2� f (x; #) (� (dx)� d#) =

=

Z
X

f (x)

Z
�
� (#)w

�
kbg (x)� g (#)k2� dF (#=x)� (dx) :

Ez utóbbi formulában szerepl½oZ
�
� (#)w

�
kbg (x)� g (#)k2� dF (#=x)

függvényt aposzteriori rizikófüggvénynek nevezzük.

De�níció: A g (#) paraméterfüggvény becsléseinek egy D osztályában azt a eg becslést
nevezzük Bayes becslésnek amely minimalizálja az aposzteriori rizikó függvényt, azazZ

�
� (#)w

�
kbg (x)� g (#)k2� dF (#=x) = infbg2D

Z
�
� (#)w

�
kbg (x)� g (#)k2� dF (#=x) :
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Feladat: Bizonyítsuk be, hogy a Bayes becslés minimalizálja az apriori rizikófüggvényt

is! (Használjuk fel a Fatou-lemmát!)

Tétel 49 Legyen speciálisan a � (#) � 1, w
�
kbg � gk2� = kbg � gk2 és Rw (bg;Q) < 1

ekkor a Bayes becslést egyszer½uen számolhatjuk a

eg (x) = E (g (#) j x) = Z
�
g (#) dF (#=x)

formula segítségével.

Bizonyítás: A tétel állítása a

E
�
kbg (x)� g (#)k2 j x� � E �kE (g (#) j x)� g (#)k2 j x�

egyenl½otlenségb½ol következik.

Ha létezik az (x; #) együttes s½ur½uségfüggvénye akkor a Bayes becslést a

eg (x) = Z
�
g (#)

f (x=#) q (#)R
� f (x=#) q (#) d#

d#

formula adja.

Tétel 50 Amennyiben � � R1 és � (#)w
�
kbg � gk2� = � (#) jbg � gj2 akkor

eg (x) = E (� (#) g (#) j x)
E (� (#) j x)

Bizonyítás: Vegyük �gyelembe, hogy az

E
�
� (#) jbg � gj2 j x� = bg2E (� (#) j x)� 2bgE (g (#)� (#) j x) + E �� (#) g2 (#) j x�

kifejezés minimuma bg-ben a eg-nál van.
A minimax becslés: Tekintsük az (X; b;P) P = fP#; # 2 �g mintateret az RW (bg; #)

rizikófüggvénnyel. A minimax becslése g (#)-nak becslések egy D osztályában az a g�

becslés lesz amely a # paraméter szerint maximális rizikó értékét minimalizálja.

De�níció: A g� (x) a g (#) minimax becslése, ha

sup
#2�

RW (g
�; #) = infbg2D sup#2�

RW (bg; #) :
A minmax becslések megadása általában elég bonyolult feladat, mi most mutatunk

néhány esetet amikor a Bayes becslés segítségével eredményre jutunk.

Tétel 51 Legyen a Qk apriori eloszlásnak megfelel½o Bayes becslés egk. Ha a g� becslésre
fenn áll az

E#W (g�; #) � lim
k

Z
�
E#W (egk; #)Qk (d#)
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16. Fejezet Bayes becslés

egyenl½otlenség minden # 2 � esetén, akkor g� minimax becslés.

Bizonyítás: Tetsz½oleges bg becslés esetén
sup
#
E#W (bg; #) � Z

�
E#W (bg; #)Qk (d#) � Z

�
E#QW (egk; #)Qk (d#) :

Igy aztán

sup
#
E#W (bg; #) � lim

k

Z
�
E#W (egk; #)Qk (d#) � E#W (g�; #)

Tétel 52 Legyen a g� Bayes becslése g (#)-nak a Q apriori eloszlás esetén és �0 (� �)-al
jelöljük a Q tartóját ( suppQ). Ha

E#W (g�; #) � c # 2 �0; és
E#W (g�; #) � c # 2 �

akkor g� minimax becslés.

Bizonyítás: Mivel sup#E#W (g�; #) � c =
R
�E#W (g�; #)Q (d#) ezért az el½oz½o tétel

feltételei teljesednek.

Feladat: Legyen x = (y1; : : : ; yn) az yi � k független azonos eloszlású valószín½uségi

változók, yi � N (#; 1). Bizonyítsuk be, hogy az y mintaközép minimax becslése #-

nak. Útmutatás: a Qk = N (0; k) apriori eloszlás szerint adjuk meg el½oször a e#k Bayes
becsléseket.

177





17. Fejezet Megoldások

17. Fejezet
Megoldások

17.1 Házi feladat 1

Feladat 17.1 Mosogatószer adagolás során két gépet használnak. A müanyag �akkonok-
ban az alábbi mennyiségeket mérték.
1. gép: 30,876 30,87 30,776 30,744 30,863 30,606 30,772 30,857 30,656 30,896 30,747 31,02
2. gép: 30,832 30,886 30,73 30,534 30,529 30,611 30,725 30,337 30,61 30,655

1. Azonos-e a két gép által töltött mennyiségek várható értéke?
Megoldás: Kétmintás t-próba, a minták függetlenek, a szórások azonosnak tekinthet½ok
(p-ertek: 0; 381), várható értékek különböz½ok 0; 05 szinten, (megegyez½ok 0; 01 szin-
ten, de ez kevés).

2. Adjunk meg 90 ill.95 %-s kon�dencia intervallumokat a várható értékek különbségére.
Megoldás: 90 %-s kon�dencia intervallum: (0; 06152; 0; 2625), ill.95 %-s kon�dencia
intervallum: (0; 0405; 0; 2836), lásd az SPSS táblázatot.

Feladat 17.2 15 feln½ott, 35-50 év közötti, vett részt az alábbi kisérletben. A teljes vér-
koleszterin szint mérése után három hónapig aerobik gyakorlaton vettek részt, majd ismét
megmérték a koleszterin szintjüket. Alátámasztja-e ez a kisérlet azt a feltételezést, hogy
a rendszeres testmozgás csökkenti a a koleszterin szintet?
Megoldás: Igen, kétmintás t-próba, a minták nem függetlenek, a nulhipotézist, hogy a
várhatóértékek egyenl½ok el kell vetni, mert a szigni�kancia szint 0.

Feladat 17.3 Y = (Y1; Y2; : : : ; Yn) 2 N
�
#; �2In

�
, Qi = (Y � #)0 Pi (Y � #) =�2. Ha

Qi 2 X 2ri , és Q1 �Q2 � 0, akkor Q1 �Q2 és Q2 függetlenek valamint Q1 �Q2 2 X 2r1�r2 .
Megoldás: A Pi matrixok szimmetrikusak és idempotensek, hiszen Qi 2 X 2ri . Mivel
Q1 � Q2 � 0, azaz nemnegativ de�nit ezért P1 � P2 nemnegativ de�nit továbbá P1P2 =
P2P1 = P2 és P1 � P2 idempotens a P1 � P2 szimmetrikus is tehát Q1 � Q2 2 X 2r1�r2 , a
szabadság fok a tr (P1 � P2) = r1 � r2 -b½ol következik (lásd 31 old.-on a 2.4 fejezet-et).

17.2 Házi feladat 2

1. Számoljuk ki a házárak lineáris regresszióját a helyi éves ingatlan adóra vonatkoztatva.
(Az adatok mellékelve.)
Megoldás: Legyen Y = price, X = tax,

Y = 211; 59 + 1; 09X + e;

s = 185; 436:
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17.3 Házi feladat 3

Megjegyezzük, hogy mindkét együttható statisztikailag különbözik nullától ( p-érték
0).

2. Határozzuk meg a �2 maximum likelihood becslését és annak várhatóértékét.
Megoldás: Induljunk ki a

f (Y1; Y2; : : : ; Yn) =

�
1

2��2

�n=2
exp

�
� 1

2�2


Y �X�

2� ;

likelihood függvényb½ol és di¤erenciáljuk �2-szerint a logaritmusát. A

� n

2�2
+

1

2�4


Y �X�

2 = 0;

likelihood egyenletet kapjuk. Helyettesítsük be a � maximum likelihood becslését és
fejezzük ki �2-et: c�2 = 1

n




Y �Xb�


2 :
Észrevesszük, hogyc�2 = n

n�ps
2, és így Ec�2 = n

n�p�
2, tehát torzított becslés, ugyanakkor

aszimptotikusan torzitatlan
lim
n!1

c�2 = �2:
3. Mutassuk meg, hogy b� és s2 függetlenek.
Megoldás: Tudjuk, hogy

b� =
�
X

0
X
��1

X
0
Y ;

s2 =
1

n� 1




Y �Xb�


2 ;
valamint b� és Y �Xb� is normális eloszlásuak. Ha megmutatjuk, hogy korrelálatlanok
akkor ebb½ol következik a függetlenségük, de s2 a Y � Xb�-függvénye ezért b� és s2 is
függetlenek. Tehát a feladat az, hogy számoljuk ki a b� és Y �Xb� kovarianciáját:

Cov
�b�; Y �Xb�� = E

�b� � ���Y �Xb��0
= E

��
X

0
X
��1

X
0 �
X� + "

�
� �

��
Y �Xb��0

=
�
X

0
X
��1

X
0
E"Y 0

�
I �X

�
X

0
X
��1

X
0
�0

= �2
�
X

0
X
��1

X
0
�
I �X

�
X

0
X
��1

X
0
�

= �2
�
X

0
X
��1

X
0 � �2

�
X

0
X
��1

X
0
X
�
X

0
X
��1

X
0

= 0:

17.3 Házi feladat 3
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Feladat 17.1 Végezzük el a ház-árak lineáris regressziós vizsgálatát, beleértve a mod-

ell ellen½orzést is, amikor a helyi éves ingatlan adót tekintjük az eladott házak árai füg-

gvényében úgy, hogy els½o lépésként mindkét változó logaritmusát vesszük. Indokoljuk a

kapott eredményt.

Megoldás: Legyen Y = log (tax), X = log (price),

Y = �; 65 + 1; 04X + e;

s = 0; 196:

Tekintettel arra, hogy a c�0 szigni�kancia szintje ; 12, elfogadjuk azt a null-hipotézist
miszerint �0 = 0. Igy a

Y = 0; 95X + e;

s = 0; 198;

egyenletet kapjuk. A logaritmus megoldja azt a problémát, hogy a Y = tax szórásnégyzete

nem állandó. Az alábbi (tax; price) ábra mutatja, hogy a nagyobb price értékekhez nagy-

obb szórás tartozik.

TAX szórásnégyzete nem állandó
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17.3 Házi feladat 3

A (log (price) ; log (tax)) ábra mutatja, hogy a log (tax) szórása állandó.

A log (tax) szórása állandó

A lineáris regresszió további feltételeinek ellen½orzéséhez tekintsük az e hisztogrammját,

ill. a

Feladat 17.2 Indokoljuk a 


Y �X1b�1


2 � 


Y �Xb�


2 ;
egyenl½otlenséget.

Megoldás: Induljunk ki a bal oldalból


Y �X1b�1


2 = min
�
1
2Rq




Y �X1�1


2
= min

�;�
2
=0



Y �X�

2
� min

�2Rp



Y �X�

2
=




Y �Xb�


2 :
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17. Fejezet Megoldások

17.4 Házi feladat 4

1. Igazoljuk, hogy P1 is és P �P1 is szimmetrikus és idempotens valamint PP1 = P1P =
P1, ezért tehát P � PH is az, lsd. fenti jelöléseket.
Megoldás: Mivel

P = X
�
X

0
X
��1

X
0
;

P1 = X
�
X

0
X
��1

A0
�
A
�
X

0
X
��1

A0
��1

A
�
X

0
X
��1

X
0
;

tehát P1 szimmetrikus,

P 21 = X
�
X

0
X
��1

A0
�
A
�
X

0
X
��1

A0
��1

A
�
X

0
X
��1

X
0
X
�
X

0
X
��1

A0
�
A
�
X

0
X
��1

A0
��1

�A
�
X

0
X
��1

X
0

= X
�
X

0
X
��1

A0
�
A
�
X

0
X
��1

A0
��1

A
�
X

0
X
��1

A0
�
A
�
X

0
X
��1

A0
��1

A
�
X

0
X
��1

X
0

= X
�
X

0
X
��1

A0
�
A
�
X

0
X
��1

A0
��1

A
�
X

0
X
��1

X
0

= P1:

A (P � P1)2 kiszámításához el½oször nézzük a

PP1 = X
�
X

0
X
��1

X
0
X
�
X

0
X
��1

A0
�
A
�
X

0
X
��1

A0
��1

A
�
X

0
X
��1

X
0

= X
�
X

0
X
��1

A0
�
A
�
X

0
X
��1

A0
��1

A
�
X

0
X
��1

X
0

= P1;

hasonóan P1P = P1, így aztán

(P � P1)2 = P 2 � PP1 � P1P + P 21
= P � P1:

Ebb½ol következik, hogy P � PH is szimmetrikus és idempotens, hiszen P � PH = P1:
2. A Város pert nyert, sikerült bebizonyítania, hogy a Briks társaság, aki a parkolási
dijjakat szedte be lopott. A mellékelt adatok alapján becsüljük meg (beleértve a
95% con�dencia intervallumot is) mennyivel rövidítette meg, havonkénti bontásban
(és összesen) a Briks társaság a Város parkolásból származó bevételét.
Megoldás: Jelöljük Y 1 -el a CON változót ésX1 -el a CITY változót amikorBRIK0s =
1, és Y 0 -val a CON változót és X0 -val a CITY változót amikor BRIK0s = 0.

Y 0 =
b�
0;0
+ b�

0;1
X0 + e;

a b�
0;0
statisztikailag 0 -nak tekinthet½o mert a hozzá tartozó szigni�kancia érték nagy

(0,4624) . A
Y 0 =

b�
0;1
X0 + e;
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17.4 Házi feladat 4

regressziós modell az X1 -hez hozzárendel bY 1 el½orejelzést. Ebb½ol számítható a L =bY 1 � Y 1, ami a lopásnak tulajdonítható. Az bY 1 el½orejelzéshez tartozik a bY 1;k �
tn�1 (�=2)

r
s20

h
1 +Xk;: (X

0X)�1X 0
k;:

i
kon�dencia intervallum, (LICI_1; UICI_1)

-el van jelölve az SPSS-ben, tekintettel arra, hogy bY 1 független Y 1 -t½ol, (csak Y 0-
tól függ) ezért a L-re vonatkozó kon�dencia intervallum Lk � tn�1 (�=2) sL;k, ahol
t22 (0; 025) = 2; 07, sL;k a Lk szórása. s2L;k = s20

h
1 +Xk;:

�
X

0
X
��1

X 0
k;:

i
+ s21; ahol

s21 a BRIK0s = 1 értékekhez tartozó regresszió rezidumának a szórásnégyzete. A

s20

h
1 +Xk;:

�
X

0
X
��1

X 0
k;:

i
értékeket (LICI_1; UICI_1) kon�dencia intervallum értékeiból

számolhatjuk,

s20

�
1 +Xk;:

�
X

0
X
��1

X 0
k;:

�
=

�
UICI_1� LICI_1

2t22 (0; 025)

�2
:

A s1 meghatározásához a

Y 1 =
b�
1;0
+ b�

1;1
X1 + e;

regressziós illesztést tekintjük, b�
1;0
ismét statisztikailag 0 -nak tekinthet½o mert a hozzá

tartozó szigni�kancia érték nagy (0; 16). A

Y 1 =
b�
1;1
X1 + e;

illesztésb½ol kapjuk s1 = 150066. Végül

t22 (0; 025) sL;k =

s�
UICI_1� LICI_1

2

�2
+ [t22 (0; 025)]

2 s21

Összes lopás és kon�dencia intervalluma: �$12:116:357 � $2:385:725 � $16:887:810.

L és a con�dencia intervalluma
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3. Mutassuk meg, hogy


X �b� � �
1

�


2 = 


X �b� � b�
H

�


2 + 


X �b�
H
� �

1

�


2 :
Megoldás Mivel


X �b� � �

1

�


2 =



X hb� � b�

H

i
�X

hb�
H
� �

1

i


2
=




X �b� � b�
H

�


2 + 


X �b�
H
� �

1

�


2 � 2 hb� � b�
H

i0
X 0X

hb�
H
� �

1

i
;

tehát azt kell megmutatni, hogyhb� � b�
H

i0
X 0X

hb�
H
� �

1

i
= 0;

valóban b� � b�
H
= �

�
X

0
X
��1

A0
�
A
�
X

0
X
��1

A0
��1 �

c�Ab�� ;
továbbá hb� � b�

H

i0
X 0X = �

�
c�Ab��0 �A�X 0

X
��1

A0
��1

A

így aztánhb� � b�
H

i0
X 0X

hb�
H
� �

1

i
= �

�
c�Ab��0 �A�X 0

X
��1

A0
��1

A
hb�
H
� �

1

i
= �

�
c�Ab��0 �A�X 0

X
��1

A0
��1 h

Ab�
H
�A�

1

i
= 0:

17.5 Házi feladat 5

1. Mutassuk meg, hogy

R2 = 1� e0e�
Y � Y

�0 �
Y � Y

�
=

�bY � Y �0 �bY � Y ��
Y � Y

�0 �
Y � Y

� :
Megoldás: Mindenek el½ott vegyük észre, hogy Y = bY , (e = 0)�

Y � Y
�0 �bY � bY � =

�
Y � bY + bY � Y �0 �bY � bY �

=
�bY � Y �0 �bY � Y �

=



bY � bY 


2 ;

hiszen �
Y � bY �0 �bY � Y � = e0 bY � e0Y = 0:
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ezért

R2 =




bY � bY 


2

Y � Y 

2
= 1�




bY � bY 


2 � 

Y � Y 

2

Y � Y 

2 :

Azt kell még belátnunk, hogy


bY � bY 


2 � 

Y � Y 

2 = e0e = 


Y � bY 


2 ;
ehhez induljunk ki az

Y � Y 

2 =




Y � bY + bY � Y 


2
=




Y � bY 


2 + 


bY � bY 


2 ;
egyenl½oségb½ol, tekintettel a már egyszer bizonyított�

Y � bY �0 �bY � Y � = 0;
egyenl½oségre.

2. A mellékelt táblázat 25 autó fogyasztását és más paramétereit tartalmazza. (Forrás:
Motor Trend, 1975). (a) Vizsgáljuk regressziós modell segitségével a fogyasztás füg-
g½oségét a többi paraméterekt½ol (pl. lökettérfogat :x1stb). (b) Becsüljük a .�2�et. (c)
Mennyi lesz a várható fogyasztása a egy 300 cubicinch-es autónak, ha a karburátora 2
barell-es? (d) Mely független változók a legfontosabbak a fogyasztás szempontjából?
Megoldás: (a) Mind a korrelációs matrix mind a változók páronkénti ábrázolása
mutatja, hogy a x1; x2; x3 és a x8; x9; x10 regresszorok egymással igen szoros lineáris
kapcsolatban vannak, ezért az x1-et ill. a x9-et fogjuk ezen csoportok reprezentán-
sainak tekinteni, �gyelembe véve a jelent½oségüket is (lökettérfogat ill. szélesség) a
fogyasztás szempontjából, megjegyezzük, hogy a súlyt azért nem választottuk mert a
. lökettérfogattal lineáris kapcsolatban van. Els½o lépésként a Forward eljárást futat-
tuk eredményül a modell csak az x1-et tartalmazza, R2 = 0; 811. A Backward eljárás
el½oször az x9-et zárja ki és közben az R2 értéke nem változott (0; 840), aztán sorrend-
ben x5; x7; x4; x6, a végs½o modell ismét csak az x1-et tartalmazza. Az x1; x6; x4; x7;
x5-regresszorokkal futtajuk az Enter eljárást, amikor minden változó benn marad a
modellbe. Eredményül a

Y = �0 + �1x1 + �2x6 + �3x4 + �4x7 + �5x5 + ";

modellt kaptuk, b� = (17; 47;�0; 055; 2; 12; 1; 02; 1; 83;�2; 06)0, s = 2; 626; R2 = 0; 84.
A legfontosabb változók sorrendben x1; x6; x4; x7; x5:
(b) s2 = (2; 626)2 ;
(c) A várható fogyasztás: 19; 30081 Miles/gallon

3.Adjuk meg az A� = c, egyenletet az alábbi példákhoz.
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Példa 17.1 Legyen � = (�1; �2) és H0 : �1 = �2;
Megoldás: A = [1;�1] ; c = 0:

Példa 17.2 Legyen U1; U2 : : : ; Un1 független azonos N
�
�1; �

2
�
eloszlású és V1; V2 : : : ; Vn2

független azonos N
�
�2; �

2
�
eloszlású valószín½uségi változók. Vizsgálandó a H0 : �1 = �2

hipotézis. (Írjuk fel a lineáris regressziót erre az esetre.) Mi lesz a lineáris regresszió által
nyújtott próbastatisztika, hasonlítsuk ezt össze a kétmintás t-próbával.
Megoldás: A lineáris regresszió: Y = [U1; U2 : : : ; Un1 ; V1; V2; : : : ; Vn2 ]

0 ;

X =

"
1 � � � 1 0 � � � 0

0 � � � 0 1 � � � 1

#0
; � = [�1; �2]

0

Y = X� + ":

ezért A = [1;�1] ; c = 0:

Példa 17.3 Tekintsük az
Y = X� + "

lineáris modellt és vizsgáljuk a H0 : �j = bj0 hipotézist adott rögzített j esetén.
Megoldás: A = [0; : : : ; 1; : : : ; 0]

(j)

; c = bj0 :

Példa 17.4 Lineáris skalár regresszió. Legyen

Y i = �0 + �1Xi + "i

és vizsgáljuk a H0 : �0 = 0 hipotézist.
Megoldás: A = [1; 0] ; c = 0:

Példa 17.5 Az
Y = X� + "

lineáris modell esetén vizsgálandó a

H0 : �1 = �2 = : : : = �p�1 = 0

hipotézis.
Megoldás: A = [0; Ip�1](p�1)�p ; c = 0:

17.6 Házi feladat 6

1. Bizonyítandó, hogy

Y 2�� =
X
i;j

Y 2ij = nkY��
2
+ n

kX
i=1

�
Y i� � Y ��

�2
+

k;nX
i;j=1

�
Yij � Y i�

�2
:
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Megoldás: Átrendezve a bal oldalX
i;j

Y 2ij � nY��
2
=
X
i;j

�
Yij � Y��

�2
;

most ha hozzávesszük a �Y i�-ot és négyzetre emelünk akkor a jobb oldalt kapjuk + a
kétszeres szorzat, viszont

k;nX
i;j=1

�
Yij � Y i�

� �
Y i� � Y ��

�
=

kX
i=1

�
Y i� � Y ��

� nX
j=1

�
Yij � Y i�

�
;

de
nX
j=1

�
Yij � Y i�

�
= Yi� � nY i� = Yi� � Yi� = 0:

2. Zuhanyzó rózsák által kibocsátott radon gáz mennyiségére a következ½o kisérletet végezték,
Environment International (Vol. 18,No. 4, 1992). Hat különböz½o lyukátmér½oj½u (ori-
�ce) zuhanyzó rózsát vizsgáltak miközben radonnal dusított vizet folyattak át rajtuk.
A mérés eredményét az alábbi táblázat tartalmazza.

a. A lyuk-átmér½ok befolyásolják-e a radon kibocsátás százalékos átlagát? (� = 0; 05
szinten)
b. Mennyi az F -érték és a hozzátartozó P -érték?
c. Teljesednek-e a szórásanalízis feltételei?
d. Határozzuk meg az 1; 40 lyukátmér½ohöz tartozó várhatóérték 95%-os kon�dencia
intervallumát.
Megoldás: a. Igen, p-érték 0. b. F = 30; 85, P = 0. c. A szórások egyenl½oek p-érték,
0; 33, a maradékok függetlenségét mutatja az alábbi ábra.
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A maradékok a radon függvényében

A normalitás az alábbi P-P ábra szerint, elfogadható tekintettel a kis mintanagyságra

a c. b� + b�1;40 = 65; kon�dencia intervallum: (62; 15; 67; 847) ; mint paraméter. (Ha
minta akkor a kon�dencia intervallum: (59; 336; 70; 663).)

3. Bonus. Tételezzük fel, hogy négy különböz½o szempont szerint akarunk mintát venni.
Tudjuk, hogy az eloszlás normális, �2 = 25, a várható értékek pedig �1 = 50, �2 =
60, �3 = 50, �4 = 50. Mekkora mintanagyság szükséges, ha mindegyik csoportból
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ugyanannyi mérést végzünk, legalább 0; 9 valószínüséggel akarjuk elvetni az egyenl½o
várható értékek hipotézisét és � = 0; 05 szinten elfogadni.
Megoldás: a1 = a3 = a4 = �2; 5; a2 = 7; 5;

P4
i=1 a

2
i = 75; � = n

�2
P4
i=1 a

2
i = 3n.

Ha n = 6, akkor a F3;4(n�1) (�) a 0; 1�kvantilise 3; 2476 és a F3;4(n�1) eloszlásfüggvény
értéke 3; 2476-nél 0; 0435 (ha n � 5 akkor ez nagyobb 0,05-nél) tehát a mintanagyság
legalább 6 kell legyen.

2 3 4 5 6 7 8 9 10 11 12
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0,05 szint½u kritikus tartomány valószín½usége a mintanagyság függvényében

0 2 4 6 8 10
0

0.1
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0.5

0.6

0.7

0.8

0.9

1

n=5

n=7

F3;4(n�1) eloszlás függvény (szaggatott vonal)
és a nemcentrális F3;4(n�1) (3n) eloszlás függvény
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17.7 Házi Feladat 7

1. A fenti példa esetén:
Ellen½orizzük le azt a hipotézist van-e kölcsönhatása az elemfajtának és a zenének.
Nincs sig = 0; 494
Ellen½orizzük le azt a hipotézist van-e hatása az elemfajtának
Van sig = 0; 038
Ellen½orizzük le azt a hipotézist van-e hatása a zenének.
Nincs sig = 0; 798
A szórások azonosságára vonatkozó hipotézist minden esetben el tudjuk fogadni, igen
valószín½u a normalitás is, viszont a függetlenség kérdéses.

2. Konstruáljuk meg a próbastatisztikát ha kölcsönhatás nélküli kétszeres osztályozás ese-
tén a

H0 :
X̀
i=1

a2i =
mX
j=1

b2j = 0; �2 > 0

hipotézist akarjuk leellen½orizni.
Megoldás: A modell

EYij = �+ ai + bj ;X̀
i=1

ai =

mX
j=1

bj = 0:

A paraméterek becslései

b� =
1

`mn

`;m;nX
i;j;k=1

Yijk = Y ���;

bai = Y i�� � Y ���;bbj = Y �j� � Y ���:
A meg�gyelés becslései bY i;j = b�+ bai +bbj

= Y i�� + Y �j� � Y ���;
és bY H = b�:
Az

RSSH �RSS =



Y � bY H


2 � 


Y � bY 


2

=



bY � bY H


2

= n

`;mX
i;j=1

�
Y i�� + Y �j� � 2Y ���

�2
;

RSS =



Y � bY 


2

=

`;m;nX
i;j;k=1

�
Yijk � Y i�� � Y �j� + Y ���

�2
:
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A próbastatisztika

F =
RSSH �RSS

RSS

N � p
q

=
n
P`;m
i;j=1

�
Y i�� + Y �j� � 2Y ���

�2P`;m;n
i;j;k=1

�
Yijk � Y i�� � Y �j� + Y ���

�2 `mn� (`+m� 1)`+m� 2 ;

így F eloszlása F`+m�2;`mn�(`+m�1) lesz.

17.8 Házi Feladat 8

Feladat 17.3 Bizonyítandó, hogy tetsz½oleges 
i;j ; konstansok estén, ahol i = 1; : : : `; és

j = 1; : : :m; létezik és egyértelm½u a


i;j = �+ ai + bj + (ab)ij ;X̀
i=1

ai =

mX
j=1

bj = 0;
X̀
i=1

(ab)ij =

mX
j=1

(ab)ij = 0:

felbontás.

Megoldás: Ha a jobboldal adott, akkor ebb½ol a baloldal is jól van de�niálva. Ha

viszont a 
i;j ; konstansok adottak és a feltételek teljesülnek, akkor észrevesszük, hogy

i; j� re összegezve � kifejezhet½o

� = 
��;

és így tovább

ai = 
i� � 
��;

bj = 
�j � 
��;

(ab)ij = 
i;j � 
i� � 
�j + 
��:

Azt kell megmutatni, hogy a 
i;j-b½ol származó fenti ai; bj ; és (ab)ij teljesítik a megkívánt

feltételeket. Például

mX
j=1

bj =
mX
j=1

�

�j � 
��

�
=

mX
j=1


�j �m
��

= m
�� �m
�� = 0:
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Feladat 17.4 Egy kisérlet során méréseket végeztek a tv képerny½o-kontraszt viselkedésére

amikor különböz½o üvegfajtát és foszforfajtát használtak (Industrial Quality Control, 1956,

pp5-8). Az alábbi táblázat mutatja a mérés eredményeit (microamp-ben)

a. Adjuk meg a modellt és a vizsgálandó hipotéziseket.

b. Végezzük el a próbákat 0; 05 szint mellett.

c. Ellen½orizzük a feltételek teljesülését.

Megoldás: a. A modell kétszeres osztályozás interakcióval

EYij = �+ ai + bj + (ab)ij ;X̀
i=1

ai =
mX
j=1

bj = 0;
X̀
i=1

(ab)ij =
mX
j=1

(ab)ij = 0;

` = 2, m = 3.

b. a Hab0 hipotézist elfogadjuk, p-érték 0; 31; tehát nincs együttes hatás. A Ha0 és Hb0

hipotéziseket elvetjük, azaz mindkét faktornak van szigni�káns hatása.

c. A szórás állandónak tekinthet½o ( p-érték 0; 34). A hiba függetlensége és a normalitása

is elfogadható az alábbi ábrák alapján.
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17.9 Házi feladat 9

1. Meghatározandó a kétszeres osztályozás, interakcióval (kölcsönhatással) modell esetén
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a

Hab0 :

`;mX
i;j=1

(ab)2ij = 0

hipotézishez tartozó nemcentralitási paraméter.
Megoldás: Vizsgálandó a

Q3 = n

`;mX
i;j=1

�
Y ij� � Y i�� � Y �j� + Y ���

�2
;

kvadratikus forma várható értéke. Tudjuk, hogy

d(ab)ij = Y ij� � Y i�� � Y �j� + Y ���:
torzitatlan becslés, így Ed(ab)ij = (ab)ij , vagyis

E
�
Y ij� � Y i�� � Y �j� + Y ���

�2
= D2d(ab)ij + (ab)2ij :

A szórásnégyzet pedig

D2d(ab)ij = E �Y ij� � Y i�� � Y �j� + Y ��� � (ab)ij�2 :
A a 46. tétel (122. oldal) szerint

EQ3 = nE

`;mX
i;j=1

�
Y ij� � Y i�� � Y �j� + Y ��� � (ab)ij

�2
+ n

`;mX
i;j=1

(ab)2ij ;

els½o tagja már azzal a tulajdonsággal rendelkezik mint Q3 ha a Hab0 igaz. Tehát

EQ3 = (`� 1) (m� 1)�2 + n
`;mX
i;j=1

(ab)2ij ;

= �2

0@(`� 1) (m� 1) + n

�2

`;mX
i;j=1

(ab)2ij

1A ;
a nem-centralitási paraméter

� =
n

�2

`;mX
i;j=1

(ab)2ij ;

lesz.

2. A szoftver-kidolgozás költségeit vizsgálva hat algoritmust alkalmaztak 8 projekt során.
A becsült költségt½ol való eltérés százalékait tartalmazza az alábbi táblázat. (Commu-
nications of the ACM, Vol. 30, No. 5, 1987)
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17.10 Házi feladat 10

a. Különböznek-e az algoritmusok a becsült költség pontosságának tekintetében? Az
algoritmusok különböznek ( p-érték 0).
b. Analizáljuk a modell illesztés feltételeinek teljesülését. A szórásanalízis modell
feltételei nem teljesülnek, a szórás nem tekinthet½o állandónak ( p-érték 0), ezért az a.
állítása nagyon bizonytalan.
c. Melyik algoritmust lehetne javasolni? Az algoritmusoknak megfelel½o minta közepeket
és kon�dencia intervallumaikat az alábbi táblázat tartalmazza.

Statisztikailag az 5. és 6. minta közepek 0-nak tekinthet½ok, ezt a �repeated�kontraszt
is meger½osíti 0; 78 p-értéken.Vegyük észre, hogy a szórások megegyeznek (132; 151), ami
persze nem igaz, ezért itt is óvatosnak kell lenni. 5. és 6. minta közepek statisztikailag
egyenl½onek tekinthet½ok a kétmintás t-próba szerint is 0; 142 p-értéken.

17.10 Házi feladat 10
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1. Legyenek " = ("1; "2; : : : ; "n)
0
független azonos N

�
0; �2

�
eloszlású valószín½uségi vál-

tozók. Az
Y = X� + ";

lineáris modell Fisher-féle információs matrix inverzét hasonlítsuk össze a
�
�; �2

�
paraméterek

torzitatlan becsléseinek szórásmátrixával.
Megoldás: a

�
�; �2

�
paraméterek torzitatlan becslései

b� = �X 0
X
��1

X
0
Y

és

s2 =




Y �Xb�


2
n� p :

A b� szórásnégyzet matrixa �2 �X 0
X
��1
, a (n� p) s2=�2 2 X 2n�p, továbbá b� és s2

függetlenek. A X 2n�p eloszlású valószín½uségi változó szórásnégyzete 2 (n� p), ezért

D2 (n� p) s2=�2 = 2 (n� p) ;

D2s2 =
2�4

n� p:

A
�b�; s2� szórásnégyzet matrixa tehát

Var
�b�; s2� =

"
Var

�b�� 0

0 D2s2

#

=

"
�2
�
X

0
X
��1

0

0 2�4

n�p

#
:

A Fisher-féle információs matrix de�nició szerint

IF = E

24h @
@�0 log f (Y )

i0
@
@�2 log f (Y )

35h @
@�0 log f (Y )

@
@�2 log f (Y )

i
;

ahol
@

@�0
log f (Y ) =

@

@�0
log

�
� 1

2�2


Y �X�

2�

= � 1

�2

�
�Y 0

X + �
0
X

0
X
�
;

és a
@

@�2
log f (Y ) = � n

2�2
+

1

2�4


Y �X�

2 :

A Fisher-féle információs matrix számítható a Hess-matrix várható értékéb½ol is, nevezete-
sen

IF = �E

24� 1
�2

@
@�0

�
�Y 0

X + �
0
X

0
X
�0

� @
@�2

1
�2

�
�Y 0

X + �
0
X

0
X
�0

� @
@�2

1
�2

�
�Y 0

X + �
0
X

0
X
�0

@
@�2

h
� n
2�2 +

1
2�4



Y �X�

2i
35

=

"
1
�2X

0
X 0

0 � n
2�4 +

n�2

�6

#

=

"
1
�2X

0
X 0

0 n
2�4

#
:
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Az inverz matrix

I�1F =

"
�2
�
X

0
X
��1

0

0 2�4

n

#
:

Látható, hogy a szórásnégyzet matrix megegyezik I�1F -el, kivéve a jobb alsó sarok-
elemet ami nagyobb: 2�4

n�p >
2�4

n , ezt az elemet kivéve a Rao-Cramer alsó határ eléretik.

2. A mellékelt felmérés szóbeli (VIQ) és írásbeli (PIQ) IQ eredményeket tartlamaz, valamint
a kisérletben résztvev½o személyek súlyát, magasságát és agy-térfogatát (pixelben). A
részletesebb leírás az adatokat követi.
1. Vizsgáljuk külön-külön a VIQ és PIQ függését a többi adattól (kivéve FSIQ-t).
2. Van-e különbség a n½ok és a fér�ak között, a súly, a magasság az agytérfogat VIQ és
PIQ alapján?
A válaszadás során adjuk meg a modelleket és a hipotéziseket, valamint a statisztikai
következtetés indoklását.
Ellen½orizzük le a feltételek teljesülését.
Megoldás: 1. Vezessük be a következ½o jelöléseket: súly = m, magasság = h, és
agy-térfogat = b. Az alábbi többszörös regressziós modellt vizsgáljuk

V IQ = �0 + �1m+ �2h+ �3b+ ":

A H0 hipotézis, hogy egy vagy több � együttható 0. A Backward módszer a súly (m)
kizárását javasolja, ezt meger½osíti a R2 változása 0; 454 ( m-el) ill. 0; 441 ( m-nélkül).
Tehát a modell

V IQ = �0 + �1h+ �2b+ ":
Megjegyezzük, hogy ugyan a R2 elég kicsi, de a modellben lév½o változók hatását az
ANOV A táblázatban lév½o 0; 016 p�érték meger½osíti.

Az együtthatók p-értékei mutatják, hogy az agy-térfogatnak van legszigni�kánsabb
hatása. Hasonló következtetésre juthatunk a PIQ vizsgálatánál.
2. A H0 hipotézis, hogy nincs különbség a n½ok és a fér�ak között, a súly, a magasság
az agytérfogat VIQ és PIQ alapján. A t�próba azt mutatja, hogy csak a súly és a
magasság mutat szigni�káns eltérést a n½ok és a fér�ak között. A szórások minden
esetben homogének.

[2], [7], [4], [5], [3], [1]
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